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ANÁLISE DE EXPERIMENTOS COM MEDIDAS REPETIDAS  

(DADOS LONGITUDINAIS): REVISÃO TEÓRICA*1 
 

 

1  INTRODUÇÃO 

 

O termo “medidas repetidas” ou “dados longitudinais” é usado para designar medidas feitas no 

mesmo indivíduo ou na mesma unidade experimental, em mais de uma ocasião (Freitas, 2007). 

Nesses casos, há pelo menos duas fontes de variação a serem investigadas, aquela entre os 

indivíduos (ex. parcelas ou tratamentos, representados por diferentes variedades de plantas ou 

sistemas de manejo do solo) e a variação intraindivíduos (ex. tempo, representado por diferentes 

colheitas ou épocas de avaliação). Em experimentos, caracterizam-se, assim, os chamados perfis 

individuais de resposta, em nível de parcelas, e os perfis médios de respostas, associados aos 

tratamentos (efeito do tratamento e seu comportamento ao longo do tempo).    

 

Em estudos de medidas repetidas no tempo, em um delineamento no esquema de parcelas 

divididas (split-plot)1, por exemplo, os níveis desse tempo, sequenciais, não podem ser 

aleatorizados para seus intervalos. O mesmo acontece com experimentos em que as medidas são 

tomadas repetidamente no espaço, por exemplo, em diferentes profundidades numa mesma 

parcela (Vivaldi, 1999). Em ambos, as observações sobre um mesmo indivíduo são 

correlacionadas entre si (respostas em tempos próximos mais parecidas que aquelas tomadas em 

tempos mais distantes), em função do modo sistemático como as medidas são tomadas (Freitas, 

2007). Dessa forma, a análise de variância usual pode não ser válida, porque com a falta de 

aleatorização, os erros correspondentes às respectivas unidades experimentais ou indivíduos 

podem ter uma matriz de covariâncias que não é igual àquela exigida para que a análise usual de 

um delineamento clássico seja válida; isto é, com variâncias homogêneas e covariâncias nulas 

(erros independentes), ou mesmo com observações igualmente correlacionadas. 

 

Fernandez (1991) salienta que a análise de um experimento sistematicamente arranjado (sem 

aleatorização), como delineamento em parcelas divididas, pode inflacionar a probabilidade de se 

rejeitar falsamente a hipótese nula, isto é, de erro tipo I. Outros autores (Gill, 1986; Riboldi et 

al., 1996, citados por Freitas, 2007) alertam para consequências imediatas de se ignorar a 

correlação entre dados mensurados em tempos adjacentes, a saber: a significância aparente da 

diferença entre médias de tratamentos é grosseiramente exagerada e a sensibilidade dos testes 

para a interação é seriamente reduzida. As inferências, porém, podem ou não ser distorcidas, 

conforme o grau de homogeneidade das variâncias e covariâncias entre as diferentes épocas.    

 

 

*1Levantamento de informações bibliográficas elaborado para uso exclusivo no processo de ensino-aprendizagem 

sobre “análise de medidas repetidas”, centrado na excelente revisão original da seguinte dissertação (mestrado):  

Xavier, Lara Hoffmann. Modelos univariado e multivariado para análise de medidas repetidas e verificação da 

acurácia do modelo univariado por meio de simulação. 91 p. Dissertação (mestrado) - Escola Superior de 

Agricultura Luiz de Queiroz, USP. Piracicaba, 2000. Disponível em: <http://ce.esalq.usp.br/tadeu/LaraHXavier3.pdf>. 

Acesso em: 06 mar. 2011. 
1 O delineamento em parcelas divididas (split-plot) é amplamente designado na literatura nacional como “parcelas 

subdivididas”; entretanto, tal como Vivaldi (1999), reservaremos esse último termo para os experimentos com três 

fatores, sendo o terceiro a aplicado a subsubparcelas, o que corresponde, em Inglês, aos ensaios split-split-plot.    

http://ce.esalq.usp.br/tadeu/LaraHXavier3.pdf


Huynh & Feldt (1970) mostraram que, em um delineamento de parcelas divididas com medidas 

repetidas no tempo, o teste F com relação à parcela tem distribuição F exata; mas, com relação à 

subparcela (fator secundário e interação), só terá distribuição F exata se a matriz de covariâncias 

satisfizer certa pressuposição, além das citadas anteriormente. 

 

De acordo com Milliken & Johnson (1992), tais pressuposições nem sempre são apropriadas 

para um delineamento de parcelas divididas com medidas repetidas no tempo, sendo, porém, 

uma análise correta quando realizada sob suposições mais gerais. Essas suposições mais gerais 

requerem certa forma para a matriz de covariâncias dos erros denotada por . 

 

Uma condição suficiente para que o teste F da análise de variância usual, em nível de subparcela, 

para o fator ‘tempo’ e interação ‘tempo x tratamento’, seja válido, é que a matriz de covariâncias 

tenha uma forma chamada de Simetria Composta:  = {aij}, em que: aij = 2
 + 2

 se i = j, ou    

aij = 2
 se i ≠ j (matriz uniforme, com dois parâmetros); 2

 é a variância da subparcela (intra-

indivíduos); e 2
 é a variância da parcela (entre indivíduos).  

 

O padrão de uniformidade para , embora seja condição suficiente, não é condição necessária 

para que os testes F para os efeitos “tempo” e “interação tratamento x tempo” tenham 

distribuição F central exata.  

 

Uma condição mais geral da forma de  foi descrita por Huynh & Feldt (1970). Tal condição, 

denominada H-F, possui “t+1” parâmetros (2
1, 2

2, ..., 2
t e  respectivamente as variâncias 

associadas a cada tempo – ‘t’ é o número de tempos, e o parâmetro H-F, dado pela diferença 

entre a média das variâncias e a média das covariâncias). A matriz é, então, definida como:        

 ={aij}, em que: aij = 2
i, se i = j; e aij = [(2

i + 2
j)/2]-, se i ≠ j. 

 

Xavier & Dias (2001) reforçam que a condição H-F é necessária e suficiente para que o teste F 

da análise de variância usual, no esquema do delineamento de parcelas divididas no tempo, seja 

válido. Essa condição é equivalente a especificar que as variâncias da diferença entre pares de 

erros sejam todas iguais, e se as variâncias são todas iguais, então, a condição é equivalente a de 

simetria composta. Enfim, as matrizes de covariâncias nas formas simetria composta e de erros 

independentes são casos especiais da condição de H-F (Xavier, 2000; Freitas, 2007). 

 

Meredith & Stehman (1991) verificaram que a violação da condição de H-F leva a testes muito 

liberais para os fatores da subparcela; isto é, aumenta a probabilidade de erro tipo I para as fontes 

de variação “tempo” e interação “tempo x tratamento”. O resultado sobre a interação contradiz 

os de Gill (1986) e Riboldi et al. (1996), citados por Freitas (2007), indicando que as 

consequências não são unidirecionais.  

 

Os problemas com relação à validade dos testes surgem quando se têm estruturas da matriz de 

covariâncias diferentes das estruturas de simetria composta, de erros independentes e da 

condição de H-F, pois isto leva a testes F não exatos (Xavier, 2000; Freitas, 2007). 

 

Para se verificar se a matriz de covariâncias atende a condição de H-F, Mauchly (1940) propôs 

um procedimento estatístico chamado teste de esfericidade ou de circularidade (Malheiros, 1999; 



Freitas, 2007), que verifica se uma população multivariada apresenta variâncias iguais e 

correlações nulas.  

 

Quando a estrutura envolvida apresenta outra forma, é necessário utilizar outros métodos para 

encontrar um modelo que permita a utilização da estrutura da matriz de covariâncias que melhor 

represente o conjunto de dados em questão; ou, então, a utilização de um fator de correção para 

os números de graus de liberdade das fontes de variação associadas às subparcelas. 

 

A seleção do melhor modelo de estrutura da matriz  pode ser feita utilizando-se, por exemplo, o 

critério de informação de Akaike (AIC) ou o teste da razão de máxima verossimilhança (LRT). 

 

 

2  CONDIÇÃO E TESTE DE ESFERICIDADE 

 

Mauchly (1940) apresenta a estatística de teste para a condição de esfericidade, que verifica se 

uma população normal multivariada apresenta variâncias iguais e correlações nulas 

(representação vetorial de uma matriz de ‘p’ variáveis ortogonais, num espaço p-dimensional). 

Caso a respectiva matriz apresente essa simetria, será então chamada de "matriz esférica". Em 

síntese, o teste permite verificar se a matriz de covariâncias atende a condição H-F. 

 

Esse teste utiliza a condição H-F para a matriz de covariâncias das “t” medidas repetidas dos 

indivíduos, em (t-1) contrastes ortogonais normalizados, para as medidas repetidas não 

correlacionadas com variâncias iguais (Xavier, 2000). Para “t” tempos existem mais de um 

conjunto de (t-1) contrastes ortogonais, sendo que um contraste ortogonal será normalizado 

quando for dividido pela sua norma euclidiana. 

 

Huynh & Feldt (1970) e Rouanet & Lépine (1970) demonstraram, independentemente, que a 

condição necessária e suficiente para que as estatísticas F associadas a “tempo” e “interação 

tratamento x tempo” sejam válidas é que os elementos kk’ (com k e k’=1,2, ..., t) de  satisfaçam: 

kk’ = ak + ak’ + , se k = k’; e kk’ = ak + ak’, se k ≠ k’, com {ak; ak’ e }>0. Desta forma,  satisfaz à 

condição de esfericidade ou circularidade, o que é equivale a (Freitas, 2007): 

 C(t-1) x t (t x t) C’t x (t-1) =  ( t-1) x ( t-1)                        (1) 

em que: 

C: é a matriz dos coeficientes dos contrastes ortogonais normalizados, que representa o total 

de hipóteses nulas; 

: é a matriz de covariâncias; 

: é um escalar maior do que zero; e 

I: é a matriz identidade. 

Nota: se a condição (1) for satisfeita, a matriz de covariâncias  será dita esférica.  

 

Kuehl (1994) e Kirk (1995) descrevem o teste de esfericidade da seguinte forma: seja sij o 

elemento na i-ésima linha e j-ésima coluna da matriz de covariâncias amostral S(t x t), para o erro 

intraindivíduos, com  graus de liberdade. Escolhem-se (t-1) contrastes ortogonais normalizados 

nas ‘t’ medidas repetidas, e sendo a matriz C(t-l)xt, cujas linhas são contrastes ortogonais 

normalizados nas ‘t’ medidas repetidas, calcula-se a matriz CSC’(t-1) x (t-1) (Xavier, 2000). 

 



Então, a estatística de teste formulada por Mauchly (1940), para a hipótese nula CC’ =   será 

W= [(t-1)t-1|CSC’|]/[(tr(CSC’))t-1], com f = (1/2)t(t-1)-1 graus de liberdade; utilizando-se, ainda, 

para melhorar a acurácia da aproximação pela distribuição de Qui-quadrado, um fator de escala 

definido como:  =  – [(2t2-3t+ 3)/6(t-1)]; em que  é o número de graus de liberdade do erro 

intraindivíduos, Erro(b). A hipótese nula é rejeitada se: - ln(W) > 2
,f (Freitas, 2007). 

 

O teste é descrito também por Milliken & Johnson (1992) e, segundo Vivaldi (1999), é criticado 

por ser suscetível a desvios da normalidade. Freitas (2007) acrescenta que o teste não é muito 

poderoso para pequenas amostras e nem é robusto quando há violação de normalidade. 

 

Apesar da condição H-F não ser tão restritiva quanto à estrutura uniforme, segundo Freitas 

(2007), alguns autores argumentam que ela também não é adequada, pois, na realidade, espera-se 

que a correlação entre duas observações consecutivas seja maior do que entre aquela entre 

observações tomadas em tempos mais distantes. 

 

No caso de as pressuposições de normalidade, independência e da condição H-F para a matriz  

de covariâncias não serem satisfeitas, uma alternativa seria a análise multivariada, também 

conhecida como análise de perfis, que adota uma hipótese mais geral sobre a estrutura da matriz 

de covariâncias. Outra possibilidade seria utilizar-se a análise univariada no esquema do 

delineamento de parcelas divididas no tempo, realizando-se um ajuste no número de graus de 

liberdade do teste F para as fontes de variação associadas às subparcelas (Xavier, 2000). 

 

As correções para os números de graus de liberdade foram inicialmente propostas por Box 

(1954a, 1954b), e aperfeiçoadas por Geisser & Greenhouse (1958) e Huynh & Feldt (1976). 

Essas correções são efetuadas pela multiplicação de um valor aos números de graus de liberdade 

das fontes de variação associadas às subparcelas.  

 

Caso os dados sejam representados por matriz de covariâncias que não se adeque às técnicas 

alternativas anteriormente citadas, a opção seria o ajuste por modelos mistos, no qual se pode 

envolver, ainda, a estimação de contrastes ou curvas de crescimento (modelos polinomiais), 

incluindo a matriz de covariâncias que melhor explique o comportamento dos dados.  

 

Esses modelos podem ser construídos levando-se em conta vários tipos de estruturas da matriz 

de covariâncias, sendo que o melhor modelo pode ser escolhido por um teste de razão de 

verossimilhança ou por critério de informação como o de Akaike, que mensura a qualidade do 

ajustamento e penaliza os modelos com grande número de parâmetros. 

 

Diante dessa problemática, Fernandez (1991) sugere que:  

a) se a condição H-F para a matriz de covariâncias for satisfeita (teste de esfericidade não 

significativo), o teste univariado pode ser utilizado;  

b) se a condição H-F para a matriz de covariâncias não for satisfeita e o nível de significância 

do teste de esfericidade estiver entre 0,05 e 0,01, poderão ser utilizados a correção para os 

números de graus de liberdade ou os testes multivariados; e  

c) se a condição H-F para a matriz de covariâncias for rejeitada, com nível de significância 

menor que 0,01, somente testes multivariados deverão ser utilizados (aqui o autor não faz 

qualquer referência à escolha de outro modelo que não seja o univariado ou multivariado). 



 

Xavier (2000), ao descrever sua metodologia, também reitera que, com relação aos efeitos de 

subparcela, existem duas opções de testes: o univariado e o multivariado. Os testes univariados 

são válidos quando a condição H-F para a matriz de covariâncias é satisfeita, o que pode ser 

verificado pelo teste de esfericidade, que já se encontra implementado, por exemplo, no Proc 

GLM do SAS® – Statistical Analysis System (SAS Institute, 2009), via comando “repeated” e 

sua opção “printe”.  

 

Quando esse teste é significativo, pode-se optar pela correção do número de graus de liberdade 

para os efeitos de subparcela e, assim, realizar a análise univariada. Alternativamente, pode-se 

optar pelos testes multivariados: Lambda de Wilks, Traço de Pillai, Traço de Hotelling-Lawley e 

Roy; os quais são, todos, baseados em uma matriz de covariâncias sem estrutura.  

 

 

3  MODELO UNIVARIADO CLÁSSICO 

 

3.1  Descrição geral 

 

Na análise de variância clássica, considerando-se que o experimento foi instalado segundo o 

esquema de parcelas divididas no tempo (análise de medidas repetidas ou split-plot in time), tem-

se o seguinte modelo matemático: 

 yijk =  + i + j + ()ij + k + ()jk + eijk      

em que:  

yijk: é o valor observado no k-ésimo tempo, j-ésimo tratamento e i-ésimo bloco (i=1,2,...,b é o 

índice de blocos; j=1,2,...,g é o índice do fator entre indivíduos – ex. tratamentos; e k=1,2,...,t é 

o índice para o fator intra-indivíduos – ex. tempos); 

: é uma constante inerente a todas as observações; i: é o efeito do i-ésimo bloco; j: é o efeito 

do j-ésimo tratamento; 

()ij: é o efeito aleatório devido a interação do i-ésimo bloco com o j-ésimo tratamento (há 

discordâncias sobre assumir este efeito como tal interação)2;  

k: é o efeito do k-ésimo tempo; ()jk: é o efeito da interação entre o j-ésimo tratamento e o k-

ésimo tempo; e  

eijk: é o erro aleatório correspondente às observações do k-ésimo tempo, para o jésimo tratamento 

no i-ésimo bloco (variação do acaso sobre as observações), suposto homocedástico, 

independente e normalmente distribuído ( = I2). 

 

Steel & Torrie (1960) sugerem que, quando o delineamento for aleatorizado em blocos, a 

interação ‘blocos x tempos’, além do efeito de blocos, deve ser isolada e acrescentada ao 

modelo, por considerar-se haver grande probabilidade de esta interação ser significativa. Lima 

(1996), entretanto, salienta que geralmente blocos são construídos somente para controlar a 

heterogeneidade entre as unidades experimentais, e não se espera interação significativa para 

‘blocos x tempos’. Assim, sob tal suposição, esse efeito poderia ser tratado como um erro. 

 
2 Segundo Vivaldi (1999), a ausência da interação “blocos x tratamentos” dá origem ao respectivo Erro(a); e, de 

modo idêntico, justifica o Erro(b) e o Erro(c) no delineamento em faixas. Duarte (2000) também discute o 

assunto, no contexto geral de ensaios em blocos, compartilhando do mesmo ponto de vista.  



 

A interpretação dos testes deve ser iniciada pelas interações, considerando-se, primeiramente, a 

interação dupla. E, se a interação for não significativa, consideram-se, então, os testes para os 

efeitos principais, os quais podem requerer combinações lineares de variâncias (Vivaldi, 1999). 

 

Podem-se obter as seguintes interpretações, caso as hipóteses testadas sejam significativas:  

a) Quando a hipótese H0: 1= 2= ...= g= 0 é rejeitada, indica-se que existem diferenças 

verticais entre as curvas de grupos ou tratamentos ao longo do tempo; 

b) Quando a hipótese H0: 1= 2= ...= t= 0 é rejeitada, indica-se que as curvas não são 

constantes no tempo; e 

c) Quando a hipótese H0: ()11= ( )12= ...= ()gt= 0 é rejeitada, tem-se indicação de que a 

forma das curvas difere entre os tratamentos ao longo do tempo. 

 

Deve-se reiterar que o uso indiscriminado desse tipo de análise, apenas por sua simplicidade, 

ampla divulgação e facilidade interpretativa pode ser causa de erros relevantes na tomada de 

decisão em pesquisas experimentais. Por isso, quando suas pressuposições não são atendidas, 

conclusões válidas apenas serão obtidas sob ajustes adequados ou modelagens menos restritivas. 

 

3.2  Correções de graus de liberdade  

 

No caso de as pressuposições de normalidade, independência e da condição H-F para a matriz  

não serem satisfeitas, nessa abordagem univariada do delineamento de parcelas divididas no 

tempo, uma alternativa é realizar o ajuste nos números de graus de liberdade do teste F para as 

comparações em nível de subparcelas (Xavier, 2000). Já o teste para o fator aplicado nas 

parcelas não necessita de correção, qualquer que seja a estrutura de  (Freitas, 2007).  

 

De acordo com Muller & Barton (1989), com a correção do número de graus de liberdade 

obtêm-se testes mais conservativos, que são limitados a assegurar que  esteja abaixo de certo 

nível. Isso para casos em que um teste aproximado não é desejável, e casos nos quais a matriz de 

covariâncias é diferente de tratamento para tratamento (Xavier, 2000). 

 

Conforme já mencionado, as correções para os números de graus de liberdade foram 

inicialmente propostas por Box (1954a, 1954b) e, posteriormente, aperfeiçoadas por Geisser & 
Greenhouse (1958) e Huynh & Feldt (1976); fundamentando-se na multiplicação do número de 

graus de liberdade das fontes de variação associados às subparcelas por valores estimados para 

cada método. Por exemplo, dada uma estatística F, baseada em mínimos quadrados, com 

números de graus de liberdade 1 e 2, o ajuste para esses números de graus de liberdade seria: 

1 e 2; com  estimado por um dos métodos (essa notação é variável entre autores).  

 

Box estabeleceu uma medida do afastamento em relação à condição H-F, denotada por , que 

varia no intervalo [(t-1)-1; 1]; quanto mais  se afasta de 1,0, mais a estrutura de  se desvia da 

condição de esfericidade (H-F), e maior será a redução sobre 1 e 2. Notadamente, valores 

iguais ou próximos à unidade indicam que a análise pode ser realizada como se o experimento 

tivesse sido planejado em parcelas divididas; e se t = 2, a condição H-F é sempre satisfeita e o 

experimento pode ser analisado como parcelas divididas (ex. experimentos varietais em cana-de-

açúcar com apenas dois cortes). Na prática, a correção de Box resume-se em dividir os graus de 



liberdade das fontes de variação ‘tempo’, ‘interação tratamento x tempo’ e do Erro(b), por (t-1), 

reavaliando-se as significâncias do teste F (Milliken & Johnson, 1992; Vivaldi, 1999). 

 

As correções propostas por Geisser & Greenhouse (1958) e Huynh & Feldt (1976) também são 

efetuadas mediante ajuste nos graus de liberdade, com reflexos nos níveis de significância 

observados para a estatística F; dando-se, igualmente, pela multiplicação de valores estimados 

(denotados por ̂  e ~ , epsilons, ou, respectivamente, G-G e H-F) pelos números de graus 

de liberdade de fatores associados às subparcelas. Do mesmo modo, valores iguais ou próximos 

de 1,0 indicam que a análise pode ser realizada como se o experimento tivesse sido planejado em 

parcelas divididas. Os estimadores de ̂  e ~ são descritos em Xavier (2000) e Freitas (2007). 

 

Como o cálculo desses valores para o ajuste dos graus de liberdade não é trivial, Greenhouse & 

Geisser (1959) propuseram um algoritmo que permite dispensar este cálculo, em alguns casos, 

sem prejuízo à tomada de decisão (Milliken & Johnson, 1992):  

1) Verificar a significância usual do teste F (sem qualquer ajuste): se “não significativo” (para o nível 

 especificado); então, não é necessário calcular  pois o teste com os graus de liberdade ajustados 

também será não significativo. 

2) Verificar a significância do teste F sob a correção conservativa de Box (divisão de graus de 

liberdade associados às subparcelas por t-1): se “significativo”, então, não é necessário calcular 

 pois o teste com graus de liberdade ajustados também será significativo. 

3) Se o teste F for “significativo” com graus de liberdade usuais e “não significativo” com a correção 

de Box, então, tanto , como os graus de liberdade ajustados para  devem ser calculados para a 

correta tomada de decisão. 

 

Kirk (1995) acrescenta que, quando a suposição de esfericidade é satisfeita, os três fatores de 

correção são iguais a 1,0, caso contrário, são menores, embora sempre com mínimo em 1/(t - 1). 

 

Quanto à escolha da correção para os números de graus de liberdade, Muller & Barton (1989), 

em estudos avaliando o poder dos testes quando as correções foram utilizadas, sugerem que a 

correção de Geisser-Greenhouse (G-G) seja utilizada, já que o respectivo teste produz aceitável 

controle do erro tipo I, enquanto maximiza o seu poder. Littell et al. (1998) também sugerem o 

uso da correção G-G. Mas, segundo Huynh & Feldt (1976), essa correção tem a desvantagem de 

superestimar o verdadeiro nível de significância.  

 

Wright & Wolfinger (1997) concluíram que ambos os testes univariados ajustados (G-G e H-F) 

têm bom desempenho, embora, em pequeno número de casos, H-F se mostre mais liberal e G-G 

mais conservativo. Xavier (2000) também reporta que a correção H-F ( ~ ) é mais liberal do que 

a correção G-G ( ̂ ) porém, ~  é menos enviesado do que ̂  quando  ≥0,75. Logo, se os 

valores tenderem a ser baixos (  <0,75), deve-se preferir ̂ ; senão, ~  com limite em ~ =1.  

 

Xavier (2000) sustenta que a análise univariada é recomendável, mesmo quando a condição H-F 

para a matriz de covariâncias não é satisfeita, desde que se utilize uma correção adequada de 

graus de liberdade. Assim, recomenda o uso da correção H-F quando o teste de esfericidade é 

significativo em nível de probabilidade entre 0,01 e 0,05. 

 



 

4  MODELO MULTIVARIADO 

 

Como alternativa para a análise de medidas repetidas no tempo, tem-se a análise multivariada, 

que pode apresentar menor poder em seus testes e, às vezes, indicar diferenças significativas 

onde realmente não existem. Mas, de acordo Singer & Andrade (1986), citados por Freitas 

(2007), esses riscos podem ser minimizados garantindo-se que os erros tenham distribuição 

normal multivariada. Por esse motivo, a análise de variância multivariada, também conhecida 

como análise multivariada de perfis, é uma solução natural para dados de medidas repetidas. 

Meredith & Stehrnan (1991) também salientam que não há suposição sobre a estrutura da matriz 

de covariâncias, sendo, por isso, uma solução natural para dados de medidas repetidas. 

 

Segundo Vonesh & Chinchilli (1997), geralmente as técnicas usuais impõem suposições de que 

todas observações sejam independentes, embora essa suposição não seja adequada para dados de 

medidas repetidas, em que as observações feitas no mesmo indivíduo usualmente são 

correlacionadas. Assim, sugerem, para um experimento com delineamento de parcelas divididas, 

com medidas repetidas no tempo, o seguinte modelo: 

 yijk =  + i + j + k + ()jk + eijk       

Observe-se que nesse modelo, o erro da parcela não é incluído. 

 

Várias estatísticas de testes disponíveis são obtidas através dos princípios da união-intersecção 

de Roy e da razão de verossimilhança de Wilks. Definindo-se i = i (1 + i)
-1, em que i é a      

i-ésima raiz característica (autovalor) de HE-1 (em que H e E são, respectivamente, as matrizes 

de somas de quadrados e produtos cruzados devido à hipótese nula e ao erro), essas estatísticas 

são dadas por: 

1. Traço de Pillai: P =  i  

    com i = 1, 2, ... s; sendo s = min(t-1, g-1); ‘t’, o n’mero de tempos; e ‘g’, o de tratamentos. 

2. Lambda de Wilks:  =  ( − i) 

3. Traço de Hotelling-Lawley: T =  i (1 - i)
-1:  

4. Maior raiz característica de Roy: s = max(i) 

 

As distribuições exatas dessas estatísticas, sob a hipótese nula, dependem unicamente dos 

parâmetros ml = (|(t-1) – (g-1)| -1)/2 e m2 = (n-g - (t -1)-1)/2. 

 

A ordem de preferência, em termos de poder, é: Traço de Pillai, Lambda de Wilks, Traço de 

Hotelling-Lawley e Máxima Raiz de Roy (Xavier, 2000). Lambda de Wilks, porém, é o teste 

mais utilizado, sobretudo por se tratar de uma razão de verossimilhança (Freitas, 2007). 

Esses testes não requerem a condição H-F, pois são baseados em uma matriz de covariâncias 

sem estrutura (Xavier, 2000). Assim, admite-se que as variâncias das respostas em cada tempo e 

as covariâncias entre tempos distintos sejam diferentes (Lima, 1996, citado por Freitas, 2007). 

As estimativas da matriz de covariâncias podem ser obtidas pelo método dos momentos. 

 

A análise multivariada, entretanto, apresenta restrições. Por exemplo, é indicada para situações 

em que o número total de unidades experimentais (sujeitos) é maior que o número de ocasiões ou 



tempos (n>t). Meredith & Stehrnan (1991), citados por Xavier (2000), reiteram a sua falta de 

poder para estimar os parâmetros da matriz de covariâncias, se “t” é grande e ‘n’ pequeno. 

 

A análise ainda requer perfis de respostas individuais completos; ou seja, na perda de uma ou 

mais observações para um mesmo indivíduo, todo o perfil do indivíduo deve ser excluído da 

análise. Ademais, os quatro testes multivariados podem produzir diferentes níveis descritivos, 

levando a conclusões distintas. Neste caso, uma sugestão é assumir o resultado (a significância) 

mais comum entre as estatísticas (Singer & Andrade, 1986, citados por Freitas, 2007). 

 

É importante reiterar também que, sob a condição H-F, os testes univariados para o efeito intra-

indivíduos são usualmente mais poderosos que os testes multivariados, proporcionando maior 

probabilidade de detectar efeitos significativos, quando estes realmente existem. Segundo Lima 

(1996), citado por Freitas (2007), isso decorre da sua excessiva parametrização. 

 

Por isso, Wright & Wolfinger (1997), ao estudarem o problema da aproximação dos testes F em 

análise de medidas repetidas, concluíram que os testes multivariados apenas devem ser usados 

quando a estrutura da matriz de covariância é não estruturada, ou seja, não em situações em que 

esta apresenta algum tipo de estrutura. 

 

 

5  MODELO MISTO 

 

5.1  Descrição geral 

 

Como já comentado, em análise de medidas repetidas, o modelo univariado requer certa 

suposição referente à estrutura da matriz de covariâncias (), que, se não satisfeita, leva a testes 

aproximados, com possibilidades de erros na tomada de decisão. O modelo multivariado, por 

apresentar estrutura geral para esta matriz (na realidade, uma matriz não estruturada), é de difícil 

utilização quando os dados são desbalanceados. Para contornar essa situação, uma técnica 

alternativa quando a suposição H-F de  não é satisfeita é a análise por modelos mistos, que 

representa uma extensão do modelo linear geral (Xavier, 2000; Freitas, 2007). 

 

Os modelos mistos, além de resolverem a questão dos testes de hipóteses, englobam análise de 

curvas de crescimento (curvas polinomiais), que levam em conta a estrutura da matriz de 

covariâncias que melhor explica o comportamento das observações. Assim, tem a vantagem de 

possibilitar o ajuste de modelos com menor número de parâmetros que a alternativa multivariada 

(Von Ende, 1993; Littell et al., 1998). 

 

De acordo com Kshirsagar & Smith (1995), modelos de curvas de crescimento ou polinomiais 

são mais gerais do que o modelo usual de medidas repetidas. A diferença entre eles está no 

interesse do pesquisador; por exemplo, em modelos de medidas repetidas o interesse básico é 

detectar diferença(s) entre os tratamentos no decorrer do tempo. Já em modelos de curvas de 

crescimento, o objetivo é estimar e predizer os efeitos de tratamentos em algum tempo 

específico. Casos similares ocorrem em experimentos de genética e melhoramento de plantas 

(ensaios varietais com várias colheitas nas mesmas parcelas). 

 



Em modelos de curvas de crescimento ou polinomiais, parte-se do princípio de que existe uma 

relação funcional entre os efeitos de tratamentos e o tempo de aplicação, e que esta relação pode 

ser modelada. A função pode ser aproximada por um polinômio, devendo os coeficientes dessa 

representação, bem como as variâncias e covariâncias, serem estimadas através dos dados. 

 

Esses modelos permitem a utilização de várias estruturas de covariâncias no processo de 

modelagem. Os modelos mistos, em dois estágios, abordados por Laird & Ware (1982), Ware 

(1985), Jennrich & Schluchter (1986) e Diggle (1998), consideram os efeitos fixos no primeiro 

estágio, para obtenção da curva polinornial média, e no segundo estágio, permitem diferentes 

curvas para cada indivíduo. 

 

O modelo é expresso da seguinte forma: yi = Xi  + Zi i + ei    

em que: 

yi : é o vetor coluna (ni x 1) das ni observações tomadas da unidade “i” ao longo do tempo ou 

condição de avaliação; 

: é o vetor (p x 1) de parâmetros fixos desconhecidos, em que a dimensão ‘p’ é fixa para 

qualquer unidade; 

Xi: é a matriz (ni x p), que faz a seleção dos elementos do vetor ; 

i: é o vetor (g x 1) de ‘g’ efeitos aletórios desconhecidos, assumindo-se  i ~ N(0, G); 

Zi: é a matriz (ni x g) que faz a seleção dos elementos do vetor i; 

ei: é o vetor (ni x 1) de erros aleatórios, assumindo-se ei ~ N(0, Ri). 

 

A matriz G é positiva semidefinida, e Ri (ti x ti) é uma matriz positiva definida. Os vetores i são 

independentes entre si, e dos erros ei (permanece a suposição de independência entre parcelas).  

 

Assim: yi ~ N(Xi, i); sendo i = Zi G Z’i + Ri. 
 

Deve-se ressaltar que os elementos do vetor i consistem de parâmetros individuais, que 

representam as diferenças entre a curva do tratamento e a curva de cada indivíduo, e são 

inseridos no modelo com o objetivo de proporcionar um melhor ajuste (Xavier, 2000). 

 

As estimativas dos parâmetros do modelo misto combinam métodos de estimação por máxima 

verossimilhança ou por máxima verossimilhança restrita, através de algoritmos iterativos, e 

quadrados mínimos generalizados. Ou seja, resume-se na solução do sistema de equações de 

modelo misto (EMM) preconizado por Herderson (1984). 

 

De acordo com Guimarães (1994) e Matsushita (1994), as estimativas de máxima 

verossimilhança são dadas por: 
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yˆXXˆXˆ

ii

1

i

i

1

i

n

1i
i

-1

i

1

i

n

1i
i

−=







 






 =

−

−

=

−

=


 

O estimador ̂  e o preditor ~  são, respectivamente, o estimador de quadrados mínimos 

generalizados de , e o melhor preditor linear não viciado (BLUP) de , mais apropriadamente 

denominado BLUP empírico (Duarte, 2000). A vantagem de se trabalhar com modelos mistos, 



associados a curvas de crescimento ou polinômios, é a possibilidade de se optar pela estrutura de 

covariâncias que melhor represente os dados. 

 

5.2 Estruturas de matriz de covariâncias 

 

Nos itens anteriores foram apresentadas três técnicas para analisar um experimento com medidas 

repetidas no tempo, em que as estruturas para a matriz de covariâncias são diferentes.  

 

No caso univariado clássico, faz-se a exigência de que a estrutura da matriz de covariâncias 

satisfaça a condição H-F. No caso multivariado, a estrutura da matriz de covariâncias é da forma 

mais geral possível, ou seja, as variâncias e covariâncias podem ser diferentes (matriz não 

estruturada). E, finalmente, no caso em que se trabalha com modelos mistos, a estrutura da 

matriz de covariâncias pode ser modelada da forma que melhor represente os dados; ou seja, 

pode levar em consideração se os dados são independentes, dependentes, correlacionados ou, 

ainda, apresentar outra relação que as matrizes de covariâncias usuais não conseguem explicar 

(Xavier, 2000; Freitas, 2007). 

 

A seguir são descritas certas estruturas possíveis para matrizes de covariâncias. Todas elas, entre 

outras, já estão implementadas no aplicativo SAS (Apêndices A1 e A2): 

1. Componente de variância (VC): variâncias iguais e observações independentes. 

2. Simetria composta (CS): igualdade de variâncias e covariâncias; ou seja, covariâncias 

constantes entre quaisquer observações de mesma unidade, devido a erros independentes. 

3. Sem estrutura (UN): todas as variâncias e covariâncias podem ser desiguais; especifica uma 

matriz completamente geral, parametrizada diretamente em termos de variâncias e 

covariâncias (variâncias restritas a valores não negativos e covariâncias, sem restrições). 

4. Banded (UN(q)): variâncias desiguais e covariâncias arbitrárias para cada defasagem q-1 

(em que ‘q’ é o número de parâmetros de covariâncias), e zeros para defasagens maiores. 

Por exemplo, q = 3.  

5. Diagonal principal banded (UN(1)): variâncias desiguais e covariâncias nulas. 

6. Auto-regressiva de 1ª Ordem (AR(1)): dados de séries temporais igualmente espaçados e 

correlações diminuindo-se exponencialmente; ou seja, a covariância entre duas observações 

decresce à medida que se aumenta o intervalo de tempo entre elas (o parâmetro auto-

regressivo é , que, para um processo estacionário, assume ||<1).  

7. Toeplitz (TOEP): dados de séries temporais igualmente espaçados e com correlação 

arbitrária para cada defasagem. 

8. Banded Toeplitz (TOEP(q)): dados de séries temporais igualmente espaçados, com 

correlações arbitrárias para cada defasagem q-1 e zeros para as defasagens mais distantes.  

9. Auto-regressiva de primeira ordem heterogênea (ARH(1)): dados de séries temporais com 

variâncias e covariâncias desiguais ( é o parâmetro auto-regressivo, satisfazendo ||<1). 

10. Auto-regressiva de primeira ordem médias móveis (ARMA(1,l)): dados de séries 

temporais, com parâmetro auto-regressivo , componente de médias móveis  e 2 como a 

variância residual. 

11. Simetria composta heterogênea (CSH): parâmetros de variâncias diferentes para cada 

elemento da diagonal principal e raiz quadrada desses parâmetros nos elementos fora da 



diagonal principal (2
i é o i-ésimo parâmetro de variância e  o parâmetro de correlação, 

satisfazendo ||<1). 

12. Estrutura fator analítico (FA(q)): especifica estrutura com q fatores (Jennrich & Schluchter 

1986), da forma ’+D, em que  é matriz retangular (t x q) e D é matriz diagonal (t x t) 

de variâncias únicas. Quando q > 1, os elementos no canto superior direito (elementos na i-

ésima linha e j-ésima coluna, com j > i) de  são nulos. 

13. Estrutura fator analítico (FA0(q)): é similar à estrutura fator analítico, excetuando-se D na 

diagonal da matriz. Quando q < k, isto é, quando o número de fatores é menor do que a 

dimensão da matriz, essa estrutura é definida não negativa, mas de posto incompleto. 

14. Estrutura fator analítico (FAl(q)): é similar à estrutura fator analítico, exceto que todos os 

elementos em D devem ser iguais. 

15. Huynh-Feldt (HF): essa estrutura (Huynh & Feldt, 1970) é similar à simetria composta 

heterogênea, tendo o mesmo número de parâmetros e heterogeneidade ao longo da 

diagonal principal. Entretanto, a construção dos elementos fora da diagonal é feita 

tomando-se a média aritmética das variâncias e subtraindo-se , sendo  a diferença entre a 

média das variâncias e a média das covariâncias. 

16. Primeira antedependência (ANTE(1)): com estrutura de antedependência de 1ª ordem, 

possui parâmetros de variâncias diferentes para cada elemento da diagonal, sendo os 

elementos fora da diagonal principal funções de variâncias e do k-ésimo parâmetro de 

autocorrelação, satisfazendo ||<1. 

17. Toeplitz heterogênea (TOEPH(q)): dados de séries temporais igualmente espaçados, com 

parâmetros de variâncias diferentes para cada elemento da diagonal, sendo os elementos 

fora da diagonal principal funções de variâncias e do k-ésimo parâmetro de autocorrelação 

(|k|<1), para cada defasagem q-1, e zeros para as últimas defasagens.  

18. Correlação sem estrutura (UNR(q)): especifica uma matriz de covariâncias completamente 

geral em termos de variâncias e correlações. Essa estrutura ajusta o mesmo modelo que o 

tipo UN, mas com diferente parametrização: o i-ésimo parâmetro de variância é 2
i. O 

parâmetro de jk é a correlação entre a j-ésima e a k-ésima medida satisfazendo (|jk|<1). 

19. Potência (SP(POW)(c-list)): covariâncias são funções da distância Euclidiana entre os 

vetores especificados pelas coordenadas. O parâmetro ‘c-list’ associado a essa estrutura 

espacial corresponde aos nomes das variáveis numéricas no conjunto de dados. Essas 

variáveis são usadas como coordenadas das observações no espaço, sendo essa estrutura 

utilizada para dados de séries temporais desigualmente espaçados. 

20. Produtos diretos (UN@AR(l), UN@CS e UN@UN): essas estruturas especificam produtos 

diretos (Kronecker), designados para medidas repetidas multivariadas. São construídas 

fazendo-se o produto de Kronecker de uma matriz sem estrutura, modelando covariâncias 

sobre observações multivariadas, com uma matriz de covariâncias adicional, que modela 

covariâncias sobre o tempo ou outro fator. 

Um aspecto importante quando do ajustamento de modelos com diferentes estruturas de matriz 

de covariância é o número de parâmetros em cada estrutura (Wolfinger, 1997). Modelos mais 

parametrizados certamente explicarão maior parte da variação total; contudo, o interesse sempre 

está em modelos parcimoniosos, isto é, com elevada explicação, mas também com reduzido 

número de parâmetros. Essa informação encontra-se também nos Apêndices A1 e A2, para as 

estruturas de matrizes ali apresentadas. 



5.3  Estimação dos parâmetros de covariância 

 

Em alguns casos, como reportado anteriormente, as técnicas de análise clássica para medidas 

repetidas não podem ser usadas, pois não satisfazem as pressuposições necessárias. Seja porque 

algumas observações foram perdidas, ou ainda porque o delineamento é desbalanceado por 

alguma razão. Têm-se ainda algumas estruturas de covariâncias que, na sua formação, levam em 

conta fatores fixos e aleatórios, e, por esse motivo, não podem ser estimados pelo Método de 

Quadrados Mínimos.  

 

É necessário, então, utilizar-se de métodos como Máxima Verossirnilhança (ML), Máxima 

Verossimilhança Restrita (REML), entre outros (Henderson I, II e III, MIVQUE, MINQUE etc). 

Em casos de pequenas amostras, Wright & Wolfinger (1997) concluíram que, se possível, 

REML deve ser utilizado, e o método MIVQUE0, evitado.  

 

Para se obterem as estimativas de máxima verossimilhança, são necessários algoritmos iterativos 

tais como o de Newton-Raphson, Score de Fisher ou o algoritmo EM. O aplicativo SAS, em seu 

procedimento Proc Mixed, faz uso do algoritmo de Newton-Raphson.  

 

Segundo Xavier (2000), este aplicativo e respectivo procedimento tem a vantagem de permitir a 

análise de dados desbalanceados, a escolha do método de estimação e, para modelos mistos, 

apresenta várias estruturas de covariâncias já implementadas. O Proc GLM/SAS, também de 

grande valia, é mais limitado por não permitir esse trabalho com dados desbalanceados; mas, 

para a análise univariada e multivariada, também apresenta a maioria dos testes usuais.  

 

Em síntese, o Proc Mixed emprega abordagem mais geral de estrutura de covariâncias 

(Wolfinger & Chang, 1999, citados por Xavier, 2000). E, ao contrário do Proc GLM, permite a 

inclusão de indivíduos que tenham alguma observação perdida, porque utiliza os métodos de 

máxima verossimilhança, máxima verossimilhança restrita ou MIVQUE. Nele não há 

necessidade de fazer distinção inicial dos efeitos “entre indivíduos” e “intraindivíduos”; 

simplesmente determina-se o modelo de médias, sem a necessidade de se trabalhar com 

transformação dos dados. Mas, é preciso especificar a estrutura da matriz de covariâncias que 

melhor represente os dados, pois os testes para os efeitos fixos são baseados nessa estrutura e, 

caso seja mal especificada, produzirá resultados inválidos. Ademais, permite implementar o 

processo de seleção da melhor estrutura de matriz de covariâncias, por exemplo, utilizando-se o 

critério de informação de Akaike (AIC); e/ou, então, construir um teste de razão de 

verossimilhança associado a diferentes estruturas, tomadas duas a duas, sob a condição de que 

uma seja caso especial da outra. 

 

5.4  Seleção de modelo e estrutura da matriz de covariâncias 

 

Tendo em vista que o número de estruturas de covariâncias é elevado, um dos principais 

objetivos da análise é o de encontrar um modelo que melhor represente os dados, dentre vários 

modelos possíveis. Segundo Duarte (2000), a abordagem de modelos mistos baseada em 

verossimilhança fornece diversas medidas estatísticas que permitem comparar, quanto à 

adequação, modelos com diferentes estruturas de covariância.  

 



O objetivo é identificar e selecionar um modelo com boa capacidade de ajustamento aos dados e 

com estrutura de covariância parcimoniosa. As estatísticas disponíveis estão reunidas em dois 

grupos principais de técnicas que auxiliam nessa escolha: os critérios de informação de ajuste do 

modelo e o teste assintótico da razão de verossimilhança.  

 

5.4.1 Critérios de informação do ajustamento 

 

Os critérios de informação mais difundidos são o de Akaike (AIC) e o de Schwarz (BIC), 

também conhecido por SBC (Schwarz Bayesian Criterion). Tais critérios são baseados no valor 

residual que maximiza o logaritmo da verossimilhança restrita (lReml(G,R)), descontando-se uma 

função do número de parâmetros de covariância (q). Ambos já estão implementados no SAS e 

fazem parte da saída padrão do Proc Mixed (tabela ‘model fitting information’); embora possam 

ser obtidos também a partir de outros aplicativos, como, por exemplo, o pacote R (The R Project 

for Statistical Computing), que vem ganhando aplicabilidade cada vez maior. 
 

O critério AIC é baseado na teoria de decisão, sendo função de lReml(G,R), com penalização 

associada ao número de parâmetros, para se evitar parametrização excessiva. Pode ser definido 

de duas formas: 

 AIC = -2 + 2 p (I)   

 AIC =  – p  (II)  

em que: 

: é o logaritmo neperiano (ln) da função de verossimilhança; e  

p: é o número de parâmetros da matriz de covariâncias. 

 

Para a tomada de decisão sobre qual modelo deverá ser utilizado, é necessário que AIC seja 

calculado para todos os modelos considerados. Quando o AIC é obtido por (I), o modelo 

escolhido deverá ser aquele com o menor valor de AIC. O contrário ocorre quando o cálculo de 

AIC é realizado por (II), em que o modelo escolhido deve ser o de maior valor de AIC. 

 

A maneira como AIC é obtido depende, portanto, do software utilizado. Por exemplo, no SAS, 

quando se trabalha com o Proc REG, AIC é definido por (I); no Proc Mixed, versão 6.12, 

utilizava-se a expressão (II). Já na versão 9.1, o cálculo é feito por (I), de modo que, quanto 

menor o valor de AIC, melhor é o modelo (o próprio aplicativo já adverte: “AIC (smaller is better)” e 

“BIC (smaller is better)”). 

 

De modo semelhante, o critério BIC é calculado por (Freitas, 2007): BIC = -2 + p log [n – r(X)]; 

em que, além dos termos já definidos, n é o número total de observações, e r(X) é o posto da 

matriz de incidência dos efeitos em  (vetor de efeitos fixos). E, também neste caso, 

considerando-se o Proc Mixed/SAS (v. 9.1), escolhe-se o modelo com menor valor de BIC. 

 

Nem sempre o melhor modelo por um critério também o é pelo outro. Assim, deve-se optar por 

um dos critérios com prioridade. Segundo Freitas (2007), alguns autores afirmam que o 

desempenho do critério AIC é melhor do que BIC para se identificar o melhor modelo.  

 



5.4.2 Teste da razão de verossimilhança (LRT) 

 

Esse teste compara dois modelos estimados por máxima verossimilhança, em que um deles é 

uma versão restrita do outro (modelos aninhados ou encaixados – ‘modelo completo’ versus 

‘modelo reduzido’); ou seja, um modelo tem ‘r’ parâmetros adicionais. Nesse caso o modelo 

reduzido é constituído do modelo completo, com uma ou mais restrições. Se os modelos não são 

encaixados, a escolha deve basear-se nos critérios de informação AIC ou BIC (Freitas, 2007).  

 

O teste LRT consiste em verificar se os parâmetros adicionais melhoram significativamente a 

capacidade de explicação do modelo. Assim, definindo-se 1, o valor de “-2ln[função de 

verossimilhança]” para o modelo com o menor número de parâmetros, e 2, a mesma estatística 

para o modelo com maior número de parâmetros (modelo com ‘r’ parâmetros extras), a hipótese 

a ser testada é a de que os dois modelos são iguais (os parâmetros extras são iguais a zero). A 

diferença entre os valores 1 e 2 é assintoticamente distribuída como Qui-Quadrado, com ‘r’ 

graus de liberdade: (1 – 2) ~ 2
[r]. 

 

Littell et al. (1996) equacionam o mesmo teste para avaliar a diferença de adequação entre dois 

modelos como: 2
(r) = [-2(1)] – [-2(2)]; em que os valores -2(1) e -2(2) são as mesmas 

estatísticas definidas anteriormente, para os modelos 1 e 2. Estes valores são listados nas 

respectivas tabelas de informação das duas análises, quando implementadas no Proc Mixed do 

SAS. Sob normalidade, a estatística tem distribuição Qui-quadrado, com ‘r’ graus de liberdade, 

sendo r = p1 – p2; e ‘p1’ e ‘p2’, os números de parâmetros de covariâncias nos dois modelos. 

Duarte (2000) apresenta rotina para resumir as informações do ajustamento dos modelos, obtidas 

a partir da aplicação do Proc Mixed/SAS, bem como executar o referido teste (Apêndice B). 

 

Deve-se atentar para o fato de que esse teste, embora seja bastante eficaz, apresenta a 

desvantagem de só permitir a comparação de dois modelos por vez, sendo que um deles modelos 

deve, sempre, ser um caso especial do outro (Guimarães, 1994; Matsushita, 1994). 

 

5.4.3 Ajustamento definitivo 

 

Por quaisquer dessas técnicas (AIC/BIC e/ou LRT), várias estruturas de matriz de covariâncias 

devem ser avaliadas. E, a estrutura a ser escolhida será a que se apresentar mais adequada (ex. o 

modelo com menor valor de AIC, segundo análises pelo Proc Mixed / SAS, v. 9.1). Assim, o 

ajuste final será feito pelo modelo com a estrutura de covariância mais parcimoniosa. Segundo 

Wright & Wolfinger (1997), deve-se preferir matrizes com alguma estrutura (relativamente ao 

tipo UN), pois assim reduz-se o número de parâmetros a ser estimado via métodos iterativos 

ideais como REML. 

 

Enfim, antes de se examinar a significância dos efeitos fixos, deve-se estar certo de que a 

estrutura da matriz de covariâncias é adequada; pois os testes para esses efeitos tornam-se 

inválidos se a estrutura da matriz de covariâncias for mal especificada. Ou seja, após a escolha 

da estrutura mais apropriada ao conjunto de dados, segue-se, então, a verificação dos testes de 

hipóteses para os efeitos fixos. E, caso algum efeito não seja significativo, este poderá ser 

retirado do modelo, permitindo-se novo ajustamento. 

 



5.5  Análise de perfis: ajustando modelos de curva de crescimento 

 

Com o Proc Mixed é possível trabalhar com vários tipos de modelos. Um mesmo conjunto de 

dados pode ser analisado, por exemplo, como um modelo de curva de crescimento, em que o 

fator tempo é considerado uma covariável. Na análise de curvas de crescimentos, tem-se 

interesse na relação entre a resposta (ex. toneladas de cana por hectare) e o fator repetido no 

tempo (ex. cortes ou safras de cana-de-açúcar; épocas de colheita etc).  

 

Para ajustar um modelo de curva de crescimento, os comandos utilizados são os mesmos do 

ajuste de médias de testes de efeitos fixos, mudando-se apenas o fato de se considerar o fator 

tempo como covariável. Mas, para que se tenha ideia do grau do polinômio a ser ajustado, deve-

se observar o gráfico de perfis médios. Segue-se rotina SAS para ajuste de um modelo 

polinomial de curva de crescimento, extraída de Xavier (2000): 

proc mixed data=univ; class bloco trat parcela; 

 model y = bloco trat dias trat*dias dias*dias trat*dias*dias 

           dias*dias*dias trat*dias*dias*dias; 

 repeated / type=un subject=parcela;  

run; 

Como mencionado anteriormente, se um efeito for não significativo, este pode ser retirado do 

modelo. Por exemplo, no estudo de Xavier (2000), o efeito “trat x (tempo)3” foi não 

significativo, tendo sido, por isso, removido da análise seguinte: 

proc mixed data=univ; class bloco trat parcela; 

 model y = bloco trat dias trat*dias dias*dias trat*dias*dias 

           dias*dias*dias; 

 repeated / type=un subject=parcela;  

run; 

Nesse caso, deve-se verificar novamente o que ocorre com as estruturas da matriz de 

covariâncias para o novo modelo (ex. avaliar os novos valores de AIC para o modelo reduzido), 

revendo-se também a interpretação dos testes para os efeitos fixos. Isso porque pode ocorrer de a 

estrutura de covariância mais adequada também se modificar. Em Xavier (2000), por exemplo, a 

opção UNR (sem estrutura com correlação) passou a ter o melhor resultado, após a remoção do 

efeito “trat*dias3”. No primeiro ciclo de análises a matriz “sem estrutura” (UN) havia 

apresentado o melhor ajuste, segundo o critério AIC. 

 

Na sequência, pode-se realizar testes para avaliar se os efeitos dos tratamentos podem ser 

considerados sem diferenças; ou seja, se uma única curva pode explicar o comportamento de 

mais de um tratamento. Esses testes, no Proc Mixed, são realizados utilizando-se o comando 

“lsmeans” (ex. teste de Tukey-Kramer). Também é possível obter as estimativas para os 

parâmetros do modelo através da opção “s” no comando “model”, como a seguir:  

proc mixed data=univ; 

 class bloco trat parcela; 

 model nf = bloco trat dias trat*dias dias*dias trat*dias*dias 

            dias*dias*dias / noint s; 
 id trat bloco dias parcela; 

 repeated / type=unr subject=parcela; 

 lsmeans trat / pdiff adjust=tukey; 
run; 



 
O teste de Tukey-Kramer pode revelar que as diferenças entre alguns tratamentos não são 

significativas, sugerindo que é possível unir as curvas destes tratamentos. Em Xavier (2000), dos 

cinco tratamentos avaliados, apenas três curvas foram suficientes para explicar o comportamento 

deles ao longo do tempo (os tratamentos T1 e T5 não diferiram, assim como T3 e T4). Neste 

caso, recodificam-se a identificação dos tratamentos, como se fossem os mesmos (ex. substitui-

se T1 e T5 por T1; e T3 e T4 por T3), e refaz-se a análise para obter os novos coeficientes.  

 

Deve-se atentar para o fato de que o uso da opção “noint” no comando “model” do Proc 

Mixed/SAS impede a estimação de intercepto comum para todos os tratamentos; assim, o 

intercepto de cada equação deve ser estimado somando-se os efeitos de tratamentos à média dos 

blocos. Os demais coeficientes de regressão são fornecidos a partir da opção “s” do mesmo 

comando. Segue-se um exemplo: 

proc mixed data=univ; 

 class bloco trat parcela; 

 model nf = bloco trat trat*dias trat*dias*dias dias*dias*dias / noint s; 
 id trat bloco dias parcela; 

 repeated / type=unr subject=parcela; 

 lsmeans trat / pdiff adjust=tukey; 
run; 

 

Wolfinger (1997) comenta, ainda, sobre a opção “group=”, disponível para uso nos comandos 

“Repeated” e “Random” do Proc Mixed /SAS, que permite definir estruturas de covariâncias 

específicas para cada tempo ou indivíduo. 

 

Por fim, a verificação do ajuste do modelo também deve ser avaliada através de análise gráfica 

de resíduos e QQ-plot, para avaliar se o modelo apresentou ajuste adequado (resíduos sem 

"outliers", com distribuição normal, independente e homocedástica). 

 

 

6  CONSIDERAÇÕES FINAIS 

 

Em estudo de simulação, Xavier (2000) confirmou que a condição de esfericidade é suficiente e 

necessária para que se tenha boa acurácia na análise da variância para dados de medidas 

repetidas no tempo, no esquema de parcelas divididas (split-plot in time). A utilização de 

matrizes de covariâncias que não atendiam a condição H-F, como TOPE(2), AR(1), UN(1), 

UNR e UM, levou a resultados inválidos para os testes dos fatores intraindivíduos. Assim, 

somente as estruturas VC (componente de variância) e CS (simetria composta) apresentaram 

acurácia satisfatória para a análise de variância. Surpreendentemente, dados simulados a partir da 

estrutura H-F (condição necessária e suficiente de esfericidade) não produziram resultados 

razoáveis quanto à acurácia, demandando, segundo a autora, estudos adicionais. 

 

No estudo de Malheiros (1999), entretanto, as matrizes desestruturadas com correlações 

linearmente crescentes ou decrescentes, além daquelas com diagonal homogênea e de simetria 

composta, que satisfazem naturalmente à condição de circularidade, também produziram 

precisão satisfatória na análise. Por isso, segundo o autor, corroboraram-se resultados da 

literatura (Huyunh & Feldt, 1970; Rouanet & Lépine, 1970), de que a circularidade é condição 



suficiente, mas não necessária à precisão da análise de dados longitudinais no esquema de 

parcelas divididas. Por outro lado, se a estrutura da matriz de covariâncias é do tipo diagonal 

heterogênea (denotada como VC pelo autor) ou Toeplitz banded [TOEP(2)], a precisão da 

análise não é satisfatória. O autor conclui, ainda, que essa precisão independe de os dados serem 

ou não balanceados. 

 

Malheiros (2004) avaliou a precisão dos testes F para a análise da variância, sobre as hipóteses 

de perfis horizontais (ausência de efeitos de tempos) e de paralelismo de perfis (ausência de 

interação), em experimentos com medidas repetidas no tempo, quando as correções G-G e H-F 

para os graus de liberdade forem realizadas. Concluiu que ambos os testes F, sob a correção H-F, 

são imprecisos, enquanto sob a correção G-G, são precisos; e isso, independentemente de os 

dados serem balanceados ou não e da estrutura da matriz . O resultado corroborou a 

recomendação de Littell et al. (1998), em favor da correção G-G. Concluiu ainda que, se 

nenhuma correção for feita, os testes F para a interação apresentaram-se precisos; enquanto para 

a fonte de variação “tempos”, a precisão depende da estrutura de . 

 

Freitas (2007), em estudo da análise de dados longitudinais em experimentos varietais com cana-

de-açúcar, avaliou os perfis médios de resposta de 48 genótipos (clones), em dois experimentos 

delineados em blocos ao acaso; um com três e outro com cinco cortes (anos). A autora avaliou as 

três alternativas de análise: o modelo univariado, conforme planejamento “split-plot in time” 

(com fortes restrições quanto à matriz de covariâncias); o modelo multivariado, que utiliza 

matriz de covariâncias não estruturada; e o modelo misto, que possibilita a seleção de matriz que 

melhor representa os dados. Não houve diferença entre os resultados dos testes obtidos pelas 

diferentes abordagens. A autora recomenda, entretanto, a continuidade dos estudos em relação ao 

modelo misto, devido à sua flexibilidade e precisão, haja vista possibilitar a obtenção de 

estimativas mais seguras dos componentes de variância (e covariância), bem como a predição 

dos valores genotípicos, o que permitirá aumentar a eficiência da seleção de materiais genéticos 

superiores ao longo do tempo.  

 

Freitas et al. (2008) avaliaram os testes F em relação às subparcelas (“anos” e “interação 

genótipos x anos”), com ou sem as correções nos graus de liberdade (G-G e H-F), também em 

experimento varietal de cana-de-açucar (28 genótipos, avaliados em três anos). Concluíram que a 

significância dos testes não foi alterada pelo uso ou não das correções; porém, ressaltaram que 

isso não descarta a importância dessas correções. Concluíram, ainda, que o modelo univariado, 

embora sujeito à verificação da condição de esfericidade, pode ser utilizado com vantagem para 

a análise de dados longitudinais em experimentos com cana-de-açúcar, pois, além da facilidade 

de aplicação e interpretação, é uma alternativa eficiente ao uso de metodologias complexas, 

como as técnicas multivariadas e análises via modelos mistos, que exigem maior embasamento 

estatístico do pesquisador. Assim, enfatizaram que, por exemplo, para um programa de 

melhoramento com histórico de dados provenientes de longo tempo, o método univariado 

constitui-se ferramenta de análise simples, facilitadora e que pode ser utilizada de modo preciso 

e consistente na avaliação de ensaios com diferentes colheitas, e, assim, de forma segura, estimar 

o perfil produtivo dos genótipos, auxiliando na seleção dos melhores clones. 

 



Esses resultados mostram que a análise de experimentos com medidas repetidas, embora já 

largamente descrita e estudada, ainda é um campo que se encontra aberto a contribuições 

importantes de analistas de dados e experimentadores. 
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APÊNDICE A1 
 

ESTRUTURAS DE MATRIZES DE COVARIÂNCIAS 

 

Estrutura  Descrição  Nº de parâmetros i,j-ésimo elemento 

ANTE(1) Ante-Dependence 2t-1 
 

AR(1) Autoregressive(1) 2  

ARH(1) Heterogeneous AR(1) t+1 
 

ARMA(1,1) ARMA(1,1) 3 
 

CS Compound Symmetry 2 
 

CSH Heterogeneous CS t+1  

FA(q) Factor Analytic [q/2](2t –q + 1) + t 
 

FA0(q) No Diagonal FA [q/2](2t –q + 1) 
 

FA1(q) Equal Diagonal FA [q/2](2t –q + 1) + 1 
 

HF Huynh-Feldt t+1 
 

LIN(q) General Linear q  

TOEP Toeplitz t  

TOEP(q) Banded Toeplitz q 
 

TOEPH Heterogeneous TOEP 2t-1  

TOEPH(q) Banded Hetero TOEP t+q-1 
 

UN Unstructured t(t+1)/2  

UN(q) Banded [q/2](2t-q+1)  

UNR Unstructured Corrs t(t+1)/2  

UNR(q) Banded Correlations [q/2](2t-q+1)  

UN@AR(1) Direct Product AR(1) t1(t1+1)/2 + 1 
 

UN@CS Direct Product CS t1(t1+1)/2 + 1 
 

UN@UN Direct Product UN 
t1(t1+1)/2 + 

t2(t2+1)/2 - 1  

VC Variance Components q  and i corresponds to kth effect 

Fonte:  SAS Institute (2009). 



APÊNDICE A2 
 

ESTRUTURAS DE MATRIZES DE COVARIÂNCIAS ESPACIAIS 

  

Estrutura  Descrição  
Nº de 

parâmetros 
i,j-ésimo elemento 

SP(EXP)(c-list) Exponential 2 
 

SP(EXPA)(c-list) Anisotropic Exponential 2c + 1 
 

SP(EXPGA)(c1  c2) 2D Exponential, 4 
 

  Geometrically Anisotropic    

SP(GAU)(c-list) Gaussian 2 
 

SP(GAUGA)(c1  c2) 2D Gaussian, 4 
 

  Geometrically Anisotropic    

SP(LIN)(c-list) Linear 2 
 

SP(LINL)(c-list) Linear log 2 
 

      

SP(MATERN)(c-list) Matérn 3 
 

SP(MATHSW)(c-list) Matérn 3 
 

  (Handcock-Stein-Wallis)    

SP(POW)(c-list) Power 2  

SP(POWA)(c-list) Anisotropic Power c+1 
 

SP(SPH)(c-list) Spherical 2 
 

SP(SPHGA)(c1  c2) 

  

2D Spherical, 

Geometrically Anisotropic 

4 

 
 

 

Fonte:  SAS Institute (2009). 

 



APÊNDICE B 
 

ROTINA SAS PARA USO EM ASSOCIAÇÃO COM O PROC MIXED 
(Comparação de modelos com estruturas de matriz de covariâncias hierarquizadas) 

“Caso particular: estruturas H-F e UN – Teste de esfericidade” 

 
 

title 'Critérios de ajustamento e teste de Esfericidade - LRT';  

data _GL_;    

 merge npars2 npars3;    

 if descr='Covariance Parameters' then do;  

    GL=nparm3-nparm2; 

    call symput('DF',left(put(GL,6.2))); 

 end; 

run; 

data _GL_; 

  DESCR='Likelihood Ratio Test'; 

  DF=&DF; 

run;  

data _LRT_;    

 merge crit2 crit3;    

 if descr='-2 Res Log Likelihood' then do;  

    LIKTEST=value_HF-value_UN; 

    call symput('CHISQR',left(put(LIKTEST,12.2))); 

 end; 

run; 

data _LRT_; 

  DESCR='Likelihood Ratio Test'; 

  Chi_Sq=&CHISQR; 

  P_value=1-probchi(Chi_Sq,&DF); 

run;  

data LRT_GL; 

 merge _GL_ _LRT_; 

run; 

data CRITERS;    

 merge crit2 crit3;   

run;  

data LRT_TEST; 

  set CRITERS LRT_GL; 

  format value_HF value_UN 10.2; 

  format P_value 8.6; 

run; 

title2 '(Informações: modelos c/ estruturas de Cov H-F e UN)'; 

proc print data=LRT_TEST noobs; 

run; 

 


