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Prática – R 

Antes de iniciar os trabalhos, cole a pasta “PRATICA” no drive C. Essa pasta contém os exemplos que serão 

utilizados nas aulas práticas. 

 

O R é um programa para cálculos e programação, e está disponível pelo sitewww.r-project.org. Após abrir o R, 

vá para o menu File e escolha “ChangeDir..”, ao abrir a janela selecione a pasta “PRÁTICA” 

 

Informações Gerais: 

a) Tudo que será desenvolvido nesse programa será digitado na sua “linha de comando”; 

b) O prompt (sinal de maior (>)) indica que o R está pronto para o trabalho; 

c) Todos os comandos digitados aparecem em vermelho e o resultado do R (output) é em azul; 

d) Nesse roteiro o que deve ser digitado no R está na fonte courier new. Os resultados não aparecem.  

e) O sinal (#) indica comentários sobre os comandos (o R não considera o que está escrito após #). 

f) O diferencia letras maiúsculas e minúsculas (chamado de case-sensitive) e o separador decimal é ponto 

(.). Sugiro que durante a nossa aula alterem a configuração regional do seu computador para inglês; 

g) Evite usar acentos; 

h) Sempre que aparecer o sinal positivo (+) na linha de comando indica que o comando digitado está 

incompleto. Pressione Esc para retornar ao prompt (>); 

i) Para essa apostila serão usados diversos pacotes. Esses pacotes poderão ser instalados digitando o 

comando abaixo. É importante estar conectado. 
install.packages("vegan") 

install.packages("car") 

install.packages("ncf") 

install.packages("Hotelling") 

install.packages("MASS") 

install.packages("asbio") 

install.packages("pvclust") 

install.packages("anacor") 

install.packages("ade4") 

install.packages("ISwR") 

 

j) Selecione um servidor para baixar os pacotes. Para as análise será solicitado para carregar o pacote. 

Para isso usa-se o comando library()com o nome do pacote. 

k) Para procurar o diretório onde o R irá buscar e salvar os objetos: getwd() 

l) Para mudar o diretório digite o comando e onde deseja salvar e buscar objetos: 
setwd("C:/Pratica_R") 
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1. Comandos no R 

 

1.1. Criar objetos: Gravar um valor e dar um nome, p.ex: 

bio<-10 # Para ver o conteúdo do objeto basta digitar o nome. O sinal (<-) indica assinalar  

 
1.2. Operações aritméticas: Semelhantemente ao Excel, alguns símbolos tem funções matemáticas, por 

exemplo: * usado para multiplicação e ^para exponenciação:  
bio^2 

 

bio/10 

 

bio^3/2 ->bio.bio.bio 

 

bio.bio.bio 

 

sum(bio,55) 

 

bio.soma<-sum(5,3,6,7,10) 

 

bio.soma 

 

Observações: Para fazer sequências: 

1:10 # sequencia de 1 à 10. 

 

1.3. Importar dados para o R: A pasta “PRÁTICA” contém um arquivo chamado “exemplo1.txt”, que 

apresenta3 populações de D. alata coletadas em 10transectos. O arquivo pode ser feito no Excel e deve ser 

salvo em .txt separado por tabulações. Se preferir o arquivo pode conter legendas na linhas e colunas. 

 

Para importar o arquivo digite: 
exemplo1<-read.table("exemplo1.txt", header=TRUE) 

# O argumento header informa que o arquivo tem nome nas linhas e colunas. 

 

Caso precise modificar algo no arquivo não é necessário importá-lo. Utilize a função “Edit”, que abrirá uma 

janela e permitirá modificar os dados: 
exemplo1<-edit(exemplo1) 

 

Observação: É possível digitar as populações diretamente no R. 

popa<-c(10,12,13,35,15,2,24,42,15,18,20,16,13,39,8,1915,22,38)# O c significa 

concatenar. 
 

1.4. Seleção de linhas e colunas [linha,coluna] 

exemplo1[1,] # todos elementos da primeira linha 
 

exemplo1[,1] # todos elementos da primeira coluna  
 

exemplo1[1,1] # o elemento situado na primeira linha e primeira coluna 
 

exemplo1[-c(1,3),] # todas as linhas com exceção das linhas 1 e 3. 
 

exemplo1[-c(1,3),-c(1,2)]# todas as linhas com exceção das linhas 1 e 3 e todas as colunas com 

exceção das colunas 1 e 2. 

 

2.Estatística descritiva 

##Separar os dados, para conjuntos individuais 



popa<-exemplo1$popa 

 

popb<-exemplo1$popb 

 

popc<-exemplo1$popc 

 

##Funções de estatística descritiva 

max() # retorna o valor máximo de um campo 

min()#retorna o valor mínimo de um campo 

mean()#retorna a média de um campo 

median()#retorna a mediana de um campo 

sd()#retorna o desvio padrão de um campo 

var()#retorna a variância de um campo 

sum()#retorna a soma (total) de um campo 

length()#retorna a quantidade de elementos em um campo 

range()#retorne os valores mínimo e máximo de um campo 
 

summary()#Uma função que resume algumas estatísticas descritivas 
 

2.1 Figuras 

##Para saber mais pesquise: 
?plot 

 

plot(popb, type = "l", col = "red", xlab = "Locais", ylab = "Número de 

espécies",main = "Distribuição espacial") #figura de linha e de cor vermelha 
 

plot(popa,popb) 

 

boxplot (popa, popb, popc, col="gold") 

 

boxplot.stats(popa) 

 

boxplot.stats(popb) 

 

boxplot.stats(popc) 

 

par(mfrow = c(3,1)) 

hist(popa) 

 

hist(popb) 

 

hist(popc) 

 

 

2.2 Padronização e transformação 
log10(exemplo1) 

 

log10(exemplo1+1) 

 

###Função decostand 

library(vegan) ##Carrega o pacote Vegan 
 

decostand (exemplo1, method="r") ## Range: varia de zero a um 



 

decostand (exemplo1, method="s")## Transformação Z 

 

Veja mais  
?decostand 

 
3.Testes de hipóteses – Estatística univariada 

3.1. Teste de normalidade (Shapiro-wilk (W)) 

##Calcular a normalidade das pops de D. alata. 
shapiro.test(popa) 

 

shapiro.test(popb) 

 

shapiro.test(popc) 

 

##Para saber mais sobre a função 
?shapiro.test 

 

3.2. Testes Paramétricos 

3.2.1. Teste t 

var.test(popb,popc) # Teste F para comparar duas variâncias 

 

t.test (popb, popc,alternative="two.sided",paired=FALSE, 
var.equal=TRUE)#teste t para amostras independentes, bicaudal e com variância iguais. 
 

##Para saber mais sobre a função 
?t.test 

 

3.2.2. ANOVA one way 
total<-data.frame(pops=c(popa,popb, 

popc),trat=factor(c(rep("A",19),rep("B",19), rep("C",19)))) 

 

attach(total) 

 

pops<-factor(pops) 

 

is.factor(pops) #Conferir se é um fator 
 

anova<-aov(pops~trat, data=total) 

 

summary(anova) 

 

shapiro.test(resid(anova)) # Teste da normalidade do resíduo 

 
library(car) 

 

leveneTest (pops~trat, data=total) # Teste homogeneidade das variâncias 

 

3.2.2.1 - Teste de Tukey HSD 
TukeyHSD(anova, ordered=TRUE) 

 

plot(TukeyHSD(anova, ordered=TRUE)) 

 

3.2.3 – ANOVA Two-way 
library(ISwR) 



data(heart.rate) # Objeto com três informações: Batimento cardíaco, nível do medicamento e tempo 

após a administração. 
 

heart.rate 

 

attach(heart.rate) 

 

heart.rate<-

data.frame(hr=c(96,110,89,95,128,100,72,79,100,92,106,86,78,124,98,68,75,1

06,86,108,85,78,118,100,67,74,104,92,114,83,83,118,94,71,74,102),subj=gl(9

,1,36),time=gl(4,9,36,labels=c(0,30,60,120))) ## A função gl (generate factors levels) 

gera fatores. São usados três argumentos (n=número e níveis; k= número de repetições (quantas vezes cada 

nível deve ser repetido); length = comprimento do resultado)  
 

anova(lm(hr~subj+time)) 

 

interaction.plot(time,subj,hr) 

 

3.3. Testes não paramétricos 

3.3.1. Teste U (Wilcoxon, Mann-Whitney) 

##2 grupos independentes. Exemplo:Altura de uma espécie de planta em duas localidades (lc1 e lc2). Teste 

Mann-Whitney. 
lc1<-c(193,188,185,183,180,178,170) 

 

lc2<-c(175,173,168,165,163) 

 

wilcox.test (lc1,lc2) 

 

## 2 grupos dependentes. Exemplo: Efeito do medicamento na concentração do componente X. Concentração 

do componente X em 10 pessoas, antes (an) e após (ap) o uso do medicamento. Teste Wilcoxon 

 
an<-c(142,140,144,144,142,146,149,150,142,148) 

 

ap<-c(138,136,147,139,143,141,143,145,136,146) 

 

wilcox.test (an,ap,paired=TRUE) 

 

 

3.3.2. Teste K-W 

## Três grupos (A,B e C) 
 

A<-c(52,50,36,31,25,23,15,12) 

 

B<-c(30,21,20,18,11,8,7,6) 

 

C<-c(35,32,28,27,24,17,13,10) 

 

kruskal.test(list(A, B, C)) 

 

##É possível usar o teste U para cada par. 
wilcox.test (A,B) 

 

wilcox.test (A,C) 

 

wilcox.test (C,B) 



 

3.4. Teste Qui-quadrado 
?chisq.test 

 

##Tabela 2X2 
questi<-read.table("questi.txt", header=TRUE) 

 

x <- ftable(questi[c("Mglobais", "Superior")]) 

 

chisq.test(x, correct=FALSE) 

 

chisq.test(x)$expected #Dados estimados 

 

4. Regressão e correlação 

4.1 – Regressão linear simples 
Arquivo Exemplo2.txt, corresponde dados de riqueza de fitoplâncton (sfito), nitrogênio total (nt), clorofila-a 

(clorof), área (area) e riqueza de zooplâncton (szoo) para nove ambientes aquáticos. 
exemplo2<-read.table("exemplo2.txt", header=TRUE) 

 

exemplo2 

 

sfito<-exemplo2$sfito 

 

nt<-exemplo2$nt 

 

regressao<-lm(sfito~nt) 

 

regressao  

 

plot(nt,sfito,main="Y=13.96+18.98X") 

 

abline (regressao) 

 

plot(regressao)#Plot dos resíduos 
 

summary (regressao)  

 

anova(regressao) 

 

Análise de resíduos 
residuals(regressao)->e 

 

plot(e,sfito) 

 

shapiro.test(e) 

 

Dependência espacial 
library(ncf) 

 

xy<-read.table("xyexemplo2.txt", header=TRUE) 

 

x<-xy$X 

 

y<-xy$Y 

 



k<-5  #Número de classes de distância 

 

xy<-dist(xy) #Matriz de distância euclidiana 
 

incremento<-max(xy)/k ## Estimativa do incremento, para o calculo do correlograma 

 

morani<-correlog(x,y,e,increment=incremento) 

 

morani 

 

plot.correlog(morani) 

 

#Removendo a autocorrelação espacial no resíduo da regressão 
library(vegan) 

 

pcnm<-pcnm(xy)#filtros espaciais pelo método PCNM. Alguns outros argumentos podem ser inseridos, 

como o treshold. Veja no help da função pcnm 
 

pcnm.12<-pcnm$vectors[ ,1:2]## Seleção dos dois primeiros filtros. Obs. Existem vários métodos 

para seleção de filtros. 
 

pcnm.12##Use esses dois filtros como preditores da regressão múltipla (tópico 4.2.1). Após a partição da 

variância será possível avaliar o resultados dos componentes únicos. Um dos componente indicará a explicação 

da variável resposta, independente da estrutura espacial.  
 

4.2 – Regressão linear múltipla 
szoo<-exemplo2$szoo 

 

regmultipla<-lm(sfito~nt+szoo)# Para adicionar mais preditores basta colocar + e o nome do 

arquivo. 
 

summary(regmultipla)  
 

anova(regmultipla) 

 

4.2.1 – Regressão parcial (Partição da variância) 

particao<-varpart(sfito,nt,szoo)# É preciso carregar o pacote “vegan” para usar essa função. 
 

plot(particao) 

 

siga<-rda(sfito,nt,szoo)# a significância das frações são testadas usando uma RDA. 
 

sigc<-rda(sfito,szoo,nt) 

 

anova(siga, step=10000, perm.max=10000) 

 

anova(sigc,step=10000, perm.max=10000) 

 

4.3 – Correlação linear 
exemplo2<-read.table("exemplo2.txt", header=TRUE) 

 

sfito<-exemplo2$sfito 

 

nt<-exemplo2$nt 

 



r<-cor.test(sfito,nt,method="pearson",alternative="two.sided")# correlação de 

pearson. Os dados tem distribuição normal 
 

r 

 

##Outros coeficientes, caso os dados não tenham distribuição normal (Spearman e Kendall) 
rsp1<-cor.test(sfito,nt,method="spearman",alternative="two.sided") 

 

rsp1 

 

rke<-cor.test(sfito,nt,method="kendall",alternative="two.sided") 

 

rke 

 

5. Teste T2 de Hotelling 

library(Hotelling) ##Carrega o pacoteHotelling 
 

beslad<-read.table("beslad.txt", header=TRUE) 

 

cuplad<-read.table("cuplad.txt", header=TRUE) 

 

fit=hotelling.test(beslad,cuplad) 

 

fit 

 

fitPerm<-hotelling.test(beslad,cuplad, perm =  TRUE) 

 

fitPerm 

 

plot(fitPerm) 

 

 

6. Análise de função discriminante 
library(MASS) 

 

bescup<-read.table("bescuplad3.txt", header=TRUE) 

 

sps=bescup$GROUP## objeto categoria 
 

disc<-lda(sps ~ X1 + Y1 + X2 + Y2 + X3 + Y3 + X4 + Y4 + X6 + Y6 + UniX + 

UniY, data=bescup) ## Calculo dos coeficientes lineares discriminantes 
 

disc 

 

pred.disc<-predict(disc) ## Classificação dos dados (grupo) 
 

pred.disc 

 

plot(disc) 

 

###Outra forma de fazer o scatterplot 
LD1<-predict(disc)$x[,1] 

 

LD2<-predict(disc)$x[,2] 

 



plot(LD1,LD2,xlab="first linear discriminant",ylab="second linear 

discriminant", type="n") 

 

text(cbind(LD1,LD2), labels=unclass(pred.disc$class)) 

 

###Precisão  

tab<- table(sps, pred.disc$class) ## matriz de classificação 
 

tab 

 

sum(tab[row(tab) == col(tab)]) / sum(tab) 

 

disc.jac<-lda(sps~ X1 + Y1 + X2 + Y2 +X3 + Y3 +X4 + Y4 +X6 + Y6 + UniX + 

UniY, data=bescup, CV=TRUE) ## método jacknife 
 

tab2 <- table(sps, disc.jac$class) 

 

tab2 

 

sum(tab2[row(tab2) == col(tab2)]) / sum(tab2) 

 

 

7. ANOVA multivariada (MANOVA) 
library(stats) 

 

library(MASS) 

 

bescup<-read.table("bescuplad3.txt", header=TRUE) 

 

sps=bescup$GROUP 

 

manova.bescup<-manova(cbind(X1, Y1, X2, Y2, X3, Y3, X4, Y4, X6,Y6, 

UniX,UniY) ~ sps, data=bescup) 

 

summary(manova.bescup) ## Teste Pillai 
 

summary(manova.bescup, test="Wilks")## Teste Wilks 
 

summary(manova.bescup, test="H")## Teste Hotelling-Lawley 
 

summary(manova.bescup, test="R")## Teste Roy 
 

##Comparando os grupos 
beslad<-read.table("beslad.txt", header=TRUE) 

 

cuplad<-read.table("cuplad.txt", header=TRUE) 

 

xlad<-read.table("xlad.txt", header=TRUE) 

 

library(Hotelling) 

 

bes.cup<-hotelling.test(beslad,cuplad, perm=TRUE) 

 

bes.x<-hotelling.test(beslad,xlad, perm=TRUE) 

 



x.cup<-hotelling.test(xlad,cuplad, perm=TRUE) 

 

bes.cup 

 

bes.x 

 

x.cup 

 

8. MANOVA baseado em distância 

8.1. – PERMANOVA 
library(vegan) 

 

bescup<-read.table("bescuplad3.txt", header=TRUE) 

 

sps=bescup$GROUP 

 

bescup$GROUP<-NULL ##Remove a coluna GROUP do objeto bescup. 
 

permanova.bescup<-adonis(bescup ~ sps, permutations = 999, method = 

"euclidean") 

 

permanova.bescup 

 

8.2 – MRPP 
library(vegan) 

 

bescup$GROUP<-NULL ###Remove a coluna GROUP 
 

mrpp(bescup, group=sps, permutations = 999, distance = "euclidean") 

 

8.3 – ANOSIM 
library(vegan) 

 

anosim<-anosim(bescup, group=sps, permutations = 999, distance = 

"euclidean") 

 

hist(anosim$perm) 

 

 

9. Teste de normalidade multivariada 

library(asbio) #Carrega o pacote asbio 
 

locala<-read.table("locala.txt", header=TRUE) 

 

DH.test(locala)#Usa o método Doornik e Hansen (1994) para estimar o teste de multinormalidade 

(estatística E). 
 

10. Medidas de distância (ou similaridade):  

##A função usada para gerar matrizes de distância é vegdist, para saber mais: 

 

library(vegan) ##Carrega o pacote vegan 
 

?vegdist 

 



sps<-read.table("sps.txt")#Biovolume de 20 espécies de algas encontrada em 18 localidades. 

Espécies estão nas linhas e localidade nas colunas 
 

sps.log<-log10(sps+1) 

 

sps.log<-t(sps.log) #Transpor a matriz 
 

euclidA<-vegdist(sps.log,method="euclid")#Distância euclidiana entre as 18 localidades em 

função do biovolume das espécies 

 

euclidA.matrix<-as.matrix(euclidA) #A matriz pode ser exportada para diretório de trabalho. 

Para isso é preciso mudar o objeto para as.matrix. 
 

write.table(euclidA.matrix,"A.matrix.txt")#Exportar a matriz euclidiana 

 

##Explore outras medidas de distância. No argumento method da função vegdist utilize outros índices de 

distância 
 

Medidas de distância para dados binários (p.ex. presença-ausência de uma espécie) 
pa<-read.table("pa.txt", header=TRUE) 

 

pa<-t(pa) # O t é usado para transpor a matriz. O R estima as distâncias entre as linhas (no exemplo, pa, nas 

linhas estão as espécies e os locais nas colunas). Como pretende-se avaliar as distâncias entre as localidades é 

necessário transpor o arquivo pa. 
 

vegdist(pa,method="jaccard")# Dissimilaridade de Jaccard (para dados binários) 

 

 

11. Análise de agrupamento (cluster) 

11.1 – Agrupamento Hierárquico 

##Agrupa 18 localidades em função do biovolume das espécies de algas encontrado em cada localidade. As 

espécies devem estar nas colunas e os locais nas linhas.  
 

sps<-read.table("sps.txt", T)#Biovolume de 20 espécies de algas encontrada em 18 localidades. 

Espécies estão nas linhas e localidade nas colunas 
 

sps.log<-log10(sps+1) 

 

sps<-t(sps.log) #Transpor a matriz 
 

library(vegan) 

 

spsbray<-vegdist(sps,"bray") 
 

hclust(spsbray,method="single")#Agrupamento hierárquico usando o método de single linkage 

(vizinho mais próximo) 
 

hierarsps<- hclust(spsbray,method="single") 

 

plot(hierarsps) 

 

##Utilize outros métodos 

"ward" #Método de Ward 
"single" #Single Linkage (vizinho mais próximo) 



"complete"# Vizinho mais distante 
"average" #método UPGMA 
"mcquitty"#método WPGMA 
"median"#método WPGMC 
"centroid" #método UPGMC 

 

##Grupos arbitrários 

rect.hclust(hierarsps, k=2, border="red")# Formar dois grupos. K varia de 2 até n-1 

(n=número de amostras/ramos) 

 

##Visualizar vários grupos arbitrários 
par(mfrow = c(3,1)) 

 

plot(hierarsps) 
 

rect.hclust(hierarsps, k=2, border="red") 

 

plot(hierarsps) 
 

rect.hclust(hierarsps, k=4, border="red") 

 

plot(hierarsps) 
 

rect.hclust(hierarsps, k=10, border="red") 

 

##Auto-reamostragem (Bootstrap) 
library(pvclust) 

 

sps<-read.table("sps.txt", T)#Espécies na linhas e locais nas colunas. 
 

sps.log<-log10(sps+1) 

 

fit<- pvclust(sps, method.hclust="ward", method.dist="euclidean") 

 

?pvclust 

 

plot(fit)# Dendrograma com os valores de P 
 

pvrect(fit, alpha=.95) # Adicionar retângulos nos grupos 

 

##Matriz cofenética 
cophenetic(hierarsps) 

 

cofen<-cophenetic(hierarsps) 

 

mantel(spsbray,cofen,method="pearson",permutations=10000) 

 

as.dist(spsbray)->dist.sps 

 

as.dist(cofen)->dist.cofen 

 

plot(dist.sps,dist.cofen) 
 

11.2 – Agrupamento não-hierarquico 
amb<-read.table("amb.txt", T) 



 

amb.log<-log10(amb+1) 

 

t(amb.log)->amb.log.t 

 

amb.kmeans<- kmeans(amb.log.t, 3) 

 

##Visualizando os grupos em um espaço geográfico (coordenadas) 

xy<-read.table("locaisxy.txt", T)#Importar as coordenadas 
 

plot(xy$X, xy$Y,pch = amb.kmeans$cluster) 

 

text(cbind(xy$X, xy$Y), labels=unclass(xy$Locais)) 

 

##Estimando um número ideal de grupos 
k.amb<-cascadeKM(amb.log.t, inf.gr=2, sup.gr=5, iter = 100, criterion = 

"calinski")#inf.gr menor número de grupos, sup.gr maior número de grupos 
 

plot(k.amb) 

 

12. Análise de componentes principais 
 

library(vegan) 

 

read.table("ambpca.txt", header=TRUE)->amb 

 

amb 

 

decostand (amb, method="s")->amb.z # Transformação Z. É preciso carregar o pacote vegan 
 

prcomp(amb.z, scale= TRUE)->pc.amb #Faz a PCA usando uma matriz de correlação (argumento 

scale). Para fazer a PCA usando matriz de covariância use FALSE no argumento scale, ou simplesmente não 

informe nada (o default é com a matriz de covariância). 
 

pc.amb #Apresenta os DPs dos componentes principais e os loadings (relação de cada variável com os 

componentes principais) 
 

summary(pc.amb) #Importância de cada componente 
 

pc.amb$x #Demonstra os scores de cada componente 
 

biplot(pc.amb) 

 

screeplot(pc.amb) 

 

pc.amb$x[ ,1:2]# salva o primeiro e o segundo componente principal 
 

##PCA pode ser feita passo a passo, sem usar a função prcomp. Veja o roteiro abaixo. 
read.table("ambpca.txt", header=TRUE)->amb 

 

decostand (amb, method="s")->amb.z 

 

amb.cor<-cor(amb.z,method="pearson") 

 

eigen.amb<-eigen(amb.cor) 



 

eigen.amb 

 

values<-eigen.amb$values 

 

explic<-(values/sum(values))*100 # Importância de cada Componente em percentual. 
 

explic 

 

tvectors<-eigen.amb$vectors #Seleciona todos os autovetors. 
 

tvectors 

 

amb.z2=scale(amb.z)  

 

scores<-amb.z2%*%tvectors 

 

biplot(scores,tvectors) #Figura 
 

##A PCA pode ser usada em testes de hipóteses, por exemplo como preditor de uma regressão. Vamos usar o 

mesmo exemplo do item 4 desse roteiro (regressão, usando dados de 9 ambientes aquáticos).  
 

exemplo2<-read.table("exemplo2.txt", header=TRUE) #Importa os dados do exemplo2 

(informações de riqueza de fitoplâncton (sfito), nitrogênio total (nt), clorofila-a (clorof), área (area) e riqueza de 

zooplâncton (szoo) de nove ambientes aquáticos). Na regressão usamos vários preditores para descrever a 

riqueza de espécies de fito. Aqui é possível resumi-los em um ou dois eixos (componentes principais). 
 

exemplo2 

 

decostand (exemplo2, method="s")->exemplo2.z 

 

sfito<-exemplo2.z$sfito #Seleciona a coluna sfito (riqueza de fitoplâncton) do arquivo Exemplo2.z. 
 

amb.exemplo2.z<-exemplo2.z[,c("nt", "clorof", "area","szoo")] #seleciona o 

conjunto de dados do arquivo Exemplo2 que serão sintetizados na PCA e posteriormente os eixos serão usados 

na regressão. 
 

prcomp(amb.exemplo2.z, scale= TRUE)->pc.amb.exemplo2 

 

pc.amb.exemplo2 

 

biplot(pc.amb.exemplo2) 

 

summary(pc.amb.exemplo2) 

 

pc.12<-pc.amb.exemplo2$x[ ,1:2] #seleciona o primeiro e o segundo componente principal. 
 

regressao<-lm(sfito~pc.12) #Regressão da riqueza de fitoplânctonem função dos dois componentes 

principais.  
 

summary (regressao) 

 

13. Análise fatorial 
read.table("ambpca.txt", header=TRUE)->amb 

 



decostand (amb, method="s")->amb.z# Transformação Z. É preciso carregar o pacote vegan 

 
fa<- factanal(amb.z, 3, rotation="varimax") 

 

print(fa, digits=2, cutoff=.3, sort=TRUE) 

 

#Plot  
 

load<- fa$loadings[,1:2]  

 

plot(load,type="n") # set up plot  

 

text(load,labels=names(amb.z),cex=.7) # add variable names 

 

14. PCoA 

##Função que descreve a PCoA é a cmdscale. Inicialmente é importante utilizar alguma matriz de distância (ou 

similaridade). 

sps<-read.table("sps.txt")#Importar o biovolume das espécies (20 espécies em 18 ambientes) 
 

t(sps)->sps 

 

log(sps+1)->sps.l 

 

vegdist(sps.l, "bray")->spbray 

 

pcoabray<-cmdscale(spbray,k=2,eig=TRUE) #O argumentK indica o número de eixos, o 

argumento eig indica a porcentagem de explicação dos eixos (para ver é preciso colocar TRUE). Já nos 

resultados aparece o Goodness-of-fit (GOF) que indica a porcentagem de todos os eixos indicados no 

argumento K. 

 
pcoa1<- pcoabray$points[,1] 

 

pcoa2<- pcoabray$points[,2] 

 

plot(pcoa1,pcoa2,type="n") 

 

text(pcoabray$points, labels=as.character(row.names(sps))) 

 

16. Análise de correspondência 
library("anacor") 

 

###Exemplo: Usando conjunto de dados do pacote. O dadoTocher é uma tabela de contingência com 

informação de cor dos olhos (linhas) e cor do cabelo (colunas) de 5387 crianças escocesas (Maung 1941). 

 

Maung, K. (1941). Discriminant analysis of Tocher's eye colour data for Scottish school children. Annals of 

Eugenics, 11, 64-67. 
 

data(tocher) 

 

tocher 

 

res<- anacor(tocher, scaling = c("standard", "centroid")) 

 

res 

 

chisq.test(tocher) 



 

summary(res) 

 

plot(res) 

17. Análise correspondência destendenciada 
library("vegan") 

##Usando o exemplo da CA. Tabela de contingência (cor dos olhos e cor dos cabelos) 
 

data(tocher) 

 

dca.tocher<-decorana (tocher) 

 

dca.tocher 

 

summary (dca.tocher) 

 

plot(dca.tocher) 

 

 

15. NMDS 
 

library(vegan) 

 

sps<-read.table("sps.txt") #Importar o biovolume das espécies (20 espécies em 18 ambientes) 
 

t(sps)->sps 

 

log(sps+1)->sps.l 

 

nmds.sps1<-metaMDS(sps.l, distance="bray",k=1, trymax = 2000) 

 

nmds.sps1 

 

nmds.sps2<-metaMDS(sps.l, distance="bray",k=2, trymax = 2000) 

 

nmds.sps2 

 

nmds.sps3<-metaMDS(sps.l, distance="bray",k=3, trymax = 2000) 

 

nmds.sps3 

 

nmds.sps4<-metaMDS(sps.l, distance="bray",k=4, trymax = 2000) 

 

nmds.sps4 

 

#Figuras biplot 

 

nmds.sps3$points->points #Salvando os locais na ordenação 
 

nmds.sps3$species->species #Salvando as espécies na ordenação 
 

biplot(points,species) 

 

#Figuras individuais (espécies e locais) 
par(mfrow = c(1,2)) 



 

plot(points, type="n") 

 

text(points, labels=as.character(row.names(points))) 

 

plot(species, type="n") 

 

text(species, labels=as.character(row.names(species))) 

 

 

##3 dimensões (pacote Vegan) 
 

nmds.sps4$points->points #Salvando os locais na ordenação 
 

nmds.sps4$species->species #Salvando as espécies na ordenação 
 

ordiplot3d(nmds.sps3) 

 

?ordiplot3d 

 

18. Associação entre conjunto de dados multivariados 

 

18.1. – Teste de mantel 

##Correlacionar duas matrizes: Biovolume de algas e dados ambientais. Foram amostrados 18 ambientes e para 

cada local foi determinado o biovolume das espécies de algas (total de 20 espécies) e 7 variáveis ambientais 

(nitrogênio, profundidade, transparência  etc). 
library(ade4) 

 

sps<-read.table("sps.txt")#Importar o biovolume das espécies 
 

amb<-read.table("amb.txt")#Importar os dados ambientais 
 

t(sps)->sps#Transpor a planilha de espécies 
 

t(amb)->amb#Transpor a planilha dados ambientais 
 

sps.log<-log10(sps+1) 

 

amb.log<-log10(amb+1) 

 

library(vegan) 

 

spsbray<-vegdist(sps.log,method="bray")#Gerar matriz de distância usando distância de Bray-

Curtis 
 

ambbray<-vegdist(amb.log,method="bray")#Gerar matriz de distância usando distância de Bray-

Curtis 
 

mantel(spsbray,ambbray,method="pearson",permutations=10000) 

 

as.dist(spsbray)->dist.sps#converte o objeto matriz 
 

as.dist(ambbray)->dist.amb 

 

par(mfrow = c(1,2)) 



 

plot(dist.sps,dist.amb) #Diagrama de dispersão das duas matrizes 
 

permut<-mantel.randtest(dist.sps, dist.amb,10000) 

 

permut 

 

plot(permut) 

 

##Obs.:O pacote Ade4 possui conjuntos de dados. Podemos usar alguns deles para a aula. Frequentemente o 

Help das funções possuem exemplos e em alguns deles são utilizados conjuntos de dados que são disponíveis.  

##Um desses conjuntos de dados é o yanomama. Contém três matrizes de distância: genética (gen), 

geográfica (geo) e antropométrica (ant). 

 

Spielman, R.S. (1973) Differences among Yanomama Indian villages: do the patterns of allele frequencies, 

anthropometrics and map locations correspond? American Journal of Physical Anthropology, 39, 461–480. 

 
data(yanomama) 

 

yanomama 

 

gen<-as.dist(yanomama$gen) 

 

ant<-as.dist(yanomama$ant) 

 

geo<-as.dist(yanomama$geo) 

 

mantel(gen,ant,method="pearson",permutations=10000) 

 

mantel(geo,gen,method="pearson",permutations=10000) 

 

mantel(ant,geo,method="pearson",permutations=10000) 

 

par(mfrow = c(3,2)) 

 

plot(gen, ant) 

 

plot(geo,gen) 

 

plot(ant,geo) 

 

plot(mantel.randtest(geo,gen), main = "Mantel_geogen") 

 

plot(mantel.randtest(geo,ant), main = "Mantel_geoant") 

 

plot(mantel.randtest(ant,gen), main = "Mantel_antgen") 

 

##Correlograma de mantel 

gen.geo<- mantel.correlog(gen,geo, nperm=1000) # O número de classes é definido por K= 1 

+ 3.322 log N (regra de Sturges); Caso queira definir classe existe o argumentonclass 
 

summary(gen.geo) 

 

gen.geo 

 



plot(gen.geo) 

 

18.2 – Teste de mantel parcial 

mantel.partial(ant,geo,gen, method = "pearson", permutations = 999)# A mantel 

entre ant e geo, controlando o efeito do gen 

 

18.3 – Teste de Procrustes 
library(vegan) 

 

##Importar os dados de espécies e ambientais para 18 localidades. 

sps<-read.table("sps.txt")#Importar o biovolume das espécies 
 

amb<-read.table("amb.txt")#Importar os dados ambientais 
 

t(sps)->sps#Transpor a planilha de espécies 
 

t(amb)->amb#Transpor a planilha dados ambientais 

 

sps.log<-log10(sps+1) 

 

amb.log<-log10(amb+1) 

 

##Para estimar a concordância entre dois conjuntos, inicialmente deve-se gerar as ordenações (pode-se utilizar 

qualquer uma das citadas acima). 

## Para fazer um Procrustes utilizando eixos da PCoA; 
vegdist(sps.log, "bray")->spsbray 

 

vegdist(amb.log, "bray")->ambbray 

 

cmdscale(spsbray)->pcoasps 

 

cmdscale(ambbray)->pcoaamb 

 

protestPCOA<-protest(pcoasps,pcoaamb,permutations=1000) 

 

protestPCOA 

 

##Você pode refazer o Procrustes ussando outras medidas de distância na PCoA ou ainda outras análises de 

ordenação. 

 

18.4 – Análise de correspondência Canônica 
library(ade4) 

 

sps<-read.table("sps.txt")#Importar o biovolume das espécies 
 

amb<-read.table("amb.txt")#Importar os dados ambientais 
 

t(sps)->sps#Transpor a planilha de espécies 
 

t(amb)->amb#Transpor a planilha dados ambientais 

 

sps.log<-log10(sps+1) 

 

amb.log<-log10(amb+1) 

 



as.data.frame(sps.log) 

 

as.data.frame(amb.log) 

 
cca<-cca(sps.log, amb.log) 

 

plot (cca) 

 

summary (cca) 

 

 

18.5 –Análise de redundância 
library(vegan) 

 

sps<-read.table("sps.txt")#Importar o biovolume das espécies 
 

amb<-read.table("amb.txt")#Importar os dados ambientais 
 

t(sps)->sps#Transpor a planilha de espécies 
 

t(amb)->amb#Transpor a planilha dados ambientais 

 

sps.log<-log10(sps+1) 

 

amb.log<-log10(amb+1) 

 
rda<-rda(sps.log, amb.log) 

 

plot (rda) 

 

summary (rda) 

 

 

18.6 – Partição da Variância (RDA e CCA) 

##RDA parcial 
library(vegan) 

 

##Dentre o conjunto de dados você encontrará os arquivos necessários para a partição da variância: 

“densidade.txt” “ambiente.txt” e “filtros.txt”.  

 

##A função usada para partição da variância é varpart (pacote vegan). Para dados univariados é feito uma 

regressão múltipla, entretanto para dados multivariados (como no exemplo) é empregada uma RDA: 

 
y<-read.table("densidade.txt") 

 

y<-log10(y+1) 

 

x1<-read.table("ambiente.txt") 

 

x1<-log10(x1+1) 

 

x2<-read.table("filtros.txt") 

 

var1<-varpart(y, x1, x2, data=a) 

 



var1 #Esse é resultado da partição da variância. Foram obtidos quatro componentes e seus respectivos 

coeficientes de determinação, entretanto para obter a significância é necessário estender as análises. 
 

plot(var1) #Fazer uma figura do resultado 
 

siga<-rda(y, x1, x2) #RDA controlando o efeito de x2 (espaço) (componente b) 
 

sigc<-rda(y, x2, x1) #RDA controlando o efeito de x1 (ambiente) (componente a) 
 

a1<-anova(siga, step=10000) #Utiliza-se uma anova para obter a significância do componente a 

(ambiente) 
 

c1<-anova(sigc, step=10000) #Significância do componente b. 
 

a1 

 

c1 

 

19. RLQ (R-mode linked to Q-mode) 

##Exemplo extraído do artigo Dray et al. 2014 

Dray, S., Choler, P., Doledec, S., Peres-Neto, P.R., Thuiller, W., Pavoine, S. and terBraak, C.J.F (2013) 

Combining the fourth-corner and the RLQ methods for assessing trait responses to environmental variation. 

Ecology, 95(1), pp. 14–21 
 

data(aravo) #Distribuição de planta dos Alpes, em Aravo (França) 

 

dim(aravo$spe)#Dimensão do objeto 

 

dim(aravo$traits) 

 

dim(aravo$env) 

 

afcL.aravo<- dudi.coa(aravo$spe, scannf = FALSE) 

 

acpR.aravo<- dudi.hillsmith(aravo$env, row.w=afcL.aravo$lw,scannf=FALSE) 

 

acpQ.aravo<- dudi.pca(aravo$traits, row.w=afcL.aravo$cw, scannf=FALSE) 

 

rlq.aravo<- rlq(acpR.aravo, afcL.aravo, acpQ.aravo, scannf=FALSE) 

 

plot(rlq.aravo) 

 
summary(rlq.aravo) 


