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RESUMO 

 

 

CRISPIM-FILHO, A. J. Modelos de predição genômica multi-ambiental em milho 

tropical: produtividade de grãos e staygreen. 2023. 75 f. Tese (Doutorado em Genética 

e Melhoramento de Plantas) – Escola de Agronomia, Universidade Federal de Goiás, 

Goiânia, 2023.1 

 

Staygreen e produtividade de grãos são caracteres agronômicos de interesse 

de serem avaliados em programas modernos de melhoramento de milho. Uma abordagem 

moderna para melhoramento destes caracteres pode ser a seleção genômica, cuja 

eficiência depende, dentre outros fatores, da escolha adequada do modelo de predição a 

ser utilizado, dos efeitos que serão contabilizados neste modelo e dos recursos e tempo 

necessários para o processo de predição dos fenótipos. Neste trabalho, três modelos 

paramétricos e um modelo não paramétrico foram utilizados na predição genômica multi-

ambiental de híbridos simples de milho para staygreen e produtividade de grãos, 

considerando efeitos aditivos, exclusivamente, e em conjunto com efeitos de dominância. 

Os dados fenotípicos se referem à avaliação de 152 híbridos simples de milho, 

provenientes do cruzamento de 42 linhagens endogâmicas, avaliados em 13 ambientes 

para produtividade de grãos e 8 ambientes para staygreen. As linhagens foram 

genotipadas com 13.826 marcadores SNPs (Single Nucleotide Polymorphism) pelo o 

método GBS (Genotyping by Sequencing), sendo suas combinações genotípicas utilizadas 

para gerar os genótipos dos híbridos. As médias ajustadas para cada genótipo, em cada 

local, foram usadas para treinar os modelos de predição genômica. A habilidade preditiva 

foi mensurada por meio da correlação de Pearson, obtida por meio do sistema de ten-fold. 

As habilidades preditivas dos modelos variaram de 0,23 a 0,83 para produtividade de 

grãos e 0,44 a 0,72 para staygreen. A inclusão dos efeitos de dominância em todos os 

modelos paramétricos incrementou as habilidades preditivas para os dois caracteres, 

sendo que para produtividade de grãos o incremento médio foi de 25%. Isto confirma que 

a inclusão de efeitos não-aditivos no modelo de predição permite explorar melhor a 

heterose e ter maior precisão na seleção genômica. Os modelos não diferiram entre 

atributos vinculados a capacidade preditiva. Devido a menor demanda computacional do 

GBLUP, ele é o mais indicado para predizer o desempenho fenotípico destes caracteres 

neste conjunto de dados. A predição com o modelo GBLUP aditivo-dominante indica a 

possibilidade de seleção de melhores combinações de linhagens do que as já realizadas 

que, potencialmente, elevam a produtividade de grãos e staygreen ao selecionar os 

melhores 15 híbridos por predição para cada caráter separadamente. 

 

 

Palavras-chave: seleção genômica, Zea mays L., efeito de dominância, habilidade 

preditiva. 
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ABSTRACT 

 

 

CRISPIM-FILHO, A. J. Multi-environment genomic prediction models in tropical 

maize: grain yield and staygreen. 2023. 75 p. Thesis (Doctor of Science in Genetics and 

Plant Breeding) – Escola de Agronomia, Universidade Federal de Goiás, Goiânia, 2023.1 

 

Staygreen and grain yield are agronomic traits of interest to be evaluated in 

modern maize breeding programs. A modern approach to improving these traits can be 

genomic selection, whose efficiency depends, among other factors, on the proper choice 

of the prediction model to be used, the effects that will be accounted for in this model and 

the resources and time required for the prediction process of the phenotypes. In this work, 

three parametric models and a non-parametric model were used in the multi-environment 

genomic prediction of single maize hybrids for staygreen and grain yield, considering 

additive effects, exclusively, and together with dominance effects. The phenotypic data 

refer to the evaluation of 152 single maize hybrids, from the crossing of 42 inbred lines, 

evaluated in 13 environments for grain yield and 8 environments for staygreen. The lines 

were genotyped with 13,826 SNPs (Single Nucleotide Polymorphism) markers using the 

GBS (Genotyping by Sequencing) method, and their genotypic combinations were used 

to generate the genotypes of the hybrids. Adjusted means for each genotype at each 

location were used to train the genomic prediction models. The predictive ability was 

measured using Pearson's mean correlation, obtained using the ten-fold system. The 

models' predictive abilities ranged from 0.23 to 0.83 for grain yield and 0.44 to 0.72 for 

staygreen. The inclusion of dominance effects in all parametric models increased the 

predictive abilities for both traits, and for grain yield the average increase was 25%. This 

confirms that the inclusion of non-additive effects in the prediction model allows better 

exploration of heterosis and greater precision in genomic selection. The models did not 

differ between attributes linked to predictive ability. Due to the lower computational 

demand of GBLUP, it is the most suitable to predict the phenotypic performance of these 

characters in this data set. Prediction with the additive-dominant GBLUP model indicates 

the possibility of selecting better combinations of inbred lines than those already 

performed, which potentially increase grain and staygreen productivity by selecting the 

best 15 hybrids per prediction for each character separately. 

 

Keywords: genomic selection, Zea mays L., dominance effect, predictive ability. 
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1 INTRODUÇÃO 

 

O melhoramento genético de milho é direcionado para a obtenção de híbridos 

que proporcionem maior retorno econômico aos agricultores. O híbrido é resultado do 

cruzamento entre diferentes indivíduos, geralmente linhagens endogâmicas, cuja 

complementação genética permite explorar a heterose. Identificar combinações híbridas 

de alto desempenho é essencial dentro do programa de melhoramento, pois, a partir de 

poucas linhagens, um número muito grande de híbridos pode ser formado (Technow et 

al., 2014). A obtenção e avaliação de todos os híbridos possíveis em múltiplos ambientes 

é um processo bastante oneroso (Beyene et al., 2021; Shikha et al., 2017). Na prática, 

apenas um pequeno subconjunto dos possíveis híbridos é efetivamente obtido e avaliado 

em ensaios de campo. Prever o desempenho dos híbridos não obtidos por meio da seleção 

genômica é uma alternativa bastante atrativa para os melhoristas de milho (Oliveira et al., 

2020). 

Bernardo (1994, 1996) propôs utilizar o procedimento BLUP (Best Linear 

Unbiased Prediction) na predição do desempenho de híbridos não testados ao explorar a 

covariância genética entre eles e os híbridos testados a campo. Meuwissen et al. (2001) 

propuseram uma metodologia semelhante de seleção por meio de abordagens Bayesianas 

(Bayes A e Bayes B) utilizando denso número de marcadores distribuídos pelo genoma e 

predizendo o efeito de cada marca na expressão do fenótipo. Estas abordagens de seleção 

de indivíduos com base em marcadores moleculares amplamente espalhados pelo genoma 

foram denominadas de Genome-Wide Selection (GWS) ou, simplesmente, Genomic 

Selection (GS). 

A GS incorpora os efeitos de marcadores moleculares a modelos de predição 

para obter os Genomic Estimated Breeding Values (GEBVs). Genótipos com valores 

interessantes de GEBV podem ser selecionados em fases precoces de programas de 

melhoramento (Cui et al., 2020; Meuwissen et al., 2001). Lorenzana & Bernardo (2009) 

afirmam que a GS reduz pela metade o tempo de seleção quando comparada com a 

seleção fenotípica para diferentes caracteres em milho. A utilização da GS torna o 

processo de identificação e seleção de híbridos de alto desempenho mais dinâmico, rápido 

e com melhor custo-benefício. 
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Os primeiros modelos de predição genômica foram baseados no modelo 

infinitesimal (Fisher, 1918), que dita a ação aditiva de muitos genes, cada um com efeitos 

pequenos. Neste contexto, apenas os efeitos aditivos das marcas eram considerados na 

análise, uma vez que, por teoria, estes são transmitidos diretamente dos genitores para as 

progênies (Crossa et al., 2010, 2011). Contudo, dependendo da arquitetura genética do 

caráter, a contabilização de efeitos não aditivos, como os efeitos de dominância e 

epistasia, pode aumentar a precisão das predições dos modelos genômicos ao explorar a 

heterose, principalmente no milho (Alves et al., 2021; Wang et al., 2018).  

Vários modelos foram desenvolvidos e categorizados em regressões 

paramétricas e não paramétricas (Desta & Ortiz, 2014). Os modelos BLUP genômico 

(GBLUP) (Meuwissen et al., 2001; VanRaden, 2008), Ridge Regression BLUP (RR-

BLUP) (Meuwissen et al. 2001; Piepho, 2009), Least Absolute Shrinkage and Selector 

Operator (LASSO) (Li & Sillanpää, 2012; Usai, 2009) são exemplos de modelos 

paramétricos baseados em abordagem frequentista.  Bayes A e Bayes B (Meuwissen et 

al. 2001), Ridge Regression Bayesiano (de los Campos et al., 2013), LASSO Bayesiano 

e Bayes C (de los Campos et al., 2009), e Bayes Cπ e Bayes Dπ (Habier et al., 2011) 

formam outro conjunto de modelos paramétricos, porém, baseados na abordagem 

Bayesiana. Os modelos não paramétricos são estabelecidos com base em técnicas de 

Machine Learning, como Random Forest (Chen & Ishwaran, 2012; González-Recio & 

Forni, 2011), Support Vector Machines (Maenhout et al., 2007) e redes neurais 

(González-Camacho et al., 2012). Todo este conjunto de modelos de predição foi proposta 

para lidar com a diversidade de caracteres de interesse dos melhoristas, já que a 

arquitetura e controle genético destes caracteres são bastante distintos.  

Independentemente do caráter em análise pela GS, a adoção de práticas de 

fenotipagem com alta qualidade experimental se faz essencial para que bons modelos 

possam ser obtidos. Proceder a avaliação dos genótipos em mais de um ambiente permite 

testar a estabilidade e adaptabilidade dos indivíduos frente a diferentes condições 

ambientais ou de manejo, além de permitir modelar a o efeito da interação dos genótipos 

com ambientes (G x E). Dependendo da magnitude desta interação, pode ocorrer redução 

na habilidade preditiva dos modelos de predição genômica quando seus efeitos são 

ignorados (Mendes & Souza Júnior, 2016).  

Para caracterizar mais precisamente o desempenho fenotípico de indivíduos, 

recomenda-se a utilização de ensaios multi-ambientais que tentam captar e avaliar o 

impacto da interação genótipos x ambientes (G x E) (Jarquín et al., 2021).  Na presença 
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de interação G x E significativa, a acurácia preditiva dos modelos de predição genômica 

decai significativamente quando o modelo é calibrado em um ambiente e validado em 

outro, mesmo utilizando a mesma população de estudo (Mendes & Souza Júnior, 2016). 

Informações de similaridade dos locais de teste e da presença ou não de interação G x E 

indicam se a melhor forma de implementar a GS para determinado conjunto de híbridos 

e ambientes deve ser por meio de modelos ambiente-específicos ou de um modelo geral, 

que tem boa performance em todo conjunto de ambientes. É importante verificar estas 

alternativas para uso eficiente da GS.  

A produtividade de grãos e staygreen são caracteres essenciais de serem 

avaliados em programas de melhoramento de milho. A produtividade de grãos é 

controlada por muitos QTLs de pequeno efeito que interagem fortemente com estímulos 

ambientais gerando uma distribuição contínua de fenótipos e é o principal caráter de 

interesse dos melhoristas. Staygreen, apesar de ainda apresentar arquitetura genética 

pouco compreendida, também apresenta herança quantitativa, mas controlado por poucos 

QTLs de efeitos maiores (Sekhon et al., 2019) e está relacionado à manutenção do 

enchimento de grãos no último estágio de maturação do milho, à tolerância a estresses 

bióticos e abióticos, incluindo tolerância à seca e ao acamamento de plantas (Belícuas et 

al., 2014; Caseys, 2019; Luche et al., 2015).  

A bateria de modelos existentes em GS e as pressuposições específicas de 

cada um foram propostas para lidar com a arquitetura, controle genético distintos de 

caracteres de interesse agronômico e suas possíveis interações com fatores ambientais. 

Segundo Desta & Ortiz (2014), caracteres controlados por poucos QTLs (Quantitative 

Trait Loci) de efeitos maiores, são mais adequados para regressões Bayesianas, enquanto 

caracteres com distribuições contínuas dos fenótipos, altamente poligênicos, com 

numerosos QTLs de pequeno efeito seriam melhor modelados pelas regressões lineares 

(GBLUP, RR-BLUP etc.). Contudo, com a evolução e ampla divulgação da GS, nota-se 

que isto não é regra. Estudos apontam modelos de regressões bayesianas e de abordagem 

de machine learning com maior robustez para predição genômica da produtividade de 

grãos do que os modelos de regressão lineares (Zhang et al., 2020; Kaler et al., 2022).  

Por esse motivo, o esforço operacional de avaliação de modelos visando 

otimizar a GS para uma dada característica, e num dado germoplasma, numa dada rede 

experimental. Assim, objetivou-se avaliar o potencial da seleção genômica multi-

ambiental para caracteres agronômicos num conjunto de híbridos simples de milho 

oriundo de germoplasma tropical.  
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2 EFEITOS DE DOMINÂNCIA EM MODELOS DE PREDIÇÃO 

GENÔMICA PARA STAYGREEN EM HÍBRIDOS DE MILHO 

TROPICAL 

 

RESUMO 

 

Staygreen é a capacidade da planta em retardar sua senescência, de forma que 

ela continua realizando fotossíntese mesmo quando a umidade dos grãos já está mais 

baixa. Com isso, há um aumento no acúmulo de biomassa e, consequentemente, na 

produtividade. A arquitetura genética do staygreen é pouco compreendida em milho, e 

não se sabe o quão importante é a heterose em sua expressão. Em se tratando da seleção 

genômica, é importante verificar o impacto da contabilização de efeitos de dominância 

na habilidade preditiva de modelos de predição. Neste trabalho, três modelos 

paramétricos e um modelo não paramétrico foram utilizados na predição genômica multi-

ambiental de híbridos simples de milho para staygreen, considerando efeitos aditivos, 

exclusivamente, e em conjunto com efeitos de dominância. Os dados fenotípicos se 

referem à avaliação de 152 híbridos simples de milho, provenientes do cruzamento de 38 

linhagens endogâmicas com 4 linhagens testadoras, avaliados em 8 ambientes 

(combinação de 5 locais em diferentes anos de plantio). As linhagens foram genotipadas 

com 13.826 marcadores SNP pelo o método GBS, sendo suas combinações genotípicas 

utilizadas para gerar os genótipos dos híbridos. As médias ajustadas para cada genótipo, 

em cada local, foram usadas para treinar os modelos de predição genômica. A habilidade 

preditiva foi mensurada por meio da correlação de Pearson, obtida por meio do sistema 

de ten-fold. As habilidades preditivas dos modelos variaram de 0,44 a 0,72. O aumento 

do número de ambientes para treinamento, melhora os valores de habilidade de predição. 

A inclusão dos efeitos de dominância nos modelos paramétricos incrementou sutilmente 

as habilidades preditivas para staygreen, o que sugere que a inclusão de efeitos não-

aditivos no modelo de predição permite explorar certo nível de heterose e ter maior 

precisão na seleção genômica. Considerando o modelo de predição GBLUP aditivo-

dominante, verifica-se que é possível obter novos híbridos com menores notas de 

staygreen dentro deste conjunto de linhagens, além daqueles já formados.   

 

Palavras-chave: seleção genômica, Zea mays L.; habilidade preditiva; dominância; 

BLUE. 

 

2.1 INTRODUÇÃO 

 

Plantas com maior staygreen são capazes de estender seu período 

fotossintético, aumentar a capacidade de acúmulo de biomassa e, consequentemente, 

apresentar maior produtividade (Zhang et al., 2019). No milho, este caráter está 
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relacionado principalmente com a manutenção do enchimento de grãos no último estágio 

de maturação e também à tolerância a estresses bióticos e abióticos, incluindo tolerância 

à seca e ao acamamento de plantas (Belícuas et al., 2014; Casey, 2019; Luche et al., 2015). 

Assim, maior staygreen é visto como um dos fatores que fazem com que os híbridos de 

milho modernos sejam mais produtivos que seus antecessores (Chibane et al., 2021; 

Zhang et al., 2019).  

Apesar da imensa importância do staygreen em milho, ainda são poucos os 

estudos genômicos realizados para mapear QTLs (Quantitative Trait Locis) e entender a 

dinâmica de herança deste caráter (Kamal et al., 2019); e mais sútil ainda, estudos que 

envolvam seleção genômica (GS, genomic selection) (Kadam et al., 2016). Belícuas et al. 

(2014) e Sekhon et al. (2019) sugerem que staygreen possui herança genética quantitativa, 

porém, controlado por poucos QTLs de efeitos maiores que interagem com o ambiente 

para expressão. Neste cenário de um caráter poligênico com interações com ambiente, 

um pipeline moderno para o melhoramento de staygreen em milho deve ser realizado por 

meio da GS. 

A GS é uma abordagem preditiva que usa marcadores de baixo custo e 

abundantes para identificar os melhores genótipos em uma população. Simulações e 

estudos empíricos demonstraram que a GS pode acelerar expressivamente o processo de 

melhoramento, manter a diversidade e aumentar o ganho genético quando comparada 

com a seleção fenotípica ou abordagens de mapeamento de QTL (Bernardo, 2016; Crossa 

et al., 2017; Heslot et al., 2012). A vantagem principal da GS é que os dados genotípicos 

obtidos a partir de sementes ou plântulas podem ser usados para predizer o desempenho 

fenotípico de indivíduos adultos sem a necessidade de fenotipagem ao longo de anos e 

ambientes, agregando rapidez ao processo de desenvolvimento de populações melhoradas 

(Bhat et al., 2016). 

A bateria de modelos existentes em GS e as pressuposições específicas de 

cada um foram propostas para lidar com a arquitetura e controle genético distintos de 

caracteres de interesse agronômico. Segundo Desta & Ortiz (2014), caracteres 

controlados por poucos QTLs de efeitos maiores, são mais adequados para regressões 

Bayesianas, enquanto caracteres com distribuições contínuas dos fenótipos, altamente 

poligênicos, com numerosos QTLs de pequeno efeito seriam mais bem modelados pelas 

regressões lineares (GBLUP, RR-BLUP etc.). Contudo, as indicações de modelos 

considerando somente à natureza genética dos caracteres pode ser deficiente (Li et al., 

2020). 
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Além da arquitetura e controle genético, ao se tratar da cultura do milho, um 

fenômeno relevante que ocorre na obtenção de híbridos é a heterose. Como o staygreen 

em milho possui arquitetura genética pouco compreendida e não se sabe o quão 

importante é a heterose em sua expressão, verificar o impacto da contabilização de efeitos 

de dominância na habilidade preditiva de modelos de GS passa a ser essencial (Kadam et 

al., 2016).  

Neste sentido, os objetivos deste estudo foram: (1) verificar a estrutura de 

populações presente no conjunto de híbridos e das linhagens genitoras; (2) avaliar a 

performance de modelos paramétricos  e não paramétrico sem a incorporação dos efeitos 

de dominância e dos paramétricos com a incorporação deste efeito para lidar com 

staygreen; (3) selecionar o melhor modelo para identificação das combinações híbridas 

superiores para este mesmo caráter; e (4) estimar o ganho potencial em staygreen com a 

aplicação da seleção genômica no conjunto possível de híbridos. 

 

2.2 MATERIAL E MÉTODOS 

 

2.2.1 Materiais vegetais e ensaios de campo 

 

Foi utilizado um painel de 152 híbridos simples de milho obtidos do 

cruzamento de 38 linhagens endogâmicas elite com 4 linhagens testadoras. Os 

cruzamentos das linhagens foram realizados de modo que todas estivessem representadas 

nesta amostra de 152 híbridos simples. As linhagens são originadas de diferentes 

populações (IG-1, IG-2 e CMS-05) e híbridos comerciais (HS-1, XL-560 e BR-201). As 

quatro linhagens previamente selecionadas como testadoras também são endogâmicas, 

provenientes de diferentes populações e possuem germoplasma elite (Aguiar et al., 2003). 

Todas as linhagens e híbridos foram obtidos no Departamento de Genética da Escola 

Superior de Agricultura “Luiz de Queiroz”, ESALQ/USP, Piracicaba-SP. 

Os 152 híbridos foram avaliados juntamente com outros 104 híbridos em 

látice simples 16x16 em 8 ambientes, sendo que cada ambiente corresponde a uma 

combinação local x ano. Os locais de avaliação foram as Estações Experimentais: Estação 

Areão, Estação Caterpillar e Departamento de Genética da ESALQ/USP, nos anos 

agrícolas de 2002/2003, 2003/2004 e 2004/2005; e Estação Anhembi, nos anos agrícolas 

2003/2004 e 2004/2005; todas no estado de São Paulo. O espaçamento utilizado foi de 
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0,80m entre linhas e 0,20m entre plantas, sendo as parcelas constituídas de uma linha de 

4 m de comprimento e o estande de 20 plantas por parcela (62.500 plantas ha-1).  

A partir do 110º dia após a semeadura, de três em três dias, foi avaliado o 

desenvolvimento da “camada preta” nos grãos (black layer) para determinação da 

maturidade fisiológica dos ensaios, indicando a correta época de avaliação de staygreen. 

A retirada dos grãos para esta avaliação foi realizada em espigas da bordadura dos 

ensaios, cujo híbrido utilizado apresentava ciclo semelhante ao das linhagens genitoras 

dos híbridos dos experimentos. Assim, aos 120 dias após a semeadura dos experimentos, 

avaliou-se o staygreen em dez plantas competitivas por parcela avaliadas visualmente 

com uma escala de notas de 1 (maior staygreen) a 5 (menor staygreen). A nota “1” foi 

atribuída a plantas com todas as folhas acima da espiga, pelo menos duas folhas abaixo 

da espiga e os caules verdes; “2” para plantas com todas as folhas acima da espiga e os 

caules verdes; “3” às plantas com duas folhas acima da espiga senescentes e as demais 

verdes, independentemente da cor dos caules; “4” para plantas com duas folhas verdes 

acima da espiga e caules senescentes; e “5” as plantas com todas as folhas e caules 

senescentes. Além da camada preta dos grãos, o florescimento feminino dos híbridos, 

registrado como o número de dias desde a semeadura até 50% das plantas na parcela 

apresentarem estilos-estigmas, foi utilizado para ajustar o staygreen por análise de 

covariância a fim de corrigir possíveis diferenças de maturação. Mais detalhes da 

avaliação de staygreen podem ser encontradas em Belícuas et al. (2014). Todos os dados 

fenotípicos foram gentilmente cedidos pelo Dr. Cláudio Lopes de Souza Junior, professor 

titular da ESALQ/USP. Este mesmo conjunto de dados fenotípicos já foi base para 

estudos de predição genômica em outras abordagens (Mendes & Souza-Júnior, 2016) e 

testcrosses (Alves, 2006). 

 

2.2.2 Análises fenotípicas 

 

As análises foram realizadas agrupando os oito ambientes (combinação x 

local ano) em 4 locais de avaliação, respectivamente, utilizando o local como critério de 

agrupamento (Anhembi, Areão, Caterpillar e Departamento de Genética). Dois modelos 

mistos foram utilizados: (1) para análise individual de staygreen em Anhembi, já que só 

havia um ano de avaliação neste local e (2) para os demais locais.  

𝑦𝑖𝑗𝑘 =  𝜇 + 𝑔𝑖 +  𝑟𝑘 + 𝑏𝑗(𝑘) +  𝜀𝑖𝑗𝑘      (1)  
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em que 𝑦𝑖𝑗𝑘 é o fenótipo do genótipo i, no bloco j, na repetição k; 𝜇 é o intercepto; 𝑔𝑖 é o 

efeito fixo do genótipo i; 𝑟𝑘 é o efeito aleatório da repetição k, com 𝑟𝑘 ~ N (0, I𝜎𝑟
2); 𝑏𝑗(𝑘) 

é o efeito aleatório do bloco j; na repetição k, com 𝑏𝑗(𝑘) ~ N (0, I𝜎𝑏
2); e 𝜀𝑖𝑗𝑘 é o efeito 

aleatório não-genético, com 𝜀𝑖𝑗𝑘 ~ N (0, I𝜎𝜀
2), , em que N refere-se à distribuição normal 

e I é a matriz identidade. 

𝑦𝑖𝑗𝑘𝑙 =  𝜇 + 𝑔𝑖 + 𝑎𝑙 +  𝑟𝑘(𝑙) + 𝑏𝑗(𝑘𝑙) + (𝑔𝑎)𝑖𝑙 +  𝜀𝑖𝑗𝑘𝑙     (2)   

em que 𝑦𝑖𝑗𝑘𝑙 é o fenótipo do genótipo i, no bloco j, na repetição k, no ambiente l; 𝜇 é o 

intercepto; 𝑔𝑖 é o efeito fixo do genótipo i; 𝑎𝑙 é o efeito aleatório do ambiente l, com 𝑎𝑙 

~ N (0, I𝜎𝑎
2); 𝑟𝑘(𝑙) é o efeito aleatório da repetição k, no ambiente l, com 𝑟𝑘(𝑙) ~ N (0, 

I𝜎𝑟
2); 𝑏𝑗(𝑘𝑙) é o efeito aleatório do bloco j, na repetição k, no ambiente l, com 𝑏𝑗(𝑘𝑙) ~ N 

(0, I𝜎𝑏
2); (𝑔𝑎)𝑖𝑙 é o efeito aleatório da interação do genótipo i com o ambiente l, com 

(𝑔𝑎)𝑖𝑙 ~ N (0, I𝜎𝑔𝑎
2 ); e  𝜀𝑖𝑗𝑘𝑙 é o efeito aleatório não-genético, com 𝜀𝑖𝑗𝑘𝑙 ~ N (0, I𝜎𝜀

2), em 

que N refere-se à distribuição normal e I é a matriz identidade. Também foi realizada a 

análise de variância do conjunto total de ambientes, ou seja, considerando os oito 

ambientes para staygreen, seguindo o modelo misto (2).  

 Os valores de BLUEs (Best Linear Unbiased Estimators), ou médias 

ajustadas, dos híbridos em cada local e do conjunto de ambientes foram utilizados como 

os valores genéticos dos híbridos para as análises de predição genômica. A partir dos 

BLUEs e posterior ranqueamento em escala ordinal, os coeficientes de correlação de 

Spearman (�̂�) foram calculados entre os locais pela fórmula: 

�̂� =
𝐶𝑂�̂�𝑅(𝑋)𝑅(𝑌)

√�̂�𝑅(𝑋)
2 . �̂�𝑅(𝑌)

2

     (3) 

em que  𝐶𝑂�̂�𝑅(𝑋)𝑅(𝑌) é a covariância entre as os ranques dos BLUEs nos locais X e Y; 

�̂�𝑅(𝑋)
2  é a variância dos ranques dos BLUEs no local X; �̂�𝑅(𝑌)

2  é a variância dos ranques 

BLUEs no local Y. A significância dos coeficientes de correlação de Spearman foi 

avaliada pelo teste t-Student a 5% de probabilidade. 

Todas as análises foram realizadas utilizando o ambiente R versão 4.1.0 (R 

Development Core Team, 2021). Para análise de modelos mistos foi utilizado o pacote 

“lme4” versão 1.1-27.1 (Bates et al., 2015); para obtenção dos BLUEs o pacote 

“emmeans” versão 1.7.0 (Lenth, 2021) e para a análise de correlação entre os ambientes, 

o pacote “psych” versão 2.1.9 (Revelle, 2021).  
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2.2.3 Dados genotípicos  

 

Todas as linhagens foram genotipadas utilizando o protocolo de Genotyping-

by-sequencing (GBS) (Poland et al., 2012; Sim et al., 2012) na plataforma Illumina 

NextSeq 500 (Illumina Inc., San Diego, CA, EUA). Para isso, o DNA genômico das 

linhagens foi extraído de folhas jovens e saudáveis usando o protocolo CTAB (Doyle & 

Doyle, 1987). As amostras do DNA genômico das linhagens foram digeridas por duas 

enzimas de restrição (Pst1-Mse1) e incluídas em placas de sequenciamento, sendo que os 

fragmentos de DNA de cada amostra foram ligados a adaptadores com barcodes 

específicos para posterior genotipagem via GBS. Os dados de sequenciamento foram 

alinhados ao genoma de referência B73 (B73_RefGen_v4) usando o alinhador Bowtie2 

(Langmead &  Salzberg, 2012). Em seguida, Single Nucleotide Polymorphisms (SNPs) 

foram “chamados” por meio do pipeline GBSv2, disponível no software TASSEL 5.0 

(Glaubitz et al., 2014). O SNP dataset foi filtrado, e marcadores com proporção de alelos 

identificados (Call Rate) menores do que 0,90, não-bialélicos, com frequência alélica 

mínima (MAF) inferior a 0,05 e com genótipo heterozigótico em pelo menos um genótipo 

foram removidos do conjunto de dados durante o processo de controle de qualidade. 

Dados de marcadores perdidos foram imputados pelo software Beagle versão 5.0 

(Browning & Browning, 2016). Após estes procedimentos de controle de qualidade, um 

total de 13.826 marcadores SNP de alta qualidade foram considerados para as análises 

genômicas. 

Os genótipos dos híbridos foram obtidos, in silico, pelas informações 

genômicas das linhagens genitoras, para os quais foram atribuídos os valores: 2 para o 

genótipo homozigótico alternativo, 1 para o genótipo heterozigótico e 0 para o outro 

genótipo homozigótico. Para exemplificar, supondo duas linhagens, L1 e L2, e quatro 

marcadores SNP, a construção da matriz dos genótipos dos híbridos foi realizada 

conforme esquema apresentado na Tabela 2.1.  

 

Tabela 2.1. Exemplo da obtenção da matriz de genótipos dos híbridos. 

Marcadores 
Linhagens Híbrido (L1 x L2) 

L1 (Genótipo) L2 (Genótipo) (Genótipo) 

SNP1 2 (M1M1) 2 (M1M1) 2 (M1M1) 

SNP2  2 (M2M2) 0 (m2m2) 1 (M2m2) 

SNP3 0 (m3m3) 2 (M3M3) 1 (M3m3) 

SNP4  0 (m4m4) 0 (m4m4) 0 (m4m4) 
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O conjunto de dados genotípicos foi cedido gentilmente pelo Dr. Roberto 

Fritsche-Neto (Professor Assistente na Louisiana State University) e está disponível com 

o título “TCGA: a tropical corn germplasm assembly for genomic prediction and high-

throughput phenotyping studies” (Fritsche-Neto et al., 2020). 

 

2.2.4 Estrutura genética de populações 

 

A análise de estrutura de populações foi realizada no conjunto de linhagens e 

híbridos utilizando o pacote “LEA” versão 3.6.0 (Frichot & François, 2015) 

implementado no ambiente R (R Development Core Team, 2021), considerando os 13.826 

SNP. A identificação das Ks subpopulações foi feita com base no modelo de mistura para 

obtenção dos coeficientes de mistura individuais. Valores de K variando de 1 a 10 foram 

testados, com 30 repetições independentes para cada agrupamento. Cada solução 

numérica foi otimizada configurando simulações por Monte Carlo via Cadeias de Markov 

(MCMC) de 100.000 iterações. O número de grupos K que melhor se ajusta ao conjunto 

de dados foi determinado de acordo com o gráfico de entropia cruzada.  

Também foi realizada a análise de distância genética entre as 42 linhagens 

também entre os 152 híbridos pelo método de Rogers (1972) utilizando os 13.826 SNP 

por meio do pacote “adegenet” versão 2.1.5 (Jombart, 2008). As distâncias genéticas 

foram representadas por meio de dendrogramas com o método de agrupamento 

hierárquico UPGMA (Unweighted Pair-Group Method using Arithmetic Avarages), 

sendo realizadas 100.000 amostragens via bootstrap para medir a consistência dos grupos 

formados. A estimação da correlação cofenética e o teste de Mantel (1967) foram 

realizados para medir a representatividade do dendrograma em relação as distâncias 

genéticas obtidas. A matriz de distância genética e o dendrograma foram ilustrados por 

meio da função heatmap.2 do pacote “gplots”. Os pacotes “adegenet”, “gplots” (Warnes 

et al., 2020) também são implementados no ambiente R.  

 

2.2.5 Predição genômica  

 

2.2.5.1 Modelos aditivos 

 

Três modelos de predição paramétricos (GBLUP, Bayes Cπ e Bayes Dπ) 

foram usados para estimar os Genomic Estimated Breeding Values (GEBVs) de cada 
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genótipo considerando apenas efeitos aditivos. Os modelos GBLUP, Bayes Cπ e Bayes 

Dπ foram implementados utilizando o pacote “BGLR” (Pérez & de los Campos, 2014) 

do software R (R Development Core Team 2021). O processo de amostragem de Gibbs 

para os modelos paramétricos foi feito com 10.000.000 de iterações, descartando os 

primeiros 10.000 resultados como burn-in e thin de 1000. 

GBLUP: O método foi baseado no seguinte modelo linear: 

𝒚𝒊 =  𝝁𝟏 +  𝒁𝒊𝒂𝒂 +  𝜺     (4) 

em que 𝒚𝒊 = (y1, ..., yn) é o vetor de BLUEs e 𝒚𝒊 representa a observação do genótipo i (i 

= 1, ..., n) em cada local; 1 é um vetor com o mesmo tamanho de 𝒚𝒊 com todas as entradas 

iguais a 1; 𝜇 é a média geral; 𝒁𝑖𝑎 é a matriz de incidência que conecta os efeitos genéticos 

aleatórios aos fenótipos; 𝒂 é o vetor de efeitos genéticos aleatórios de cada híbrido e 𝜺 é 

o vetor de efeitos aleatórios residuais para cada local. Este modelo assume que a 

distribuição do vetor  𝒂 é normal multivariada com média zero e uma matriz de 

covariância 𝜎𝑎𝑗
2 𝑮, ou seja,  𝒂 ~ MVN (0, 𝜎𝑎𝑗

2 𝑮), em que 𝜎𝑎𝑗
2  é um componente de variância 

genética no local j e 𝑮 é uma matriz simétrica, semi-positivo-definida remetendo à 

estrutura de variância-covariância construída a partir dos marcadores SNPs. O modelo 

também assume que os erros em cada local são independentes com variância homogênea, 

𝜎𝜀
2; e sendo 𝜺 ~ N (0, 𝜎𝜀𝑗

2 𝑰) (onde 𝑰 é a matriz identidade, e 𝜎𝜀𝑗
2  é a variância residual no 

local j).  A matriz 𝑮 foi calculada por meio da abordagem proposta por VanRaden (2008): 

𝑮 =  
𝑾𝟏 𝑾𝟏

′

2 ∑ 𝜌𝑙(1 −  𝜌𝑙) 𝑚
𝑙=1

     (5) 

em que 𝑾𝟏 é a matriz de marcadores de efeito genético aditivo (SNPs), com dimensões 

do número de indivíduos (n) pelo número de locos (m), e 𝜌𝑙 é a MAF do loco l. 

Neste modelo a distribuição a priori para os efeitos dos marcadores pode ser 

escrita como 𝜌(𝑎) =  ∏ 𝜌(𝑎𝑙)𝑙=1,𝑚 , em que 𝜌(𝑎𝑙) ~ N (0, 𝜎𝑎0
2 ), ou seja, cada efeito do 

marcador segue, a priori, uma distribuição normal com uma variância 𝜎𝑎0
2  (variância dos 

efeitos do marcador). O termo “0” implica que o modelo GBLUB possui variância 

constante entre os marcadores. 

Bayes Cπ e Bayes Dπ: Para estas abordagens bayesianas, foi adotado o 

seguinte modelo linear: 

𝒚𝒊 =  𝝁𝟏 +  ∑ 𝑿𝒊𝒍𝒈𝒍

𝑚

𝑙=1

+  𝜺𝒊     (6) 
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em que 𝒚𝒊 = (y1, ..., yn) é o vetor de BLUEs e 𝒚𝒊 representa a observação no genótipo i (i 

= 1, ..., n) em cada local; 1 é um vetor com o mesmo tamanho de 𝒚𝒊 com todas as entradas 

iguais a 1; 𝝁 é a média geral; 𝑔𝑙 é o vetor de efeitos aditivos do marcador SNP l; 𝑿𝒊𝒍 é a 

vetor de incidência de cada marcador (assumindo valores de 2, 1 e 0 que correspondem 

aos genótipos SNPs AA, Aa e aa, respectivamente) e 𝑚 é o número de marcadores. Estes 

valores 𝒙𝒊𝒍  representam diretamente o número de cópias do alelo alternativo em cada 

loco l; e 𝜺𝒊 é o vetor residual, tendo 𝜺𝒊 ~ N (0, 𝜎𝜀𝑗
2 𝑰) (onde 𝑰 é a matriz identidade, e 𝜎𝜀𝑗

2  é 

a variância residual no local j). Os modelos Bayes Cπ e Bayes Dπ assumem a mesma 

distribuição a priori para a variância residual, uma distribuição Qui-quadrado invertida 

escalonada, dada por 𝜎𝜀𝑗
2 |𝑣𝜀𝑗, 𝑆𝜀𝑗 ~ 𝜒𝑣𝜀𝑗

−2(𝑣𝜀𝑗 , 𝑆𝜀𝑗)  com hiperparâmetros 𝑣𝜀𝑗 (graus de 

liberdade) e 𝑆𝜀𝑗 (escala) ambos iguais a 2,0 a priori vaga. As diferenças entre estes dois 

modelos foram as distribuições assumidas a priori para os efeitos dos marcadores. 

Bayes Cπ e Bayes Dπ possuem um parâmetro adicional π (probabilidade de 

o efeito do marcador ser igual a zero). Este parâmetro é tratado como desconhecido e 

atribuído a uma distribuição 𝛽 a priori, tendo π ∼ 𝛽 (𝜌0, 𝜋0), com 𝜌0 > 0 e 𝜋0 ϵ [0, 1] 

(Perez & de los Campos, 2014). No modelo Bayes Cπ, a distribuição a priori para os 

efeitos de marcador é dada por uma mistura de distribuições normais 𝑔𝑙|𝜋 ∼ (1 – 𝜋) N (0, 

𝜎𝑔
2) + 𝜋N (0, 𝜎𝑔

2 = 0). Este modelo assume a mesma variância genética para todos os 

marcadores com distribuição a priori dada por 𝜎𝑔
2|𝑣𝑔, 𝑆𝑔 ~ 𝜒𝑣𝑔

−2(𝑣𝑔, 𝑆𝑔). O modelo Bayes 

Dπ também assume como priori para efeitos de marcador uma mistura de distribuições 

normais dada por 𝑔𝑙|𝜋 ∼ (1 – 𝜋) N (0, 𝜎𝑔𝑙
2 ) + 𝜋N (0, 𝜎𝑔𝑙

2  = 0), contudo 𝜎𝑔𝑙
2  denota que 

cada SNP tem sua própria variância com distribuição a priori dada por 𝜎𝑔𝑙
2 |𝑣𝑔𝑙, 

𝑆𝑔𝑙 ~ 𝜒𝑣𝑔𝑙
−2 (𝑣𝑔𝑙,𝑆𝑔𝑙) . 

 

2.2.5.2 Modelos aditivo-dominantes 

 

A incorporação dos efeitos de dominância foi realizada somente nos modelos 

paramétricos utilizando também o pacote “BGLR” e as mesmas 10.000.000 de iterações.  

Os modelos foram ajustados das seguintes formas: 

GBLUP: o modelo utilizado que ajusta simultaneamente aos efeitos aditivos 

e de dominância dos SNPs foi: 

𝒚𝒊 =  𝝁𝟏 +  𝒁𝒊𝒂𝒂 + 𝒁𝒊𝒗𝒗 + 𝜺𝒊     (7) 
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em que 𝒚𝒊, 𝟏, 𝝁, 𝒁𝒊𝒂, 𝒂  e 𝜺𝒊 representam os mesmos parâmetros definidos no modelo (4), 

assim como 𝒁𝑖𝑎,  𝒁𝑖𝑣 é a matriz de incidência que conecta os efeitos genéticos aleatórios 

aos fenótipos, e 𝒗 se refere ao vetor dos efeitos de dominância de cada indivíduo. A matriz 

de covariância dos efeitos de dominância foi Var (𝒗) = 𝑫𝜎𝑑
2, em que 𝑫 representa a matriz 

de parentesco genômica-dominante (Vitezica et al., 2013), calculada pelo pacote 

“snpReady” (Granato et al., 2018), também do software R, pela equação: 

𝑫 =  
𝑾𝟐 𝑾𝟐

′

4 ∑ 𝜌𝑙
2(1 −  𝜌𝑙)2 𝑚

𝑙=1

     (8) 

em que 𝑾𝟐 representa a matriz de marcadores de efeitos genéticos de dominância e n, m 

e 𝜌𝑙 são os mesmos termos definidos na equação (5). 

Bayes Cπ e Bayes Dπ: o modelo utilizado que ajusta aos efeitos aditivos e de 

dominância dos SNPs nas abordagens bayesianas foi: 

𝒚𝒊 =  𝝁𝟏 +  ∑(𝑿𝒊𝒍𝒂𝒍

𝑚

𝑙=1

) + ∑(𝑾𝒊𝒍𝒅𝒍

𝑚

𝑙=1

) +  𝜺𝒊     (9) 

em que 𝒚𝒊, 𝟏, 𝝁, 𝑿𝒊𝒍  e 𝜺𝒊 representam os mesmos parâmetros definidos no modelo aditivo 

(6), 𝑾𝒊𝒍 é a vetor de incidência de cada marcador (assumindo valores de 1 e 0 que 

correspondem aos genótipos heterozigóticos e homozigóticos, respectivamente) e 𝑚 é o 

número de marcadores, 𝒂𝒍 é o efeito aditivo e 𝒅𝒍 é o efeito de dominância do marcador l. 

Dada a suposição de que a epistasia está ausente, o termo residual no modelo aditivo- 

dominante contém apenas efeitos não genéticos, enquanto o resíduo do modelo aditivo 

também inclui desvios de dominância. Nos modelos Bayes Cπ e Bayes Dπ as priori 

estabelecidas para os efeitos aditivos dos marcadores seguem as mesmas do modelo (9). 

Nestes modelos as distribuições a priori para 𝒅𝒍 também é uma mistura de normais, dados 

𝜋𝑑 e 𝜎𝑑 
2  para Bayes Cπ e 𝜋𝑑 e 𝜎𝑑𝑙 

2  para Bayes Dπ. No entanto, a fim de contabilizar a 

direcionalidade da dominância, o componente normal da priori para 𝒅𝒍 tem uma média 

desconhecida diferente de zero (Almeida-Filho et al., 2019; Zeng et al., 2013), assim: 

Para o modelo Bayes Cπ: 

𝒅𝒍|𝜇𝑑, 𝜎𝑑
2 = {

0 
~

 𝑎
 𝑁(𝜇𝑑, 𝜎𝑑

2)
 com probabilidade 
 com probabilidade 

𝜋𝑑

1 − 𝜋𝑑
    (10) 

em que:  𝜎𝑑
2|𝑣𝑑, 𝑆𝑑 ~ 𝜒𝑣𝑑

−2(𝑣𝑑,𝑆𝑑) e 𝜋𝑑|𝜌0, 𝜋0 ~ 𝛽 (𝜌0, 𝜋0).  

Para o modelo Bayes Dπ: 

𝒅𝒍|𝜇𝑑𝑙, 𝜎𝑑𝑙
2 = {

0 
~

 𝑎
 𝑁(𝜇𝑑𝑙, 𝜎𝑑𝑙

2 )
 com probabilidade 
 com probabilidade 

𝜋𝑑

1 − 𝜋𝑑
    (11) 

em que:  𝜎𝑑𝑙
2 |𝑣𝑑𝑙, 𝑆𝑑𝑙 ~ 𝜒𝑣𝑑𝑙

−2 (𝑣𝑑𝑙,𝑆𝑑𝑙) e 𝜋𝑑|𝜌0, 𝜋0 ~ 𝛽 (𝜌0, 𝜋0).  
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2.2.5.3 Modelo Random Forest 

 

O modelo Random Forest é um modelo de predição não paramétrico 

implementado no pacote “randomForest” (Liaw & Wiener, 2002) do software R (R 

Development Core Team 2021). Foi utilizado o valor de 500.000 para o número de 

árvores de decisão. 

Random Forest é um método de aprendizagem supervisionado no qual um 

conjunto de dados de treinamento com grande número de preditores (por exemplo, SNPs, 

𝑥𝑙, onde 𝑥 se refere a um vetor contendo genótipos de todos os SNPs para o indivíduo l) 

é usado para predizer um dado fenótipo (𝑦𝑙). É uma modificação do bootstrap 

aggregating ou bagging que gera uma grande coleção de árvores distribuídas de forma 

idênticas (Abdollahi-Arpanahi et al., 2020).  

Compreende quatro parâmetros principais: N – número total de observações, 

M – número total de variáveis preditoras (SNPs), mtry – subconjunto de M escolhido 

aleatoriamente para determinar uma árvore de decisão, normalmente mtry << M e Ntree 

– número total de árvores de decisões que formam uma “floresta”. Cada árvore minimiza 

a função de perda média nos bootstrapped data e indica o quão bem um modelo se 

encaixa em um conjunto de dados de treinamento (normalmente apresentada como um 

erro quadrático médio). Resumidamente, o procedimento de Random Forest segue as 

seguintes etapas: 

1) selecionar aleatoriamente um subconjunto de observações (B amostras de 

bootstrap de treinamento); 

2) selecionar aleatoriamente um subconjunto de marcadores SNP – mtry;  

3) gerar uma única árvore 𝑇𝑏 dividindo o subconjunto de SNPs no 

subconjunto das amostras para formar nós da árvore; durante a divisão de um nó em uma 

árvore, o SNP com a maior capacidade de diminuir o erro quadrático médio dos nós filhos 

é selecionado para dividir o nó;  

4) usar todos os dados out-of-bag, ou seja, o restante dos indivíduos que não 

foram selecionados na etapa 1, para determinar o erro quadrático médio da predição da 

árvore; para cada variável (SNP) na árvore (modelo), conduzir a permutação aleatória da 

ordem do SNP na árvore e calcule a diferença entre o erro quadrático médio da nova 

árvore e o erro quadrático médio da árvore inicial; 
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5) gerar uma floresta de árvores {𝑇𝑏}  1
𝐵  repetindo as etapas 1–4; o valor 

predito do conjunto de teste individual (�̂�𝑙) com genótipo 𝑥𝑙 foi calculado como: 

�̂�𝑙 =  
1

𝐵
∑ 𝑇𝑏(𝑥𝑙)

𝐵

𝑏=1
     (12) 

6) obter valores finais de importância da variável SNP (denotados como VIM) 

calculando a média dos valores de erro de predição em todas as árvores na floresta que 

contém esse SNP. O processo de divisão do nó continua até que não haja mais alteração 

dos valores do erro quadrático médio em todos os nós terminais.  

Para a regressão, um valor VIM de um SNP é dado pela porcentagem de 

incremento no erro quadrático médio após um SNP ser permutado aleatoriamente em uma 

nova amostra. Em Random Forest, todos os SNPs são classificados com base em seus 

valores VIM. Os valores VIM variam de valores negativos a positivos. Um grande valor 

positivo indica um grande aumento no erro de predição quando o SNP é permutado 

aleatoriamente, em comparação com o valor erro quadrático médio antes da permutação, 

assim mais importante é o SNP. Por outro lado, valores negativos indicam que, quando 

esses SNPs foram permutados aleatoriamente, os modelos de predição de novas ordens 

SNP tiveram um erro de previsão menor do que antes da permutação (Li et al., 2018; 

Abdollahi‑Arpanahi et al., 2020).  Para mais detalhes sobre a teoria de Random Forest, 

consultar Breiman (2001). 

 

2.2.5.4 Validação cruzada  

 

Foi utilizado o esquema de validação cruzada ten-fold para determinar a 

habilidade preditiva dos modelos de predição genômica. Em cada local e no conjunto 

geral, os 152 híbridos foram divididos aleatoriamente em 10 grupos, dois grupos com 16 

híbridos e oito com 15 híbridos, o que gerou as 10 folds. A cada rodada do modelo, foi 

atribuído valores fenotípicos ausentes a um grupo, sendo este dado como o conjunto de 

validação. A habilidade preditiva dos modelos de predição genômica foi calculada como 

a correlação de Pearson entre os GEBVs e os valores de BLUEs dos híbridos. Cada 

modelo foi rodado 5 vezes (k=5), sendo que a habilidade preditiva apresentada se refere 

a média destas rodadas.  

Todos os gráficos de resultados foram plotados pelo pacote “ggplot2” versão 

3.4.1 (Wickham, 2016). 
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2.3 RESULTADOS E DISCUSSÃO 

 

2.3.1 Análises fenotípicas 

 

Staygreen é controlado por poucas dezenas de QTLs de grande efeito, os 

quais apresentam forte interação com o ambiente para regulação de sua expressão 

(Belícuas et al., 2014; Sekhon et al., 2019). Devido a esta arquitetura e possível controle 

genético, existe uma distribuição contínua de fenótipos. Este comportamento é verificado 

no conjunto de híbridos deste estudo. Eles apresentaram uma distribuição bastante 

simétrica dos BLUEs nos locais de avaliação e no conjunto geral (Figura 2.1). Os 152 

híbridos tiveram média de BLUEs, por local, variando de 2,75 em Areão a 4,15 em 

Anhembi, e média geral dos BLUEs, entre todos os locais, de 3,56, sendo este valor geral 

menor que Anhembi e Caterpillar e maior que em Areão e Departamento de Genética 

(Figura 2.1).  

  

 

Figura 2.1 Box plot para os valores BLUEs de staygreen, com notas 1 (maior staygeen) 

a 5 (menor staygreen), em híbridos simples de milho avaliados em diferentes 

locais. Locais: Estação Anhembi (ANH); Estação Areão (ARE), Estação 

Caterpillar (CAT), Departamento de Genética da ESALQ/USP (DEP); e 

GERAL (conjunto de todos os ambientes). 
a: número de ambientes em que o caráter foi avaliado por local (ambientes 

refere-se à combinação local x ano). 

 

O ordenamento dos BLUEs dos híbridos dentro de cada local apresentou 

ligeira similaridade quando estes são comparados entre os locais (Figura 2.2).  Somente 
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quando comparados com o grupo geral é que a similaridade foi alta (�̂� > 0,80), com 

exceção de Anhembi (�̂� = 0,63).  

 

 

 

Figura 2.2 Estimativas de correlação de Spearman entre locais baseadas no 

ranqueamento dos BLUEs de staygreen (notas 1-5) em híbridos simples 

de milho. Locais: Estação Anhembi (ANH); Estação Areão (ARE), 

Estação Caterpillar (CAT); Departamento de Genética da ESALQ/USP 

(DEP) e GERAL (conjunto de todos os ambientes).  
a: número de ambientes em que o caráter foi avaliado por local (ambientes 

refere-se à combinação local x ano); 

***: significativo a 0,1% de probabilidade de erro pelo teste t. 
 

Contudo, é possível visualizar que todas as estimativas de correlação foram 

positivas e significativas (p < 0,01) (Figura 2.2).  O menor valor de correlação estimado 

foi entre os BLUEs de Anhembi e Departamento de Genética (�̂� = 0,38).  

 

2.3.2 Estrutura genética de populações  

 

Entender a dinâmica da diversidade e estrutura genética do painel de 

linhagens e híbridos utilizados em estudos genômicos é essencial para delinear o modo 

mais eficiente de explorar a variabilidade presente e o quão representativo e utilizável os 

resultados obtidos neste painel podem ser extrapolados para outros conjuntos de 



26 

 

indivíduos. Com a utilização conjunta da análise estrutura de populações realizada pelo 

algoritmo LEA (Frichot & François, 2015) e de distância genética pelo método de Rogers 

(1972), foi obtida uma visão robusta da variabilidade genética do painel de linhagens e 

dos híbridos e como ela está estruturada. 

 

2.3.2.1 Linhagens 

 

A análise de estrutura de populações agrupou o conjunto de linhagens em 5 

subpopulações, as quais estão representadas por diferentes cores na Figura 2.3 (G1 a G5). 

As distâncias genéticas foram representadas por dendrogramas com agrupamento por 

UPGMA. A representação via dendrograma indicou ótimo ajuste entre as distâncias 

originais e as distâncias presentes no dendrograma, com valor de correlação cofenética 

de 0,98. 

O grupo azul (G3) é composto por linhagens oriundas dos híbridos HS-1 

(híbrido simples) e BR-201 (híbrido duplo), os quais possuem parentesco próximo devido 

o híbrido HS-1 ser o híbrido simples fêmea genitor do híbrido BR 201 (EMBRAPA, 1990; 

Cardoso, 1999). As linhagens originadas da população IG-2 também foram agrupadas e 

formaram o grupo verde (G5). Este conjunto em particular não apresenta histórico de 

parentesco com as demais origens, sendo obtida pelo intercruzamento das populações 

CMS-06 do Centro Nacional de Pesquisa do Milho e Sorgo (CNPMS – EMBRAPA) e a 

população ESALQ-PB4 do Departamento de Genética da ESALQ/USP (Souza Júnior et 

al., 1993).  
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Figura 2.3 Representação das relações genéticas entre as 42 linhagens baseadas na 

distância de Rogers (1972) e algoritmo LEA (Frichot & François, 2015) pela 

combinação de dendrograma e mapa de calor com valores de consistência 

dos nós gerados por Bootstrap com 100.000 iterações e grupos gerados pela 

análise de estruturação (k=5) e pelo método de UPGMA. 

 

As linhagens oriundas da população CMS-05 foram agrupadas em um único 

grupo (G4) e possuem baixíssima distância genética entre elas, indicada pela tonalidade 

escura do tom de roxo na chave de cores (Figura 2.3). Esta população é caracterizada por 

ser um germoplasma exótico e bastante antigo em trabalhos de melhoramento de milho 

no Brasil. Também denominada de Suwan DMR, a CMS-05 foi originada no Caribe e 

selecionada na Tailândia para resistência ao míldio-pulverulento (Erysiphe polygoni) 

(EMBRAPA, 1980). 

Os grupos G1 (vermelho) e G2 (marrom) apresentam mistura das outras 

origens históricas. Nestes grupos estão linhagens obtidas de cruzamentos topcrosses entre 

as populações BR-105 (variedade extraída da CMS-05) e BR106 (composto do 
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cruzamento entre as populações Centramex, Dentado-Maya e Tuxpeño-1) (Canton, 1988; 

Packer et al., 1989, Souza Júnior et al., 1993), da população IG-2, que veio do 

intercruzamento da população CMS-05 com a ESALQ-PB5 (Souza Júnior et al., 1993), 

e do híbrido comercial XL-560, da extinta empresa Braskalb, que passou a se chamar 

Dekalb no início dos anos 2000 e é, atualmente, uma das marcas de sementes de milho 

da empresa Bayer AG. Os grupos G4, G1 e G2 compartilham muitos genitores em 

comum, o que acarreta a proximidade deles nos dendrogramas. Nesta situação, foi comum 

encontrar linhagens de origem histórica de um grupo sendo agrupadas em um dos demais.  

Nota-se que os resultados das análises de estrutura e de divergência genética, 

em grande parte, estão em concordância com pedigree histórico do conjunto de linhagens, 

sendo este o principal fator de subdivisão das populações. Também, que apesar do painel 

ser constituído de poucas dezenas de linhagens, este possui uma representação relevante 

de linhagens de grupos tropicais (G3 e G5), subtropical (G4) e da mistura deles (G1 e 

G2).  

 

2.3.2.2 Híbridos 

 

As análises de populações agruparam os híbridos em 4 subpopulações, os 

quais remetem os cruzamentos com os 4 testadores utilizados como genitores masculinos 

deste painel (Figura 2.4). Assim como nas análises das linhagens, as distâncias genéticas 

dos híbridos foram representadas por dendrograma com agrupamento por UPGMA. Neste 

caso, a correlação cofenética para a representação do dendrograma foi de 0,91. Como o 

padrão da diversidade genética neste painel de híbridos é dado pela divergência dos 

testadores, suas combinações com as demais linhagens são separadas por cores na Figura 

3.4 (T1 a T4). 
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Figura 2.4 Representação das relações genéticas entre os 152 híbridos baseadas na 

distância de Rogers (1972) e algoritmo LEA (Frichot & François, 2015) pela 

combinação de dendrograma e mapa de calor com valores de consistência 

dos nós gerados por Bootstrap com 10.000 iterações e grupos gerados pela 

análise de estruturação (k=4) e pelo método de UPGMA. T1 a T4 

representam os testadores com os quais as demais 38 linhagens foram 

cruzadas.  

 

No dendrograma deste painel de híbridos os cruzamentos dos testadores com 

a linhagem L93 não se agruparam em qualquer outro grupo, gerando um pequeno grupo 

a parte. Vale ressaltar que na análise de estrutura genética pelo algoritmo LEA, foram 

indicadas apenas 4 subpopulações para os híbridos. Este ocorrido pode ser em função de 

que algumas linhagens e combinações apresentaram valores abaixo de 0,7 de 

probabilidade para pertencerem a determinado grupo, ou seja, baixa consistência em 

apontar a origem daquele indivíduo. 
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2.3.3 Habilidades preditivas dos modelos de predição genômica 

 

As habilidades preditivas dos modelos tiveram grande amplitude de variação 

para staygreen (0,44 a 0,70) (Figura 2.5). De modos geral, os menores valores de 

habilidade preditiva foram detectados em Caterpillar e Departamento de Genética, cerca 

de 0,50. Estes baixos valores de habilidade preditiva podem ser causados por uma menor 

precisão na obtenção dos dados fenotípicos associada a baixa variância genética presente 

no painel avaliado, influenciando diretamente a magnitude da herdabilidade (Pandey et 

al., 2020; Zhang et al., 2017).  

Caracteres com maior variância genética apresentam também maior 

herdabilidade, e são mais previsíveis via GS (Morais-Júnior et al., 2018).  Destaca-se que 

staygreen é mensurado via avaliação subjetiva com pequeno intervalo de notas, o que 

pode afetar a herdabilidade, e consequentemente, os valores da habilidade preditiva. 

Maiores valores de habilidade preditiva foram obtidos quando se considerou todos os 

ambientes (GERAL), ultrapassando 0,70 (Figuras 2.5). Possivelmente, isto ocorre devido 

os BLUEs neste conjunto apresentarem uma precisão muito maior que quando elas são 

estimadas nos locais separados. 

De modo geral, com a incorporação dos efeitos de dominância nos modelos 

de predição paramétricos, houve uma sutil melhora das habilidades preditivas para os 

modelos calibrados em Anhembi, Areão, Departamento de Genética e no conjunto 

GERAL, com média de 0,08 de acréscimo (Figura 2.5). No caso dos modelos calibrados 

em Caterpillar, os valores de habilidade preditiva foram praticamente iguais. Kadam et 

al. (2016) e Lyra et al. (2019) não verificaram incrementos na capacidade preditiva para 

este caráter ao utilizarem modelos aditivos-dominantes em detrimento aos modelos 

exclusivamente aditivos.  

Gentinetta et al. (1986), em estudo pioneiro, relataram que staygreen é 

controlado por apenas um loco com dois alelos, apresentando dominância completa. 

Contudo, estudos publicados durante a década de 2000 indicaram que staygreen é um 

caráter de herança quantitativa, com presença, em algum grau, de efeitos não aditivos 

(Banziger et al., 2000).  
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Figura 2.5 Habilidades preditivas de modelos de predição genômica para staygreen (notas 1-5) em híbridos simples de milho avaliados em 

diferentes locais. Locais: Estação Anhembi (ANH); Estação Areão (ARE), Estação Caterpillar (CAT), Departamento de Genética da 

ESALQ/USP (DEP) e GERAL (conjunto de todos os ambientes). Modelos paramétricos aditivos Bayes Dπ (BDπ-A), Bayes Cπ (BCπ-

A), GBLUP (GB-A); Modelos paramétricos aditivo-dominantes: Bayes Dπ (BDπ-AD), Bayes Cπ (BCπ-AD) e GBLUP (GBP-AD); 

e Modelo não-paramétrico: e Random Forest (RF). 
a: número de ambientes em que o caráter foi avaliado por local (ambientes refere-se à combinação local x ano).
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Lançando mão de estudos de associação genômica ampla (Genome Wide 

Association Studies – GWAS) em milho, Sekhon et al. (2019) determinaram que 

staygreen é um caráter de herança quantitativa controlado por poucos genes de maiores 

efeitos. Belícuas et al. (2014) identificaram cerca de 17 QTLs responsáveis por 73,08% 

da variância genética de stay green em milho tropical, e que os efeitos aditivos são 

maiores que os efeitos de dominância no controle genético do caráter, de modo que existe 

baixa expressão de heterose em staygreen. Isto possivelmente ocorre porque a heterose 

resulta indiretamente em maior staygreen ao ocasionar o maior acúmulo de matéria seca 

durante o período de enchimento de grãos em milho (Araus et al., 2010; Wang et al., 

2019). Com base nos resultados deste estudo, o staygreen é controlado por efeitos aditivos 

com baixa expressão de efeitos de dominância, corroborando as conclusões de Bañziger 

et al. (2000) e Belícuas et al. (2014), e em termos de GS, com Kadam et al. (2016) e Lyra 

et al. (2019). 

O modelo escolhido para predizer os desempenhos fenotípicos do conjunto 

total de híbridos poderia ser qualquer um dos modelos paramétricos com a incorporação 

dos efeitos de dominância. Levando em conta a demanda computacional, determinou-se 

que o modelo GBLUP é o mais indicado para exercer a GS para staygreen nesta situação.  

Utilizou-se o modelo GBLUP aditivo-dominante no conjunto GERAL com 

152 híbridos fenotipados para predizer o desempenho de todos os 861 híbridos simples 

possíveis das 42 linhagens do painel para staygreen. Com a predição genômica, nota-se 

o quanto se pode ganhar em tempo, economia de recursos e obtenção de híbridos mais 

promissores em programas de melhoramento de milho. Os ganhos e a disposição das 

melhores combinações preditas pelo modelo escolhido estão representados na Figura 2.6.  

Ao selecionar com base nos desempenhos preditos as 15 melhores 

combinações (Top15) dos 152 híbridos testados (primeiro conjunto) e Top15 dos 861 

possíveis (segundo conjunto), percebe-se uma redução média de 0,45 na nota de 

staygreen (Figura 2.6) entre os Top15 oriundos do primeiro para o segundo conjunto. Não 

houve coincidência entre os Top15 dos dois conjuntos (Figura 2.6), ou seja, as melhores 

combinações para este caráter ainda não foram geradas.  
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Figura 2.6 (A) distribuição das 15 melhores combinações de cruzamentos selecionadas 

a partir dos valores preditos dos 152 híbridos testados e dos valores preditos 

de todas as 861 combinações híbridas possíveis para staygreen. Linhas 

pontilhadas em rosa e azul representam o desempenho médio predito das 15 

melhores combinações de cruzamentos selecionadas de 152 híbridos 

testados e dos 861 híbridos possíveis, respectivamente. Seta verde indica a 

diferença entre a médias dos dois conjuntos de híbridos. (B): disposição das 

combinações híbridas promissoras (Top 15) no conjunto de híbridos 

testados e não testados para staygreen. 

 

2.4 CONCLUSÕES 

 

Há um aumento da habilidade preditiva em modelos de seleção genômica 

para staygreen em milho quando são considerados os efeitos de dominância no modelo e 

quando se utiliza um maior número de ambientes para obtenção dos dados fenotípicos. 

O modelo mais indicado para predizer o desempenho fenotípico para 

staygreen neste conjunto de dados é o GBLUP com a contabilização dos efeitos aditivos 

e de dominância.  
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3 PREDIÇÃO GENÔMICA MULTI-AMBIENTAL PARA 

PRODUTIVIDADE DE GRÃOS EM MILHO TROPICAL 

 

RESUMO 

 

A eficiência seleção genômica (GS) depende, dentre outros fatores, da 

escolha adequada do modelo de predição a ser utilizado, dos efeitos que serão 

contabilizados neste modelo e dos recursos e tempo necessários para o processo de 

predição dos fenótipos. Na cultura do milho, em que há expressão de heterose para 

diversos caracteres, modelos de GS que incorporam efeitos não-aditivos podem ser 

superiores àqueles puramente aditivos. Neste trabalho, três modelos paramétricos e um 

modelo não paramétrico foram utilizados na predição genômica multi-ambiental de 

híbridos simples de milho para produtividade de grãos, considerando efeitos aditivos, 

exclusivamente, e em conjunto com efeitos de dominância. Os dados fenotípicos se 

referem à avaliação de 152 híbridos simples de milho, provenientes do cruzamento de 42 

linhagens endogâmicas, avaliados para produtividade de grãos em 13 ambientes 

(combinação de 6 locais em diferentes épocas e anos de plantio). As linhagens foram 

genotipadas com 13.826 marcadores SNPs pelo o método GBS, sendo suas combinações 

genotípicas utilizadas para gerar os genótipos dos híbridos. As médias ajustadas para cada 

genótipo, em cada local, foram usadas para treinar os modelos de predição genômica. A 

habilidade preditiva foi mensurada por meio da correlação de Pearson, obtida por meio 

do sistema de ten-fold. Os locais apresentaram similaridade para o comportamento dos 

híbridos, indicando ser vantajoso utilizar um modelo de predição geral para este conjunto 

de ambientes. Com isso, se reduz drasticamente o número de modelos ambiente-

específicos a serem utilizados para predição nos diferentes locais. A inclusão dos efeitos 

de dominância em todos os modelos paramétricos incrementou as habilidades preditivas 

em cerca de 25%. Isto confirma que a inclusão de efeitos não-aditivos no modelo de 

predição permite explorar melhor a heterose e ter maior precisão na seleção genômica. 

Os modelos não diferiram entre atributos vinculados a capacidade preditiva quando 

ambos contabilizaram efeitos de dominância. Devido a menor demanda computacional 

do GBLUP, ele é o mais indicado para predizer a produtividade de grãos neste conjunto 

de dados. A predição com o modelo GBLUP aditivo-dominante indica a possibilidade de 

seleção de melhores combinações de linhagens do que as já realizadas que, 

potencialmente, elevam a produtividade de grãos em cerca de 0,21 t ha-1 ao selecionar os 

melhores 15 híbridos por predição. 

 

Palavras-chave: seleção genômica, Zea mays L.; habilidade preditiva; efeitos não-

aditivos. 
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3.1 INTRODUÇÃO 

 

A escolha adequada do modelo de predição que melhor estime os efeitos dos 

marcadores ao longo do genoma faz parte da rotina nos pipelines da seleção genômica 

(GS, genomic selection) (Li et al., 2020). Existem diferentes modelos que são propostos 

e categorizados em regressões paramétricas (baseados em abordagens frequentistas e 

bayesianas) e não paramétricas (baseados em machine learning). Os modelos respondem 

de modo diferente na obtenção das predições por variarem nas pressuposições em como 

tratar a variância dos efeitos dos marcadores (Meuwissen et al., 2001; Schrauf et al., 

2021). 

A bateria de modelos existentes em GS e as pressuposições específicas de 

cada um foram propostas para lidar com a arquitetura e controle genético distintos de 

caracteres de interesse agronômico. A produtividade de grãos no milho é o principal 

caráter alvo do melhoramento e, apesar de ser o mais estudado, compreender sua 

arquitetura genética e interações com fatores ambientais, ainda é complexo.  Sabe-se, 

contudo, que a produtividade de grãos em milho é governada por muitos QTLs de 

pequeno efeito, que interagem entre si e com o ambiente gerando uma distribuição 

contínua de fenótipos.  

Segundo Desta & Ortiz (2014), caracteres altamente poligênicos, com 

distribuições contínuas dos fenótipos e com numerosos QTLs de pequeno efeito seriam 

melhor modelados pelas regressões lineares (GBLUP, RR-BLUP etc.), enquanto que 

caracteres controlados por poucos QTLs (Quantitative Trait Loci), de efeitos maiores, 

seriam mais adequados para regressões Bayesianas. Contudo, com a evolução e ampla 

divulgação da GS, nota-se que isto não é regra. Estudos apontam modelos de regressões 

bayesianas e de abordagem de machine learning com maior robustez para predição 

genômica da produtividade de grãos do que os modelos de regressão lineares (Zhang et 

al., 2020; Kaler et al., 2022). Percebe-se, então, a necessidade de testar diferentes modelos 

a cada novo conjunto de dados.  

 Para caracterizar mais precisamente o desempenho fenotípico de indivíduos, 

recomenda-se a utilização de ensaios multi-ambientais que tentam captar e avaliar o 

impacto da interação genótipos x ambientes (G x E) (Jarquín et al., 2021). Na presença 

de interação G x E significativa, a acurácia preditiva dos modelos de predição genômica 

decai significativamente quando o modelo é calibrado em um ambiente e validado em 

outro, mesmo para a mesma população de estudo (Mendes & Souza Júnior, 2016). 
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Informações de similaridade dos locais de teste e da presença ou não de interação G x E 

indicam se a melhor forma de implementar a GS para determinado conjunto de híbridos 

e ambientes deve ser por meio de modelos ambiente-específicos ou de um modelo geral, 

que tem boa performance em todo conjunto de ambientes. É importante verificar estas 

alternativas para uso eficiente da GS.  

Por se tratar da cultura do milho, a incorporação de efeitos de dominância nos 

modelos pode ser benéfica para aumentar a precisão das predições para caracteres que 

manifestam o efeito da heterose, como a produtividade de grãos (Alves et al., 2021; 

Kadam et al., 2016; Technow et al., 2012). Alves et al. (2021) e Dias et al. (2018) 

obtiveram aumentos expressivos em capacidades preditivas para produtividade de grãos 

em híbridos simples de milho ao contabilizar o efeito de dominância.  

Portanto, o modelo de predição mais adequado, juntamente com os efeitos a 

serem contabilizados, deve ser determinado para cada população (Li et al., 2020; 

Robertsen et al., 2019). Neste sentido, objetivou-se: (1) verificar os efeitos da 

similaridade dos locais de teste e treinamento ao recomendar o uso de modelos ambiente-

específicos ou de um modelo geral baseados em abordagens paramétricas (e não 

paramétricas; (2) avaliar a performance dos modelos sem a incorporação dos efeitos de 

dominância e dos paramétricos com a incorporação deste efeito; e (3) selecionar o melhor 

modelo, com  efeitos de dominância ou não, para identificação das combinações híbridas 

superiores em milho tropical para produtividade de grãos. 

 

3.2 MATERIAL E MÉTODOS 

 

3.2.1 Materiais vegetais e ensaios de campo 

 

Utilizou-se um painel de 152 híbridos simples de milho obtidos do 

cruzamento de 38 linhagens endogâmicas elite com 4 linhagens testadoras. O cruzamento 

das linhagens foi realizado de modo que todas estivessem representadas nesta amostra de 

152 híbridos simples. As linhagens elite são originadas de diferentes populações (IG-1, 

IG-2 e CMS-05) e híbridos comerciais (HS-1, XL-560 e BR-201). As quatro linhagens 

previamente selecionadas como testadoras também são endogâmicas, provenientes de 

diferentes populações e possuem germoplasma elite (Aguiar et al., 2003). Todas as 

linhagens e híbridos foram obtidos no Departamento de Genética da Escola Superior de 

Agricultura “Luiz de Queiroz”, ESALQ/USP, Piracicaba-SP. 
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Os 152 híbridos foram avaliados juntamente com outros 104 híbridos em 

látice simples 16x16 em 13 ambientes, sendo que cada ambiente corresponde a uma 

combinação local x ano ou local x nº de experimentos. Os locais de avaliação foram as 

Estações Experimentais: Estação Areão, Estação Caterpillar e Departamento de Genética 

da ESALQ/USP, nos anos agrícolas de 2002/2003, 2003/2004 e 2004/2005; Estação 

Anhembi, nos anos agrícolas 2003/2004 e 2004/2005; próximas ao município de 

Piracicaba, no estado de São Paulo e; e Estação Experimental da Empresa Biomatrix no 

município de Patos de Minas, no estado de Minas Gerais, no ano agrícola de 2004/2005 

(dois experimentos). O espaçamento utilizado foi de 0,80m entre linhas e 0,20m entre 

plantas, sendo as parcelas constituídas de uma linha de 4 m de comprimento e o estande 

de 20 plantas por parcela (62.500 plantas ha-1). 

A produtividade de grãos foi avaliada determinando o peso de grãos de toda 

a parcela em kg parcela-1, corrigido para o teor de umidade de 15% e estande de 20 

plantas. Posteriormente, os valores obtidos foram convertidos para t ha-1. Todos os dados 

fenotípicos foram gentilmente cedidos pelo Dr. Cláudio Lopes de Souza Junior, professor 

titular da ESALQ/USP. Este mesmo conjunto de dados fenotípicos já foi base para 

estudos de predição genômica em outras abordagens (Mendes & Souza-Júnior, 2016) e 

testcrosses (Alves, 2006). 

 

3.2.2 Análises fenotípicas 

 

As análises de variância foram realizadas agrupando os 13 ambientes 

(combinação local x ano ou local x nº experimento) em 5 locais de avaliação, 

respectivamente, utilizando o local como critério de agrupamento. Estabeleceu-se o 

seguinte modelo linear misto para as análises fenotípicas: 

𝑦𝑖𝑗𝑘𝑙 =  𝜇 + 𝑔𝑖 + 𝑎𝑙 +  𝑟𝑘(𝑙) + 𝑏𝑗(𝑘𝑙) + (𝑔𝑎)𝑖𝑙 +  𝜀𝑖𝑗𝑘𝑙      (1) 

em que 𝑦𝑖𝑗𝑘𝑙 é o fenótipo do genótipo i, no bloco j, na repetição k, no ambiente l; 𝜇 é o 

intercepto; 𝑔𝑖 é o efeito fixo do genótipo i; 𝑎𝑙 é o efeito aleatório do ambiente l, com 𝑎𝑙 

~ N (0, I𝜎𝑎
2); 𝑟𝑘(𝑙) é o efeito aleatório da repetição k, no ambiente l, com 𝑟𝑘(𝑙) ~ N (0, 

I𝜎𝑟
2); 𝑏𝑗(𝑘𝑙) é o efeito aleatório do bloco j, na repetição k, no ambiente l, com 𝑏𝑗(𝑘𝑙) ~ N 

(0, I𝜎𝑏
2); (𝑔𝑎)𝑖𝑙 é o efeito aleatório da interação do genótipo i com o ambiente l, com 

(𝑔𝑎)𝑖𝑙 ~ N (0, I𝜎𝑔𝑎
2 ); e 𝜀𝑖𝑗𝑘𝑙 é o efeito aleatório não-genético, com 𝜀𝑖𝑗𝑘𝑙 ~ N (0, I𝜎𝜀

2), em 

que N refere-se à distribuição normal e I é a matriz identidade. Também foi realizada a 
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análise de variância do conjunto total de ambientes, ou seja, considerando os 13 ambientes 

seguindo o mesmo modelo misto.  

 Os valores de BLUEs (Best Linear Unbiased Estimators), ou médias 

ajustadas, dos híbridos em cada local e do conjunto de ambientes foram utilizados como 

os valores genéticos dos híbridos para as análises de predição genômica. A partir dos 

BLUEs e posterior ranqueamento em escala ordinal, os coeficientes de correlação de 

Spearman (�̂�) foram calculados entre os locais pela fórmula: 

�̂� =
𝐶𝑂�̂�𝑅(𝑋)𝑅(𝑌)

√�̂�𝑅(𝑋)
2 . �̂�𝑅(𝑌)

2

     (2) 

em que  𝐶𝑂�̂�𝑅(𝑋)𝑅(𝑌) é a covariância entre as os ranques dos BLUEs nos locais X e Y; 

�̂�𝑅(𝑋)
2  é a variância dos ranques dos BLUEs no local X; �̂�𝑅(𝑌)

2  é a variância dos ranques 

BLUEs no local Y. A significância dos coeficientes de correlação de Spearman foi 

avaliada pelo teste t a 5% de probabilidade. 

Para fins de explorar possíveis efeitos da interação de genótipos com os 

locais, foram estimadas as herdabilidades em nível de média de parcelas (ℎ̂2) para cada 

local e no conjunto de ambientes pela equação abaixo, tomando, estritamente neste 

cenário, os efeitos dos genótipos como aleatórios: 

ℎ̂2 =  
�̂�𝑔

2

�̂�𝑔
2 + (

�̂�𝑔𝑎
2

𝑙
) + (

�̂�𝑒
2

𝑟𝑙
)

     (3) 

em que �̂�𝑔
2 é a variância genética total dos híbridos; �̂�𝑔𝑎

2  é a variância da interação de 

genótipos com ambientes;  �̂�𝑒
2 é a variância residual, r o número de repetições l o número 

de locais.  

Os coeficientes de variação ambiental (CVe%) e genético (CVg%), e relativo 

(β) foram determinados utilizando os estimadores: 

 

CVe%= 
√σ̂E

2 

X̅
;        (4) 

 

 CVg%= 
√σ̂g

2 

X̅
;       (5)  

 

β= CVg/CVe    (6) 
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sendo “X̅” a média geral do caráter.  

Todas as análises foram realizadas utilizando o ambiente R versão 4.1.0 (R 

Development Core Team, 2021). Para análise de modelos mistos e estimação das 

herdabilidades foi utilizado o pacote “lme4” versão 1.1-27.1 (Bates et al., 2015); para 

obtenção dos BLUEs, o pacote “emmeans” versão 1.7.0 (Lenth, 2021), e para a análise 

de correlação entre os ambientes, o pacote “psych” versão 2.1.9 (Revelle, 2021). 

 

3.2.3 Dados genotípicos  

 

Todas as linhagens foram genotipadas utilizando o protocolo de Genotyping-

by-sequencing (GBS) (Poland et al., 2012; Sim et al., 2012) na plataforma Illumina 

NextSeq 500 (Illumina Inc., San Diego, CA, EUA). Para isso, o DNA genômico das 

linhagens foi extraído de folhas jovens e saudáveis usando o protocolo CTAB (Doyle & 

Doyle, 1987). As amostras do DNA genômico das linhagens foram digeridas por duas 

enzimas de restrição (Pst1-Mse1) e incluídas em placas de sequenciamento, sendo que os 

fragmentos de DNA de cada amostra foram ligados a adaptadores com barcodes 

específicos para posterior genotipagem via GBS. Os dados de sequenciamento foram 

alinhados ao genoma de referência B73 (B73_RefGen_v4) usando o alinhador Bowtie2 

(Langmead &  Salzberg, 2012). Em seguida, Single Nucleotide Polymorphisms (SNPs) 

foram “chamados” por meio do pipeline GBSv2, disponível no software TASSEL 5.0 

(Glaubitz et al., 2014). O SNP dataset foi filtrado, e marcadores com proporção de alelos 

identificados (Call Rate) menores do que 0,90, não-bialélicos e com frequência alélica 

mínima (MAF) inferior a 0,05 foram removidos do conjunto de dados durante o processo 

de controle de qualidade. Dados de marcadores perdidos foram imputados pelo software 

Beagle versão 5.0 (Browning & Browning, 2016). Após estes procedimentos de controle 

de qualidade, um total de 13.826 marcadores SNP de alta qualidade foram considerados 

para as análises genômicas. 
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Tabela 3.1. Exemplo da obtenção da matriz de genótipos dos híbridos. 

Marcadores 
Linhagens Híbrido (L1 x L2) 

L1 (Genótipo) L2 (Genótipo) (Genótipo) 

SNP1 2 (M1M1) 2 (M1M1) 2 (M1M1) 

SNP2  2 (M2M2) 0 (m2m2) 1 (M2m2) 

SNP3 0 (m3m3) 2 (M3M3) 1 (M3m3) 

SNP4  0 (m4m4) 0 (m4m4) 0 (m4m4) 

 

O conjunto de dados genotípicos foi cedido gentilmente pelo Dr. Roberto 

Fritsche-Neto (Professor Assistente na Louisiana State University) e está disponível com 

o título “TCGA: a tropical corn germplasm assembly for genomic prediction and high-

throughput phenotyping studies” (Fritsche-Neto et al., 2020). 

 

3.2.4 Predição genômica  

 

3.2.4.1 Modelos aditivos 

 

Três modelos de predição paramétricos (GBLUP, Bayes Cπ e Bayes Dπ) 

foram usados para estimar os Genomic Estimated Breeding Values (GEBVs) de cada 

genótipo considerando apenas efeitos aditivos. Os modelos GBLUP, Bayes Cπ e Bayes 

Dπ foram implementados utilizando o pacote “BGLR” (Pérez & de los Campos, 2014) 

do software R (R Development Core Team 2021). O processo de amostragem de Gibbs 

para os modelos paramétricos foi feito com 10.000.000 de iterações, descartando os 

primeiros 10.000 resultados como burn-in e thin de 1000. 

GBLUP: O método foi baseado no seguinte modelo linear: 

𝒚𝒊 =  𝝁𝟏 +  𝒁𝒊𝒂𝒂 +  𝜺     (7) 

em que 𝒚𝒊 = (y1, ..., yn) é o vetor de BLUEs e 𝒚𝒊 representa a observação do genótipo i (i 

= 1, ..., n) em cada local; 1 é um vetor com o mesmo tamanho de 𝒚𝒊 com todas as entradas 

iguais a 1; 𝜇 é a média geral; 𝒁𝑖𝑎 é a matriz de incidência que conecta os efeitos genéticos 

aleatórios aos fenótipos; 𝒂 é o vetor de efeitos genéticos aleatórios de cada híbrido e 𝜺 é 

o vetor de efeitos aleatórios residuais para cada local. Este modelo assume que a 

distribuição do vetor  𝒂 é normal multivariada com média zero e uma matriz de 

covariância 𝜎𝑎𝑗
2 𝑮, ou seja,  𝒂 ~ MVN (0, 𝜎𝑎𝑗

2 𝑮), em que 𝜎𝑎𝑗
2  é um componente de variância 

genética no local j e 𝑮 é uma matriz simétrica, semi-positivo-definida remetendo à 

estrutura de variância-covariância construída a partir dos marcadores SNPs. O modelo 



45 

 

também assume que os erros em cada local são independentes com variância homogênea, 

𝜎𝜀
2; e sendo 𝜺 ~ N (0, 𝜎𝜀𝑗

2 𝑰) (onde 𝑰 é a matriz identidade, e 𝜎𝜀𝑗
2  é a variância residual no 

local j).  A matriz 𝑮 foi calculada por meio da abordagem proposta por VanRaden (2008): 

𝑮 =  
𝑾𝟏 𝑾𝟏

′

2 ∑ 𝜌𝑙(1 −  𝜌𝑙) 𝑚
𝑙=1

     (8) 

em que 𝑾𝟏 é a matriz de marcadores de efeito genético aditivo (SNPs), com dimensões 

do número de indivíduos (n) pelo número de locos (m), e 𝜌𝑙 é a MAF do loco l. 

Neste modelo a distribuição a priori para os efeitos dos marcadores pode ser 

escrita como 𝜌(𝑎) =  ∏ 𝜌(𝑎𝑙)𝑙=1,𝑚 , em que 𝜌(𝑎𝑙) ~ N (0, 𝜎𝑎0
2 ), ou seja, cada efeito do 

marcador segue, a priori, uma distribuição normal com uma variância 𝜎𝑎0
2  (variância dos 

efeitos do marcador). O termo “0” implica que o modelo GBLUB possui variância 

constante entre os marcadores. 

Bayes Cπ e Bayes Dπ: Para estas abordagens bayesianas, foi adotado o 

seguinte modelo linear: 

𝒚𝒊 =  𝝁𝟏 +  ∑ 𝑿𝒊𝒍𝒈𝒍

𝑚

𝑙=1

+  𝜺𝒊     (9) 

em que 𝒚𝒊 = (y1, ..., yn) é o vetor de BLUEs e 𝒚𝒊 representa a observação no genótipo i (i 

= 1, ..., n) em cada local; 1 é um vetor com o mesmo tamanho de 𝒚𝒊 com todas as entradas 

iguais a 1; 𝝁 é a média geral; 𝑔𝑙 é o vetor de efeitos aditivos do marcador SNP l; 𝑿𝒊𝒍 é a 

vetor de incidência de cada marcador (assumindo valores de 2, 1 e 0 que correspondem 

aos genótipos SNPs AA, Aa e aa, respectivamente) e 𝑚 é o número de marcadores. Estes 

valores 𝒙𝒊𝒍  representam diretamente o número de cópias do alelo alternativo em cada 

loco l; e 𝜺𝒊 é o vetor residual, tendo 𝜺𝒊 ~ N (0, 𝜎𝜀𝑗
2 𝑰) (onde 𝑰 é a matriz identidade, e 𝜎𝜀𝑗

2  é 

a variância residual no local j). Os modelos Bayes Cπ e Bayes Dπ assumem a mesma 

distribuição a priori para a variância residual, uma distribuição Qui-quadrado invertida 

escalonada, dada por 𝜎𝜀𝑗
2 |𝑣𝜀𝑗, 𝑆𝜀𝑗 ~ 𝜒𝑣𝜀𝑗

−2(𝑣𝜀𝑗 , 𝑆𝜀𝑗)  com hiperparâmetros 𝑣𝜀𝑗 (graus de 

liberdade) e 𝑆𝜀𝑗 (escala) ambos iguais a 2,0 a priori vaga. As diferenças entre estes dois 

modelos foram as distribuições assumidas a priori para os efeitos dos marcadores. 

Bayes Cπ e Bayes Dπ possuem um parâmetro adicional π (probabilidade de 

o efeito do marcador ser igual a zero). Este parâmetro é tratado como desconhecido e 

atribuído a uma distribuição 𝛽 a priori, tendo π ∼ 𝛽 (𝜌0, 𝜋0), com 𝜌0 > 0 e 𝜋0 ϵ [0, 1] 

(Perez & de los Campos, 2014). No modelo Bayes Cπ, a distribuição a priori para os 

efeitos de marcador é dada por uma mistura de distribuições normais 𝑔𝑙|𝜋 ∼ (1 – 𝜋) N (0, 
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𝜎𝑔
2) + 𝜋N (0, 𝜎𝑔

2 = 0). Este modelo assume a mesma variância genética para todos os 

marcadores com distribuição a priori dada por 𝜎𝑔
2|𝑣𝑔, 𝑆𝑔 ~ 𝜒𝑣𝑔

−2(𝑣𝑔, 𝑆𝑔). O modelo Bayes 

Dπ também assume como priori para efeitos de marcador uma mistura de distribuições 

normais dada por 𝑔𝑙|𝜋 ∼ (1 – 𝜋) N (0, 𝜎𝑔𝑙
2 ) + 𝜋N (0, 𝜎𝑔𝑙

2  = 0), contudo 𝜎𝑔𝑙
2  denota que 

cada SNP tem sua própria variância com distribuição a priori dada por 𝜎𝑔𝑙
2 |𝑣𝑔𝑙, 

𝑆𝑔𝑙 ~ 𝜒𝑣𝑔𝑙
−2 (𝑣𝑔𝑙,𝑆𝑔𝑙) . 

 

3.2.4.2 Modelos aditivo-dominantes 

 

A incorporação dos efeitos de dominância foi realizada somente nos modelos 

paramétricos utilizando também o pacote “BGLR” e as mesmas 10.000.000 de iterações.  

Os modelos foram ajustados das seguintes formas: 

GBLUP: o modelo utilizado que ajusta simultaneamente aos efeitos aditivos 

e de dominância dos SNPs foi: 

𝒚𝒊 =  𝝁𝟏 +  𝒁𝒊𝒂𝒂 + 𝒁𝒊𝒗𝒗 + 𝜺𝒊     (10) 

em que 𝒚𝒊, 𝟏, 𝝁, 𝒁𝒊𝒂, 𝒂  e 𝜺𝒊 representam os mesmos parâmetros definidos no modelo (7), 

assim como 𝒁𝑖𝑎,  𝒁𝑖𝑣 é a matriz de incidência que conecta os efeitos genéticos aleatórios 

aos fenótipos, e 𝒗 se refere ao vetor dos efeitos de dominância de cada indivíduo. A matriz 

de covariância dos efeitos de dominância foi Var (𝒗) = 𝑫𝜎𝑑
2, em que 𝑫 representa a matriz 

de parentesco genômica-dominante (Vitezica et al., 2013), calculada pelo pacote 

“snpReady” (Granato et al., 2018), também do software R, pela equação: 

𝑫 =  
𝑾𝟐 𝑾𝟐

′

4 ∑ 𝜌𝑙
2(1 −  𝜌𝑙)2 𝑚

𝑙=1

     (11) 

em que 𝑾𝟐 representa a matriz de marcadores de efeitos genéticos de dominância e n, m 

e 𝜌𝑙 são os mesmos termos definidos na equação (8). 

Bayes Cπ e Bayes Dπ: o modelo utilizado que ajusta aos efeitos aditivos e de 

dominância dos SNPs nas abordagens bayesianas foi: 

𝒚𝒊 =  𝝁𝟏 + ∑(𝑿𝒊𝒍𝒂𝒍

𝑚

𝑙=1

) + ∑(𝑾𝒊𝒍𝒅𝒍

𝑚

𝑙=1

) +  𝜺𝒊     (12) 

em que 𝒚𝒊, 𝟏, 𝝁, 𝑿𝒊𝒍  e 𝜺𝒊 representam os mesmos parâmetros definidos no modelo aditivo 

(9), 𝑾𝒊𝒍 é a vetor de incidência de cada marcador (assumindo valores de 1 e 0 que 

correspondem aos genótipos heterozigóticos e homozigóticos, respectivamente) e 𝑚 é o 

número de marcadores, 𝒂𝒍 é o efeito aditivo e 𝒅𝒍 é o efeito de dominância do marcador l. 
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Dada a suposição de que a epistasia está ausente, o termo residual no modelo aditivo- 

dominante contém apenas efeitos não genéticos, enquanto o resíduo do modelo aditivo 

também inclui desvios de dominância. Nos modelos Bayes Cπ e Bayes Dπ as priori 

estabelecidas para os efeitos aditivos dos marcadores seguem as mesmas do modelo (9). 

Nestes modelos as distribuições a priori para 𝒅𝒍 também é uma mistura de normais, dados 

𝜋𝑑 e 𝜎𝑑 
2  para Bayes Cπ e 𝜋𝑑 e 𝜎𝑑𝑙 

2  para Bayes Dπ. No entanto, a fim de contabilizar a 

direcionalidade da dominância, o componente normal da priori para 𝒅𝒍 tem uma média 

desconhecida diferente de zero (Almeida-Filho et al., 2019; Zeng et al., 2013), assim: 

Para o modelo Bayes Cπ: 

𝒅𝒍|𝜇𝑑, 𝜎𝑑
2 = {

0 
~

 𝑎
 𝑁(𝜇𝑑, 𝜎𝑑

2)
 com probabilidade 
 com probabilidade 

𝜋𝑑

1 − 𝜋𝑑
    (13) 

em que:  𝜎𝑑
2|𝑣𝑑, 𝑆𝑑 ~ 𝜒𝑣𝑑

−2(𝑣𝑑,𝑆𝑑) e 𝜋𝑑|𝜌0, 𝜋0 ~ 𝛽 (𝜌0, 𝜋0).  

Para o modelo Bayes Dπ: 

𝒅𝒍|𝜇𝑑𝑙, 𝜎𝑑𝑙
2 = {

0 
~

 𝑎
 𝑁(𝜇𝑑𝑙, 𝜎𝑑𝑙

2 )
 com probabilidade 
 com probabilidade 

𝜋𝑑

1 − 𝜋𝑑
    (14) 

em que:  𝜎𝑑𝑙
2 |𝑣𝑑𝑙, 𝑆𝑑𝑙 ~ 𝜒𝑣𝑑𝑙

−2 (𝑣𝑑𝑙,𝑆𝑑𝑙) e 𝜋𝑑|𝜌0, 𝜋0 ~ 𝛽 (𝜌0, 𝜋0).  

 

3.2.4.3 Modelo Random Forest 

 

O modelo Random Forest é um modelo de predição não paramétrico 

implementado no pacote “randomForest” (Liaw & Wiener, 2002) do software R (R 

Development Core Team 2021). Foi utilizado o valor de 500.000 para o número de 

árvores de decisão. 

Random Forest é um método de aprendizagem supervisionado no qual um 

conjunto de dados de treinamento com grande número de preditores (por exemplo, SNPs, 

𝑥𝑙, onde 𝑥 se refere a um vetor contendo genótipos de todos os SNPs para o indivíduo l) 

é usado para predizer um dado fenótipo (𝑦𝑙). É uma modificação do bootstrap 

aggregating ou bagging que gera uma grande coleção de árvores distribuídas de forma 

idênticas (Abdollahi-Arpanahi et al., 2020).  

Compreende quatro parâmetros principais: N – número total de observações, 

M – número total de variáveis preditoras (SNPs), mtry – subconjunto de M escolhido 

aleatoriamente para determinar uma árvore de decisão, normalmente mtry << M e Ntree 

– número total de árvores de decisões que formam uma “floresta”. Cada árvore minimiza 

a função de perda média nos bootstrapped data e indica o quão bem um modelo se 
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encaixa em um conjunto de dados de treinamento (normalmente apresentada como um 

erro quadrático médio). Resumidamente, o procedimento de Random Forest segue as 

seguintes etapas: 

1) selecionar aleatoriamente um subconjunto de observações (B amostras de 

bootstrap de treinamento); 

2) selecionar aleatoriamente um subconjunto de marcadores SNP – mtry;  

3) gerar uma única árvore 𝑇𝑏 dividindo o subconjunto de SNPs no 

subconjunto das amostras para formar nós da árvore; durante a divisão de um nó em uma 

árvore, o SNP com a maior capacidade de diminuir o erro quadrático médio dos nós filhos 

é selecionado para dividir o nó;  

4) usar todos os dados out-of-bag, ou seja, o restante dos indivíduos que não 

foram selecionados na etapa 1, para determinar o erro quadrático médio da predição da 

árvore; para cada variável (SNP) na árvore (modelo), conduzir a permutação aleatória da 

ordem do SNP na árvore e calcule a diferença entre o erro quadrático médio da nova 

árvore e o erro quadrático médio da árvore inicial; 

5) gerar uma floresta de árvores {𝑇𝑏}  1
𝐵  repetindo as etapas 1–4; o valor 

predito do conjunto de teste individual (�̂�𝑙) com genótipo 𝑥𝑙 foi calculado como: 

�̂�𝑙 =  
1

𝐵
∑ 𝑇𝑏(𝑥𝑙)

𝐵

𝑏=1
     (15) 

6) obter valores finais de importância da variável SNP (denotados como VIM) 

calculando a média dos valores de erro de predição em todas as árvores na floresta que 

contém esse SNP. O processo de divisão do nó continua até que não haja mais alteração 

dos valores do erro quadrático médio em todos os nós terminais.  

Para a regressão, um valor VIM de um SNP é dado pela porcentagem de 

incremento no erro quadrático médio após um SNP ser permutado aleatoriamente em uma 

nova amostra. Em Random Forest, todos os SNPs são classificados com base em seus 

valores VIM. Os valores VIM variam de valores negativos a positivos. Um grande valor 

positivo indica um grande aumento no erro de predição quando o SNP é permutado 

aleatoriamente, em comparação com o valor erro quadrático médio antes da permutação, 

assim mais importante é o SNP. Por outro lado, valores negativos indicam que, quando 

esses SNPs foram permutados aleatoriamente, os modelos de predição de novas ordens 

SNP tiveram um erro de previsão menor do que antes da permutação (Li et al., 2018; 

Abdollahi‑Arpanahi et al., 2020).  Para mais detalhes sobre a teoria de Random Forest, 

consultar Breiman (2001). 
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3.2.4.4 Validação cruzada  

 

Dois esquemas de validação cruzada ten-fold foram utilizados para 

determinar a habilidade preditiva dos modelos de predição genômica. Nos dois esquemas, 

os 152 híbridos foram divididos aleatoriamente em 10 grupos, dois grupos com 16 

híbridos e oito com 15 híbridos, o que gerou as ten-folds. A cada rodada do modelo, foi 

atribuído valores fenotípicos ausentes a um grupo, sendo este dado como o conjunto de 

validação. A habilidade preditiva dos modelos de predição genômica foi calculada como 

a correlação de Pearson entre os GEBVs e os valores de BLUEs dos híbridos de acordo 

com o esquema de validação.   

Os esquemas de validação foram da seguinte forma: (1) predição dentro de 

locais – os modelos foram treinados em um local, em que o processo de ten-fold foi 

aplicado, e os GEBVs da população de validação foram correlacionados com os BLUEs 

dos mesmos híbridos no mesmo local para obtenção das habilidades preditivas; (2) 

predição entre locais – os modelos foram treinados em um local, em que o ten-fold foi 

aplicado, e os GEBVs da população de validação foram correlacionados com BLUEs dos 

mesmos híbridos, porém, de outro local para obtenção das habilidades preditivas. A 

segunda abordagem de validação cruzada serve para destacar a possível influência da 

interação de híbridos com os locais nas habilidades preditivas dos modelos. Cada modelo 

foi rodado 5 vezes (k=5), sendo que a habilidade preditiva apresentada se refere a média 

destas rodadas. Uma representação gráfica dos esquemas de validação cruzada ten-fold 

utilizados neste estudo está apresentada na Figura 2.1. 
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Figura 3.1. Representação dos esquemas de validação cruzada ten-fold, em que GEBVs 

refere-se aos Genomic Estimated Breeding Values e BLUE aos Best Linear 

Unbiased Estimador. 

 

Todos os gráficos de resultados foram plotados pelo pacote “ggplot2” versão 

3.4.1 (Wickham, 2016). 

 

3.3 RESULTADOS E DISCUSSÃO 

 

3.3.1 Análises fenotípicas 

 

A distribuição dos BLUEs nos diferentes locais foi relativamente simétrica, 

apresentando alguns outliers em todos os conjuntos, principalmente abaixo do limite 

inferior do primeiro quartil (Figura 3.2). Em todos os locais, a média de produtividade de 

grãos ficou acima de 7,00 t ha-1, com variação de 7,31 t ha-1 para Anhembi a 8,85 t ha-1 

para o Departamento de Genética. 
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Figura 3.2. Box plot com os valores de BLUEs de produtividade de grãos em híbridos 

simples de milho avaliados em diferentes locais. Locais: Estação Anhembi 

(ANH); Estação Areão (ARE), Estação Caterpillar (CAT), Departamento de 

Genética da ESALQ/USP (DEP); Estação Experimental da Empresa 

Biomatrix em Patos de Minas (PTM). 
a: número de ambientes em que o caráter foi avaliado por local (ambientes 

refere-se à combinação local x ano ou local x nº de experimentos). 

 

As estimativas dos coeficientes de herdabilidade (ℎ̂2) para produtividade de 

grãos foram de alta magnitude nos locais, variando de 0,82 (Anhembi) a 0,89 

(Departamento de Genética). Na ℎ̂2 para o conjunto de ambientes (GERAL), como 

esperado, é notado aumento expressivo de seu valor em relação aos locais individuais 

devido ao maior número de ambientes utilizados para a estimação. Nesta situação, a ℎ̂2 

foi de 0,95 para produtividade de grãos (Tabela 3.2). 

 

Tabela 3.2. Estimativas de herdabilidade (ℎ̂2), coeficientes de variação genético (CVg), 

residual (CVe) e relativo (β) para produtividade de grãos (t ha-1) em híbridos 

simples de milho avaliados em diferentes locais.  

Parâmetro 
Locais 

ANH (2)a  ARE (3)a CAT (3)a DEP (3)a PTM (2)a GERAL (13)a 

ℎ̂2 0,82 0,84 0,84 0,89 0,87 0,95 

CVg 16,86 17,61 18,75 16,15 17,83 16,60 

CVe 14,77 15,20 16,78 12,15 13,89 14,63 

β 1,14 1,15 1,12 1,33 1,28 1,13 

Locais: Estação Anhembi (ANH); Estação Areão (ARE), Estação Caterpillar (CAT), 

Departamento de Genética da ESALQ/USP (DEP); Estação Experimental da Empresa Biomatrix 

em Patos de Minas (PTM) e GERAL (conjunto de todos os ambientes); 
a: número de ambientes em que o caráter foi avaliado por local (ambientes refere-se à combinação 

local x ano ou local x nº de experimentos). 
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Os valores de coeficiente de variação residual (CVe), também denominado 

coeficiente de variação experimental, foram de baixa a intermediária magnitudes (< 20%) 

(Tabela 2.2), indicando boa precisão experimental e consistência na estimação dos 

parâmetros genéticos (Fritsche-Neto et al., 2012). Também foi obtido o coeficiente de 

variação relativo (β), o qual constitui uma medida de influência do ambiente sobre a 

expressão dos fenótipos já que relaciona informações da variação genética (CVg) com a 

ambiental (Vencovski & Barriga, 1992).  Estes mesmos autores estabelecem que valores 

de β acima de 1 indicam situações favoráveis à estimação precisa de parâmetros genéticos 

e à seleção, o que foi observado em todos os locais para produtividade de grãos. 

As estimativas da variância para a interação dos híbridos com anos dentro de 

cada local não foram significativas (Tabela 3.3), indicando que o agrupamento dos 

ambientes por local de avaliação e posterior estimação dos BLUEs dos híbridos não 

sofreram efeito relevante da interação de híbridos com ambientes. Quando se leva em 

consideração o conjunto GERAL, o componente da interação é significativo para 

produtividade de grãos (Tabela 3.3). Isto porque, a manifestação da interação é esperada 

com o aumento de ambientes de avaliação, uma vez que as condições edafoclimáticas 

específicas de cada ambiente permite que este fenômeno biológico seja de alta magnitude 

e possa ter seus efeitos captados em análises estatísticas. Estas estimativas servem como 

medidas de similaridade ou não do comportamento dos híbridos entre os diferentes locais 

e o efeito diferencial destes locais sobre a expressão fenotípica dos híbridos. 

 

Tabela 3.3. Estimativas do componente de variância para a interação de híbridos x locais, 

em porcentagem (%) da variação fenotípica total, para produtividade de grãos 

em híbridos simples de milho avaliados em diferentes locais.  

Locais ANH (2)a ARE (3)a CAT (3)a DEP (3)a PTM (2)a GERAL (13)a 

ANH 4,67 11,05** 11,64 12,57** 12,06 - 

ARE - 11,76 10,58** 11,31** 13,51** - 

CAT - - 11,28 11,59** 12,19* - 

DEP - - - 5,95 10,64* - 

PTM - - - - 0,00 - 

GERAL - - - - - 12,96** 

Locais: Estação Anhembi (ANH); Estação Areão (ARE), Estação Caterpillar (CAT), 

Departamento de Genética da ESALQ/USP (DEP); Estação Experimental da Empresa Biomatrix 

em Patos de Minas (PTM) e GERAL (conjunto de todos os ambientes); 
a: número de ambientes em que o caráter foi avaliado por local (ambientes refere-se à combinação 

local x ano ou local x nº de experimentos); 

**, *: significativo a 1 e 5% de probabilidade de erro, respectivamente, pelo teste de Chi-quadrado 

(χ2, LTR). 
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Entre os locais dois a dois, Anhembi pode ser visto como um local de 

condições ambientais e comportamental dos híbridos similares à Caterpillar e a Patos de 

Minas. As estimativas de variância para a interação dos híbridos com anos nos outros 

locais dois a dois foram significativas e de maior magnitude, principalmente para Areão 

e Departamento de Genética, que apresentaram interação significativa com todos os 

demais (Tabela 3.3). 

A similaridade entre o comportamento dos híbridos nos diferentes locais foi 

verificada, também, a partir do gráfico da correlação de Spearman entre BLUEs dos 

híbridos nos locais dois a dois e com o conjunto de todos eles (Figura 3.3). Sob uma 

perspectiva de melhoramento de plantas, este parâmetro pode ser considerado um 

indicador da magnitude da interação G x E, no qual baixos valores indicam diferenças 

substanciais na classificação dos genótipos devido a mudança do ambiente (Alves et al., 

2021).  

 

 

Figura 3.3. Estimativas de correlação de Spearman entre locais baseadas no 

ranqueamento de BLUEs de produtividade de grãos (t ha-1) em híbridos 

simples de milho. Locais: Estação Anhembi (ANH); Estação Areão 

(ARE), Estação Caterpillar (CAT), Departamento de Genética da 

ESALQ/USP (DEP); Estação Experimental da Empresa Biomatrix em 

Patos de Minas (PTM) e GERAL (conjunto de todos os ambientes).  
a: número de ambientes em que o caráter foi avaliado por local (ambientes 

refere-se à combinação local x ano ou local x nº de experimentos); 

***: significativo a 0,1% de probabilidade de erro pelo teste t. 
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Todas as estimativas de correlações foram positivas e significativas (p < 

0,01), variando em magnitude entre os pares de locais (Figura 3.3). O menor valor de 

correlação estimado foi entre Anhembi e Departamento de Genética (�̂� = 0,48), 

justamente o par de locais que apresentou maiores valores de interação entre híbridos e 

locais (Tabela 3.3). Nesta análise, foi incluído o conjunto GERAL para verificar a 

similaridade de cada local individual com o conjunto total de ambientes. A Estação 

Anhembi foi o único local com estimativa de correlação menor que 0,80 com o conjunto 

GERAL. O Departamento de Genética, de modo geral, apresentou menor correlação com 

os demais locais, com exceção do conjunto GERAL, o que corrobora os resultados da 

Tabela 3.3, a qual indica presença de interação significativa deste local com todos os 

demais. 

O interesse em verificar a similaridade ou não entre os locais se justifica para 

sustentar os resultados da análise de predição genômica dos híbridos que serão discutidos 

nos próximos tópicos. A falta de similaridade do comportamento fenotípico de uma 

mesma população avaliada em diferentes locais está ligada principalmente a variações 

edafoclimáticas e, consequentemente da manifestação da interação G x E (Bandeira & 

Sousa et al., 2017; Costa-Neto et al., 2021; Jarquín et al., 2021). Na presença de interação 

G x E significativa, a habilidade preditiva dos modelos de predição genômica pode decair 

significativamente quando o modelo é calibrado em um ambiente e validado em outro 

(Mendes & Souza Júnior, 2016). 

 

3.3.2 Habilidades preditivas dos modelos de predição genômica 

 

A GS é uma ferramenta genômica promissora para predizer o desempenho 

fenotípico de indivíduos apenas genotipados, sem necessidade de fenotipagem (Kaler et 

al., 2022). Busca-se, aqui, entender como a similaridade dos locais de treinamento e teste 

influenciam as habilidades preditivas dos modelos de predição e indicar se o uso de um 

modelo geral pode ser mais vantajoso que utilizar modelos ambiente-específicos; além de 

verificar o impacto da incorporação dos efeitos de dominância nos modelos paramétricos 

nos valores de habilidade de predição, devido o milho apresentar alta heterose. Com isso, 

selecionar o melhor modelo de predição para identificação das combinações híbridas 

superiores neste conjunto de linhagens para produtividade de grãos. Por fim, estabelecer 

algumas implicações da GS no melhoramento de milho visando híbridos.  
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3.3.2.1 Modelos ambiente-específicos versus modelo geral  

 

As habilidades preditivas dos modelos tiveram grande amplitude de variação 

entre os diferentes esquemas de treinamento e validação (0,23 a 0,83) (Figura 3.4).  Como 

esperado, independentemente do modelo, valores mais altos de habilidade preditiva foram 

encontrados nas situações em que os modelos foram treinados e validados no mesmo 

local, com exceção de situações que o conjunto GERAL foi o local de validação. Na 

validação dentro de locais, os locais isolados tiverem valores máximos de habilidade 

preditiva semelhantes, entre 0,75 (Areão) e 0,81(Caterpillar) (Figura 3.4).  

O comportamento diferenciado dos valores de habilidade preditiva dentro dos 

locais está relacionado, além do modelo utilizado, principalmente à combinação da 

precisão de obtenção dos dados fenotípicos e a variância genética presente no painel 

avaliado, ou seja, a magnitude da herdabilidade (Pandey et al., 2020; Zhang et al., 2017). 

Maiores valores de habilidade preditiva foram obtidos quando se considerou todos os 

ambientes (GERAL), ultrapassando 0,80 para produtividade de grãos (Figura 3.4). O 

valor de ℎ̂2 nesta situação foi quase de uma unidade para produtividade de grãos (0,95). 

Morais Júnior et al. (2018) destacam que caracteres com maior variância genética 

apresentam também maior herdabilidade e, portanto, são mais previsíveis por meio de 

uma abordagem genômica, tal como a GS. 

A validação dos modelos de predição em locais diferentes daqueles que 

ocorreram o treinamento, de modo geral, levou a decréscimos relevantes nas habilidades 

preditivas para produtividade de grãos, principalmente quando os locais de validação 

foram Departamento de Genética e Patos de Minas (Figuras 3.4). O comportamento de 

decréscimo na performance dos modelos quando a validação ocorre entre locais, mesmo 

quando se utiliza o mesmo conjunto híbridos e marcadores, está pautado no efeito da 

condição ambiental inerente a cada local (Costa-Neto et al., 2021; Jarquín et al., 2021). 

Este efeito dos locais sobre a expressão fenotípica dos caracteres é a interação G x E 

(Chaves, 2001).  
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Figura 3.4. Habilidades preditivas de modelos de predição genômica para produtividade 

de grãos (t ha-1) em híbridos simples de milho avaliados em diferentes locais. 

Locais: Estação Anhembi (ANH); Estação Areão (ARE), Estação Caterpillar 

(CAT), Departamento de Genética da ESALQ/USP (DEP); Estação 

Experimental da Empresa Biomatrix em Patos de Minas (PTM) e GERAL 

(conjunto de todos os ambientes). Modelos aditivos: Bayes Dπ (BDπ-A), 

Bayes Cπ (BCπ-A), GBLUP (GB-A) e Random Forest (RF). Modelos 

aditivo-dominantes: Bayes Dπ (BDπ-AD), Bayes Cπ (BCπ-AD) e GBLUP 

(GB-AD).  
a: número de ambientes em que o caráter foi avaliado por local (ambientes 

refere-se à combinação local x ano ou local x nº de experimentos). 
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Otimizar uma rede de ensaios que capture os efeitos da interação G xE para 

maximizar a acurácias dos GEBVs representa um desafio para os melhorista de plantas 

(Huang et al., 2018). É esperado que, com o aumento do número de ambientes testados, 

aumente também a diversidade ambiental e a variação deste fator seja significativa devido 

às diversas condições climáticas e de solo específicas, o que torna muito difícil otimizar 

os modelos de GS (Pandey et al., 2020). A interação G x E significativa leva à diminuição 

da habilidade preditiva dos modelos, principalmente na tentativa de expandir um modelo 

treinado e calibrado em um local para predizer o desempenho de indivíduos em outros 

ambientes (Mendes & Souza Júnior, 2016; Huang et al., 2018). 

Os modelos treinados em Anhembi para produtividade de grãos, tiveram altos 

valores de habilidade preditiva quando validados em Areão e Caterpillar, atingindo 0,68 

e 0,69, respectivamente (Figura 3.4).  Na Tabela 3.3, quando se analise a significância do 

componente de interação G x E entre os locais dois a dois, nota-se que Anhembi e Areão 

tiveram este componente significativo. Porém, este efeito não foi relevante o suficiente 

para acarretar quedas consideráveis de habilidade preditiva neste par de locais. De modo 

contrário, verificou-se que habilidade preditiva dos modelos calibrados em Anhembi 

tiveram baixa eficiência ao serem validados no Departamento de Genética e em Patos de 

Minas. Principalmente no Departamento de Genética, os valores de habilidade preditiva 

ficaram abaixo de 0,50, justificando o efeito significativo do componente da interação G 

x E entre os dois locais (Tabela 3.3). Também foi detectada baixa correlação entre o 

ranqueamento dos híbridos em Anhembi e Departamento de Genética (0,48) e Anhembi 

e Patos de Minas (0,51), o que favorece uma menor habilidade preditiva nestes pares de 

locais (Figura 3.3). 

Os modelos treinados em Areão foram validados com valores moderados a 

altos de habilidade preditiva nos demais locais, todos com valores máximos acima de 

0,60, mesmo este local apresentando componente de variação da interação G x E 

significativo com todos os demais locais. Para os modelos treinados em Caterpillar, a 

validação apresentou valores notáveis de habilidade preditiva em Anhembi (0,44 a 0,71), 

Areão (0,49 a 0,77) e Patos de Minas (0,45 a 0,63). Também, Caterpillar apresentou o 

componente de interação G x E significativo com quase todos os outros locais (Tabela 

3.3), contudo, a similaridade entre o ranqueamento dos híbridos deste local com os demais 

foi maior que 0,63 (Figura 3.3), o que pode justificar a boa predição dos híbridos nos 

locais distintos do qual o modelo foi treinado.  
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Nos modelos calibrados no Departamento de Genética, a validação ocorreu 

satisfatoriamente em Areão, Caterpillar e Patos de Minas (Figura 3.4). Como pode ser 

visto na Tabela 2.3, os pares de locais que envolveram o Departamento de Genética foram 

os que apresentaram os maiores valores significativos do componente de interação G x E. 

Possivelmente, por isso, as habilidades preditivas nestes pares de locais foram menores 

que as demais, como indica na literatura o efeito negativo da interação G x E na habilidade 

de predição de modelos genômicos (Bandeira & Souza et al., 2017; Morais Júnior et al., 

2018; Costa-Neto et al., 2021; Jarquín et al., 2021).  Da mesma forma, Areão e Caterpillar 

foram os melhores locais de validação para os modelos treinados em Patos de Minas e 

apresentaram altos valores de similaridade do comportamento dos híbridos (�̂� = 0,67 e �̂� 

= 0,68, respectivamente) (Figura 3.4). 

Independentemente do local de treinamento dos modelos, quando a validação 

ocorre no conjunto GERAL, os valores de habilidade preditiva são os mais altos (Figura 

3.4). Possivelmente, devido as médias obtidas neste conjunto, BLUEs, apresentarem uma 

precisão muito maior que quando elas são estimadas em locais separados. Assim, tanto 

os modelos treinados em GERAL e validados nos locais isolados ou, de forma contrária, 

quanto quando os modelos dos locais isolados são validados em GERAL, suas 

performances são bastante semelhantes e atrativas.  

Portanto, neste conjunto de híbridos e locais é possível a utilização de um 

único modelo geral baseado no conjunto de todos os ambientes (GERAL) para predição 

do desempenho dos indivíduos, tanto num contexto de todos os ambientes, quanto neles 

isoladamente. Esta recomendação é baseada na comparação dos valores de habilidade 

preditiva obtidos dos modelos quando treinados e validados no mesmo local e quanto o 

conjunto GERAL é utilizado como local de validação, cuja similaridades das habilidades 

são altas. Além disso, esta abordagem economiza tempo e recursos computacionais por 

estabelecer apenas um modelo e não ter que assumir modelos específicos para cada local.  

 

3.3.2.2 Impacto da incorporação dos efeitos de dominância nos modelos de predição 

 

A dominância desempenha papel essencial na base genética da heterose (Tang 

et al., 2010). Contabilizar seus efeitos em modelos de predição genômica pode aumentar 

significativamente as habilidades preditivas em culturas como o milho, cujos caracteres 

apresentam algum nível de expressão deste fenômeno (Technow et al., 2012; Almeida-

Filho et al., 2019; Dias et al., 2018; Li et al., 2021; Wang et al., 2019). A produtividade 
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de grãos em milho é um dos caracteres que mais expressa heterose. Mesmo assim, alguns 

estudos de GS não encontraram melhora nas habilidades preditivas dos modelos ao 

contabilizaram os efeitos de dominância neste (Li et al., 2020).  

Neste conjunto de híbridos, foi observado um impacto positivo ao se 

incorporar os efeitos de dominância nos modelos de predição para produtividade de grãos 

em todos os locais e no conjunto GERAL, com um aumento médio de cerca de 25% nos 

valores de habilidade preditiva dos modelos (Figura 3.4). Quanto aos ensaios situados no 

Departamento de Genética o incremento de habilidade preditiva atingiu, em alguns casos, 

mais de 30%. Finalmente, no conjunto GERAL, as habilidades preditivas ultrapassaram 

0,80 com os modelos aditivo-dominantes para produtividade de grãos (Figura 3.4). Estes 

resultados corroboram os encontrados por vários autores que utilizaram modelos de 

predição genômica com incorporação dos efeitos de dominância (Technow et al., 2012; 

Almeida-Filho et al., 2019; Dias et al., 2018; Wang et al., 2019, Alves et al., 2021). Em 

simulação, Santos et al. (2015) notaram que as acurácias preditivas de diferentes modelos 

de predição saltaram de 0,70, 0,76 e 0,77 para 0,83, 0,90 e 0,94 para produtividade de 

grãos, com herdabilidades variando de 0,30, 0,50 e 0,70 respectivamente, com a 

incorporação dos efeitos de dominância nos modelos. 

Com base nos resultados obtidos neste estudo e em confronto com demais 

similares na literatura, é possível inferir que os efeitos a serem contabilizados nos 

modelos de predição devem ser determinados para cada caráter e população. Para 

produtividade de grãos, é indispensável testar modelos aditivo-dominantes para obtenção 

de melhores performances da GS, dada a natureza poligênica desse caráter e a alta 

influência de efeitos de heterose.  

 

3.3.2.3 Seleção do modelo de predição com melhor performance para produtividade de 

grãos  

 

Foram testados três modelos paramétricos com e sem incorporação de efeitos 

de dominância (Bayes Dπ, Bayes Cπ e GBLUP) e um não paramétrico (Random Forest) 

para selecionar o que mais precisamente consegue predizer o desempenho fenotípico do 

conjunto de híbridos para produtividade de grãos. A seleção do modelo foi direcionada 

pelos resultados de GS considerando todos os ambientes (GERAL). Isto porque, este 

conjunto apresenta BLUEs mais precisos para predizer o desempenho dos híbridos para 

qualquer ambiente deste conjunto.   
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As habilidades preditivas dos modelos para o desempenho dos híbridos foram 

de moderadas a altas, variando de 0,53 a 0,83 (Figura 3.4). Quando se observa apenas os 

três modelos exclusivamente aditivos com o modelo de Random Forest, nota-se 

superioridade deste último (habilidade preditiva = 0,76), com aumento médio de 

habilidade preditiva maior que 0,20 em relação aos demais modelos para produtividade 

de grãos (Bayes Dπ e Bayes Cπ = 0,53, GBLUP = 0,57). Contrário aos resultados deste 

estudo, Zhang et al. (2020) encontraram melhores habilidades preditivas para o GBLUP 

(0,83) em comparação ao Random Forest (0,62) também utilizando exclusivamente 

efeitos aditivos no modelo paramétrico.  

No cenário em que é incluído o efeito de dominância nos modelos 

paramétricos, verifica-se que todos superam o Random Forest (Figura 3.4). Também, 

apesar dos modelos baseados em regressões paramétricas, como os Bayesianos e o 

GBLUP, apresentarem suposições distintas a respeito das variâncias dos efeitos dos 

marcadores para a explicação da variação fenotípica do caráter e no modo que a 

informação dos marcadores é adicionada, suas estimativas de habilidade preditiva foram 

bastante semelhantes. Os valores de habilidade preditiva foram de 0,82, 0,83 e 0,83 nos 

modelos Bayes Dπ, Bayes Cπ e GBLUP, respectivamente. 

Os modelos oriundos do “alfabeto bayesiano” consistem em regressões dos 

fenótipos em marcadores, ao passo que os modelos frequentistas, como GBLUP e RR-

BLUP, usam os marcadores para construir matrizes de relacionamento genômico, usadas, 

por sua vez, para modelar a covariância entre os efeitos genéticos (Schrauf et al., 2021). 

Em termos de suposições dos efeitos dos marcadores nos modelos, o GBLUP assume que 

todos os marcadores têm variâncias iguais com pequenos efeitos na variação genética, 

mas diferente de zero. O modelo Bayes Dπ assume como priori para efeitos de marcador 

uma mistura de distribuições normais e denota que cada SNP tem sua própria variância. 

No modelo Bayes Cπ, a distribuição a priori para os efeitos de marcador também é dada 

por uma mistura de distribuições normais, no entanto, este modelo assume a mesma 

variância genética para todos os marcadores.  

Todavia, os modelos paramétricos, sejam bayesianos ou frequentistas, não 

apresentaram diferenças relevantes nas habilidades preditivas neste estudo, assim como 

foi verificado por Li et al. (2020). Contudo, isto não é regra, como já foi discutido, a 

magnitude e variação das habilidades preditivas entre estes modelos pode oscilar por e 

estes dependerem fortemente, dentre outros fatores, do tipo de caráter alvo da GS 

(Riedelsheimer et al. 2012; Li et al. 2020).  
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O modelo escolhido para predizer os desempenhos fenotípicos de 

produtividade de grãos neste conjunto de híbridos poderia ser qualquer um dos modelos 

paramétricos com a incorporação dos efeitos de dominância. Mas, levando em conta o 

esforço computacional, foi optado pelo modelo GBLUP. 

 

3.3.2.4 Implicações da seleção genômica para o melhoramento de milho híbrido 

 

Utilizou-se o modelo GBLUP aditivo-dominante, treinado e validado no 

conjunto de ambientes GERAL com 152 híbridos fenotipados, para predizer o 

desempenho de todos os 861 híbridos simples possíveis das 42 linhagens do painel para 

produtividade de grãos. Os resultados corroboram aos relatados na literatura e 

comprovam o poder da seleção genômica para a identificação de combinações híbridas 

superiores (Figura 3.5).  

O direcionamento de cruzamentos entre linhagens, a seleção em estágios 

iniciais,  e redução do número de ensaios e locais de testagem são os principais fatores 

responsáveis por aumentar os ganhos genéticos com a implementação da GS (Beyene et 

al., 2021; Montesinos-López et al., 2021). Os ganhos e a disposição das melhores 

combinações preditas pelo modelo escolhido estão representados na Figura 3.5.  

Ao selecionar com base nos desempenhos preditos as 15 melhores 

combinações (Top15) dos 152 híbridos testados (primeiro conjunto) e Top15 dos 861 

possíveis (segundo conjunto), verifica-se um incremento médio de 0,21 t/ha para 

produtividade de grãos (Figura 3.5A) entre os Top15 oriundos do primeiro para o segundo 

conjunto. Para produtividade de grãos, houve coincidência de 7 combinações 

selecionadas nos dois conjuntos (Figura 3.5B), isto é, 8 combinações ainda precisam ser 

realizadas para obtenção aproximada do diferencial de ganho de 0,21 t/ha.  
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Figura 3.5. (A): distribuição das 15 melhores combinações de cruzamentos selecionadas 

a partir dos valores preditos dos 152 híbridos testados e dos valores preditos 

de todas as 861 combinações híbridas possíveis para produtividade de grãos 

(t/ha). Linhas pontilhadas em rosa e azul representam o desempenho médio 

predito das 15 melhores combinações de cruzamentos selecionadas de 152 

híbridos testados e dos 861 híbridos possíveis, respectivamente. Seta verde 

indica a diferença entre a médias dos dois conjuntos de híbridos. (B): 

disposição das combinações híbridas promissoras (Top 15) no conjunto de 

híbridos testados e não testados para produtividade de grãos. 

 

Esta abordagem está passando por um período de intensa pesquisa científica 

e aplicação em programas de melhoramento. Com foi visto, o incremento dos ganhos 

genéticos está atrelado a redução de custo e tempo gasto na obtenção de genótipos 

superiores para caracteres de interesse. 

 

3.4 CONCLUSÕES 

 

Estabelecer um modelo geral baseado no conjunto de ambientes (GERAL) é 

a alternativa mais atrativa para predizer o desempenho dos híbridos para produtividade 

de grãos, tanto num contexto de combinação de todos os ambientes quanto neles 

isoladamente.  

Incorporar os efeitos de dominância nos modelos de predição implica 

fortemente no aumento da habilidade preditiva para caracteres que possuem alta 

expressão de heterose, como a produtividade de grãos. 
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O modelo mais indicado para predizer o desempenho fenotípico da 

produtividade de grãos, neste conjunto de dados, é o GBLUP com a contabilização dos 

efeitos aditivos e de dominância.  

Com o GBLUP aditivo-dominante é possível realizar seleção de melhores 

combinações de linhagens do que as já realizadas que, potencialmente, elevam a 

produtividade de grãos em cerca de 0,21 t ha-1 ao selecionar os melhores 15 híbridos pela 

GS neste caráter. 
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4 CONSIDERAÇÕES FINAIS  

 

Considerando um programa que possua 1000 linhagens elite passíveis de 

serem combinadas, podemos obter 499.500 combinações híbridas destas linhagens duas 

a duas, além disso, ainda existe a possibilidade da formação de híbridos duplos e triplos, 

como no caso do milho. É praticamente impossível um programa de melhoramento 

conseguir testar todas as combinações possíveis entre suas linhagens em vários ambientes 

para ranquear as de melhor desempenho fenotípico Nesse sentido, o uso da predição 

genômica multi-ambiental é uma ferramenta interessante para redução de custos e tempo 

na triagem de genótipos sob múltiplos ambientes em fases mais avançadas de programas 

de melhoramento, já que permite a predição do comportamento fenotípico das 

combinações com base nos genótipos dos genitores. 

Pensando na “equação do melhorista”, a implicação maior da GS é na 

possibilidade de explorar uma maior leva da variância genética presente no conjunto de 

genótipos trabalhados em menor intervalo de tempo. Isto é, o ganho genético potencial 

para determinado caráter se torna maior. Além de permitir que o melhorista concentre 

recursos financeiros e humanos em genótipos ou combinações que sejam potencialmente 

superiores com base nos resultados de GS.  

Portanto, é essencial a implementação da GS em programas de melhoramento 

de plantas visando maior eficiência de seleção, redução de custo e tempo gasto na 

obtenção de genótipos superiores.  
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APÊNDICE 

 

Apêndice A. Valores preditos para as melhores 15 combinações híbridas testados a 

campo (Pred152) e combinações possíveis no conjunto de linhagens 

(Pred861) para produtividade de grãos (t/ha) e staygreen (nota 1-5) em 

milho tropical. 

Produtividade de grãos (t/ha) Staygreen (nota 1-5) 

Comb. Pred152 Comb. Pred861 Comb. Pred152 Comb. Pred861 

73x177* 10,71 73x177* 10,71 80x83 2,72 80x89 2,22 

70x177* 10,35 70x177* 10,35 89x81 2,85 79x89 2,41 

75x177* 10,26 75x177* 10,26 101x177 2,93 70x89 2,47 

67x177* 10,19 69x70 10,23 89x177 2,96 89x101 2,47 

72x177* 10,15 67x177* 10,19 70x83 2,97 89x107 2,49 

74x177* 10,02 72x177* 10,15 79x83 2,99 84x89 2,53 

71x177* 9,70 74x177* 10,02 70x177 3,01 70x80 2,58 

105x177 9,40 69x73 9,81 89x83 3,02 80x107 2,60 

84x177 9,38 71x177* 9,70 79x177 3,02 72x89 2,60 

106x177 9,26 69x107 9,65 107x83 3,03 89x98 2,61 

75x81 9,22 70x75 9,61 67x177 3,04 89x102 2,63 

87x177 9,19 70x86 9,55 72x177 3,06 80x84 2,65 

89x177 9,18 104x177 9,49 101x83 3,06 70x107 2,66 

101x177 9,17 73x84 9,45 103x177 3,07 73x89 2,68 

91x177 9,14 70x106 9,40 72x83 3,10 89x100 2,68 

Média 9,69 Média 9,90 Média 2,99 Média 2,55 

*: Mesmas combinações dentro das 15 melhores em cada conjunto. 
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ANEXO 

 

Anexo A. Origem e caracterização de grãos das linhagens genitoras dos híbridos deste estudo.  

Seq. ID_M3601 Nome Origem Tipo de grão1 Cor de grão1 Seq. ID_M3601 Nome Origem Tipo de grão1 Cor de grão1 

L1 id_0067 16-02D IG-2 Duro Laranja L22 id_0092 82-01D TOPCROSS Duro Laranja 

L2 id_0068 25-04D IG-2 Duro Laranja L23 id_0093 131-01F TOPCROSS Duro Laranja 

L3 id_0069 39-05D IG-2 Dentado Laranja L24 id_0094 16-04R BR-201 Duro Vermelho 

L4 id_0070 55-02D IG-2 Duro Laranja L25 id_0095 16-07R BR-201 Duro Laranja 

L5 id_0071 66-08D IG-2 Semi-duro Laranja L26 id_0096 22-02D BR-201 Duro Amarelo 

L6 id_0072 94-02D IG-2 Semi-dentado Amarelo L27 id_0097 23-05D BR-201 Duro Amarelo claro 

L7 id_0073 102-2D IG-2 Duro Laranja L28 id_0098 24-03D BR-201 Duro Amarelo 

L8 id_0074 120-04F IG-2 Duro Amarelo claro L29 id_0099 29-03D BR-201 Duro Laranja 

L9 id_0075 149-05D IG-2 Semi-duro Laranja L30 id_0100 35-04F BR-201 Semi-duro Laranja 

L10 id_0077 20-02R HS-1 Duro Laranja L31 id_0101 18-08AF CMS-05 Duro Laranja 

L11 id_0078 30-07F HS-1 Duro Laranja L32 id_0102 37-02BD CMS-05 Duro Laranja 

L12 id_0079 31-01F HS-1 Duro Laranja L33 id_0103 37-03BD CMS-05 Duro Laranja 

L13 id_0080 33-04D HS-1 Semi-duro Laranja L34 id_0104 37-04BF CMS-05 Duro Laranja 

L14 id_0082 04-05F IG-1 Duro Laranja L35 id_0105 37-07BD CMS-05 Duro Laranja 

L15 id_0084 88-05F IG-1 Duro Laranja L36 id_0178 61-02F TOPCROSS Semi-dentado Laranja amarelado 

L16 id_0085 8F XL-560 Semi-duro Laranja L37 id_0106 84-03F TOPCROSS Duro Laranja 

L17 id_0086 14D XL-560 Duro Laranja L38 id_0107 08-04BD CMS-05 Duro Laranja 

L18 id_0087 56D XL-560 Duro Laranja L39 (T1) id_0083 L-08-05F IG-1 Semi-duro Laranja 

L19 id_0088 128D XL-560 Semi-dentado Laranja T40 (T2) id_0081 L-36-07F HS-1 Dentado Amarelo 

L20 id_0089 45-03D TOPCROSS Duro Amarelo T41 (T3) id_0090 L-49-02D TOPCROSS Duro Laranja 

L21 id_0091 53-01F TOPCROSS Duro Laranja T42 (T4) id_0177 L-46-10D BR-201 Duro Laranja 
1
: Informações retiradas de anexos do data base “TCGA: a tropical corn germplasm assembly for genomic prediction and high-throughput phenotyping studies” (Fritsche-

Neto et al., 2020). 

 


