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RESUMO 

 

Goiás insere-se ainda em início do processo de desenvolvimento de seu setor florestal, sendo 

que uma discriminação da área total de cada uma das espécies comerciais se faz necessária pelo 

potencial do estado em se inserir como relevante figura florestal no país. Assim, o objetivo do 

trabalho foi identificar e quantificar a área de florestas plantadas com Eucalyptus spp., Khaya 

spp. e Hevea spp. por meio de classificação supervisionada de imagens Sentinel-2A datadas 

entre 02 e 22 de agosto de 2021. O supervisionamento da classificação resultou na amostragem 

de 820 polígonos, estes diferenciados em nove classes de uso e cobertura do solo. A exatidão 

global do modelo Random Forest foi de 96,11%, além de índice Kappa de 95,26%. Para cálculo 

de área, encontrou-se uma predominância de plantios de Eucalyptus spp. (90.583 ha), mas 

também uma parcela bastante significativa de indivíduos de Hevea spp. (23.213 ha). Plantios 

de Khaya spp. ainda são a minoria no estado. A área total encontrada de floresta plantada em 

Goiás com os três gêneros específicos é de 115.094,65 hectares. Vê-se, no entanto, um déficit 

de recurso florestal, um atraso quanto à necessidade madeireira e energética, fato que pode ser 

confirmado em contato com indústrias. 

 

Palavras-chave: sensoriamento remoto, Sentinel, Random Forest. 

  



 

 

 

ABSTRACT 

 

Goiás is still at the beginning of the development process of its forestry sector, and a breakdown 

of the total area of each of the commercial species is necessary due to the state's potential to 

insert itself as a relevant forest figure in the country. Thus, the objective of this work was to 

identify and quantify the area of forests planted with Eucalyptus spp., Khaya spp. and Hevea 

spp. through supervised classification of Sentinel-2A images dated between 02 and 22 of 

august, 2021. The classification supervision resulted in the sampling of 820 polygons, these 

differentiated into nine classes of land use and cover. The global accuracy of the Random Forest 

model was 96.11%, in addition to a Kappa index of 95.26%. For area calculation, a 

predominance of Eucalyptus spp. (90,583 ha), but also a very significant portion of Hevea spp. 

(23,213 ha) individuals. Khaya spp. are still the minority in the state. The total area of planted 

forest in Goiás with the three specific genera is 115.094,65 hectares. There is, however, a deficit 

in forestry resources, a delay in terms of wood and energy needs, a fact that can be confirmed 

in contact with industries. 

 

Key-words: remote sensing, Sentinel, Random Forest. 
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1. INTRODUÇÃO 

 

As florestas ocupam 4,06 bilhões de hectares na superfície terrestre, segundo o recém-

publicado Relatório de Avaliação Global dos Recursos Florestais (FRA) de 2020 da FAO, na 

qual 54% dessa cobertura vegetal se encontra distribuída em apenas cinco países. O território 

brasileiro, composto por 497 milhões de hectares de florestas, é responsável por 12% dessa 

parcela mundial, ficando atrás apenas da Rússia, detentora de 20% do valor total. Neste cenário 

é interessante observar que 93% da área florestal do mundo advém da regeneração natural e 

equilíbrio dos ecossistemas; 7% das florestas mundiais existem, de alguma maneira, em virtude 

da intervenção humana via plantio.  

Destes 7%, 3% são plantios florestais para fins comerciais, cobrindo uma área de 131 

milhões de hectares em todo o globo terrestre. A maior extensão ocupada por florestas plantadas 

se encontra na América do Sul, onde incríveis 99% do total de plantios destina-se à 

comercialização de produtos madeireiros e não-madeireiros. Mundialmente, 56% das 

plantações florestais comerciais são compostas por espécies nativas da região em que se 

encontra e, novamente, o subcontinente americano se destaca por possuir sua área plantada 

composta por 97% de exemplares exóticos (FRA, 2020). 

No Brasil, o setor de árvores plantadas representa 6,9% do PIB industrial, tendo fechado 

o ano de 2019 com um superávit de US$ 10,3 bilhões segundo o Relatório IBÁ 2020. As 

exportações somam cerca de US$ 11,3 bilhões (4,3% do total), gerando emprego para mais de 

3,75 milhões de trabalhadores e arrecadando representativos R$ 13 bilhões em tributos federais, 

estaduais e municipais. 

Contando, em 2019, com uma área de 9,98 milhões de hectares de florestas plantadas 

(PEVS/IBGE, 2020) e a maior produtividade média mundial (36,0 m³/ha.ano para Eucalyptus 

spp. e 30,1 m³/ha.ano para Pinus spp.), o mercado florestal diversifica-se em 36% para celulose 

e papel, 12% siderurgia e carvão vegetal, 6% painéis de madeira e pisos laminados, 10% 

investidores financeiros (TIMOS), 29% produtores independentes, 4% produtos sólidos de 

madeira e outras modalidades 3% (IBÁ, 2020). 

Além de sua desenvoltura econômica e social, essa área florestada ainda contribuiu às 

causas ambientais com o estoque de 1,88 bilhão de toneladas de CO2 equivalente em 2019, 

impulsionando o Brasil no cumprimento do Acordo de Paris. Foram produzidos, a partir de 

fontes limpas, 78,8 milhões de gigajoules de energia, número que seria o suficiente para suprir 
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69% do consumo energético do setor, ademais os 7,4 milhões de hectares alcançados de 

florestas certificadas (IBÁ, 2020). 

O estado de Goiás insere-se, nessa perspectiva, ainda em início do processo de 

desenvolvimento de seu setor florestal, contando, até 31 de dezembro de 2019, com uma área 

de 169.094 ha de efetivos da silvicultura (PEVS/IBGE, 2020), número este que se diverge nos 

diferentes levantamentos. Uma discriminação da área total de cada uma das espécies comerciais 

se faz necessária exatamente pelo potencial do estado de se inserir como relevante figura 

florestal no país visto sua capacidade agropecuária, sua aptidão agrícola e sua disponibilidade 

de terras. 

Tendo o PIB goiano atingido, em 2017, um montante de R$ 192 bilhões (IMB, 2019) 

— relatório econômico no qual a silvicultura não se encontra classificada —, a possível 

consolidação do mercado florestal em Goiás talvez se inicie com o levantamento massivo das 

áreas de florestas plantadas, gerando dados precisos da localização dos plantios e das espécies 

presentes. A quantificação dessa área no estado e a clareza desses dados viabiliza o bom 

planejamento para a indústria e conduz para a criação de políticas públicas que apoiem o setor 

florestal. 

 

2. OBJETIVOS 

2.1 Objetivo geral 

 

O objetivo do presente trabalho é identificar e quantificar a área de florestas 

plantadas com Eucalyptus spp., Khaya spp., e Hevea spp. no estado de Goiás por meio de 

classificação supervisionada de imagens. 

 

2.2 Objetivos específicos 

 

• Validar a qualidade e a possibilidade da utilização das mesmas amostras 

coletadas para demais predições; 

• Predizer área total, por mesorregião, dos plantios dos três gêneros de 

interesse. 
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3. REVISÃO DE LITERATURA 

3.1 Breve histórico dos plantios comerciais florestais 

 

Conforme Siqueira (1990, apud ANTOANGELO & BACHA, 1998), a atividade 

florestal está presente no Brasil desde o seu descobrimento; a exploração madeireira do pau-

brasil foi a principal atividade econômica do território por muito tempo. A expansão da 

silvicultura brasileira, dividida em três fases, tem sua primeira fase compreendida entre o 

período de 1500 até 1965, com o início dos incentivos fiscais concedidos ao florestamento 

e reflorestamento. Já a segunda fase abrange o período de vigência dos mesmos (1966-

1988) e a terceira fase caracteriza-se pelo período após tais incentivos (1989 até os dias 

atuais) (ANTOANGELO & BACHA, 1998). 

Saindo de um secular extrativismo intenso e motivado pelos ciclos econômicos de 

desenvolvimento nacional, a escassez de matéria prima lenhosa gerou uma necessidade que 

Edmundo Navarro de Andrade foi capaz de solucionar. Inserindo no país o gênero 

Eucalyptus spp. e sendo capaz de atender as demandas da Companhia Paulista de Estradas 

de Ferro, o que o fez ficar conhecido como pai da silvicultura brasileira, deixou, ao morrer, 

um legado de trabalho com 24 milhões de árvores de Eucalyptus spp. (ANTOANGELO & 

BACHA, 1998). 

Na década de 60, quando o setor florestal passou a ser mais bem reconhecido, houve 

a criação de órgãos e das primeiras escolas de Engenharia Florestal no Brasil. Saltando de 

500 mil ha de área reflorestada em 1964 para 5,9 milhões de ha em 1984 (BACHA, 1993, 

apud ANTOANGELO & BACHA, 1998), o país estabelecia seu potencial no setor. 

A série histórica 2010-2019 do IBÁ revelou que, em 2010, 14.164 mil toneladas de 

celulose foram produzidas no Brasil, sendo que 59,12% desse valor foi exportado, enquanto 

em 2019 a produção aumentou para 19.691 mil toneladas; 74,78% para exportação. Em 

relação a produção de papel, 9.978 mil toneladas foram produzidas em 2010 e 10.534 em 

2019, sem muita diferença, enquanto a exportação foi de 20,78% do total para 20,53%. 

Diante do contexto é possível visualizar o papel intrínseco ao crescimento e 

desenvolvimento do país que o setor de árvores plantadas tem representado desde os 

primórdios. Apenas em 2019, por exemplo, foi responsável pelo faturamento de R$ 97,4 

bilhões (IBÁ, 2020). 
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3.2 Caracterização da silvicultura em Goiás 

 

Estima-se que as florestas plantadas ocupavam, no ano de 2019, uma área de 

169.094 ha em Goiás; 94,58% desse total representado por plantios de Eucalyptus spp., este 

presente em 76% dos municípios goianos (PEVS/IBGE, 2020; REIS et. al, 2017). O cenário 

do setor de florestas plantadas confirma que os plantios acompanham a necessidade 

industrial da região, a exemplo de Niquelândia e Barro Alto, detentores de uma das maiores 

reservas de níquel do mundo. Com a maior área de Eucalyptus spp. do estado a fim de 

assegurar o suprimento de lenha para o processo de calcinação do níquel e outras atividades, 

as cidades detinham, em seus territórios, no ano de 2016, 7,8% da área total de plantios do 

gênero Eucalyptus spp. do estado (REIS et. al, 2017). 

Dados obtidos por Araújo (2019) reiteram, ainda, que a implantação e 

disponibilidade de povoamentos florestais é fortemente dependente e ligada à presença de 

estrutura viária e à centros consumidores de produtos madeireiros (frigoríficos, matadouros, 

armazéns graneleiros ou mineradoras). Reis et al. observaram, em 2015, que, considerando 

a demanda ininterrupta de madeira em Goiás, o mercado madeireiro tenderia, nos próximos 

anos, a ficar mais dependente de outros estados em razão de 40,7% dos plantios de 

Eucalyptus spp. se encontrarem, à época do levantamento, com idade superior a seis anos, 

perto de seu ciclo de corte para uso energético. 

Em Goiás, segundo Reis et al. (2017), os processos industriais foram, por muito 

tempo, abastecidos pelo extrativismo de lenha, carvão vegetal e madeira em tora oriundos 

da vegetação nativa. Só partir de 1990, com a então exaustão dos recursos e a restrição de 

extração dos remanescentes, a exploração madeireira foi diminuída no estado. Em números 

atuais, a produção silvicultural goiana contou, em 2019, com 2.554 toneladas de carvão 

vegetal, 3.258.468 m3 de lenha, 689.669 m3 de madeira em tora e 10 toneladas de látex 

coagulado, não possuindo dados sobre celulose (PEVS/IBGE, 2020). 

O estado goiano destaca-se como detentor da maior produtividade de borracha 

natural do Brasil (1.728 kg de borracha seca.ha-1) (PAM/IBGE, 2020) e a segunda maior do 

mundo, ficando atrás apenas do Vietnã, em uma área de 19.908 ha de seringais (SEBRAE, 

2018). A alta produtividade é resultado da associação de fatores como a escolha dos clones, 

a formação do seringal e a gestão do negócio. 

Os plantios goianos de Pinus spp. se concentram no município de Catalão, com 

6.883,87 ha atribuídos à uma única empresa. Reis et al. (2017) observaram que 62,7% 
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desses indivíduos se encontravam com idade superior a seis anos, além de que a espécie era 

substituída por Eucalyptus spp. ao longo dos ciclos de corte. Florestas plantadas com o 

gênero Khaya spp. foram consideradas no mesmo trabalho, porém não identificadas em 

razão da dificuldade de reconhecimento de suas características via sensoriamento remoto. 

Observando esses dados e sendo possível visualizar o potencial que o estado de 

Goiás tem para o desenvolvimento de uma silvicultura sólida e estruturada, este estudo 

perfaz diretrizes para a consolidação de tal fato. Inventariando e identificando os recursos 

florestais plantados será possível fomentar o setor, aproximando a realidade do produtor 

com a necessidade industrial da região. 

 

3.3 Uso de imagens de satélite e sensores 

 

O sensoriamento remoto pode ser representado como a ciência que estuda a 

interação da radiação eletromagnética com determinados alvos, trabalhando sem a 

necessidade de contato direto entre seus alvos e sensores (NOVO, 2010). A fim de verificar 

os comportamentos espectrais de um determinado objeto, os equipamentos transformam 

energia eletromagnética em produtos passíveis de interpretação (NOVO & PONZONI, 

2001). Trabalhos desenvolvidos ao longo dos anos mostram o potencial que a ferramenta 

desempenha no melhor entendimento do ambiente, sendo responsável por mapeamentos, 

identificação e relatórios de diversos processos e categorias. 

O programa Copernicus, criado pela Agência Espacial Europeia (ESA), hospeda a 

missão Sentinel-2, realizando o imageamento multiespectral da superfície terrestre em alta 

resolução espacial e temporal para fins de monitoramento da vegetação, cobertura do solo 

e recursos hídricos (ESA, 2015, 2019). A exemplo de sua funcionalidade, imagens 

multiespectrais Sentinel-2 foram usadas para mapear a ocorrência de pragas em plantios de 

Eucalyptus nitens na África do Sul (Kumbula et. al, 2019), além de identificar plantios de 

Eucalyptus spp. no Brasil via segmentação semântica usando diferentes metodologias 

(Costa et. al, 2021).  

A plataforma em que se situa é constituída por uma constelação de dois satélites 

idênticos: o Sentinel-2A (S2A) e o Sentinel-2B (S2B). O satélite Sentinel-2A é composto 

por instrumentos multiespectrais (MSI) com resoluções espaciais de 10, 20 e 60 metros e 

resolução temporal de 10 dias. Quando combinado com o Sentinel-2B, passa então a ter 

uma resolução temporal de 5 dias. Os dados possuem resolução radiométrica de 12 bits, 
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operando em largura de 13 canais espectrais com comprimentos de onda que vão do 

espectro visível (RGB) até o infravermelho de ondas curtas (SWIR) (ESA, 2019). 

 

3.5 Refletância espectral das plantas e índices de vegetação 

 

Em função dos pigmentos fotossintéticos (clorofila e carotenoides) presentes nas 

folhas, a radiação incidente é absorvida na região do visível, representada de 400 a 700 nm 

do espectro eletromagnético (regiões espectrais fundamentais para realização da 

fotossíntese). Já no infravermelho próximo (NIR), que ocupa a faixa espectral entre 700 e 

1300 nm, as folhas exibem altos valores de refletância e transmissão, principalmente 

relacionados com as propriedades estruturais e a biomassa foliar. (DAUGHTRY et al., 

2000; LILLESAND & CHIPMAN, 2015). 

Os índices de vegetação são combinações aritméticas de bandas espectrais em 

determinados comprimentos de onda capturados por sensores, de maneira que cada pixel da 

imagem indique a quantidade ou o vigor da vegetação (CAMPBELL & WYNNE, 2011). 

Conforme o dossel da vegetação se desenvolve, a refletância aumenta no comprimento de 

onda do infravermelho próximo e a sua absorção aumenta na região do vermelho (JENSEN, 

2009; PONZONI et al., 2012). 

I. Índice de Vegetação da Diferença Normalizada (NDVI) calcula a diferença da 

refletância entre a faixa do infravermelho próximo (NIR) e a refletância da faixa do 

vermelho, possuindo aplicabilidade em estudos de culturas agrícolas, florestais e climáticos 

(DUAN et al., 2017). II. Índice de Vegetação da Razão Simples (SR) é baseado na razão 

entre o infravermelho próximo o vermelho, produzindo um parâmetro altamente sensível à 

presença de vegetação. III. Índice de Vegetação Melhorado (EVI) busca otimizar o sinal da 

vegetação, intensificando a resposta em regiões de elevada concentração de biomassa, 

melhorando as interferências do solo e atmosféricas nas respostas. IV. Índice da Diferença 

Normalizada da Água (NDWI) é resultante da combinação das bandas espectrais do 

infravermelho próximo (NIR) e do SWIR (infravermelho de onda curta), sendo este o mais 

sensível em relação à quantidade de água presente na vegetação e à umidade do solo 

(SILVA et al. 2011). 
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3.6 Classificação de imagens multiespectrais e machine learning 

 

Segundo Camara et al. (1996), classificar uma imagem consiste na extração das 

informações espectrais, delimitando e determinando os elementos para, posteriormente, os 

separar em grupos semelhantes. Em uma classificação supervisionada, são determinadas 

diferentes amostras de treinamento com identidade e características conhecidas, para assim 

classificar pixels de identidade e características desconhecidas (CAMPBELL & WYNNE, 

2011). Gaiad et. al (2017), avaliando variados classificadores supervisionados para uso e 

cobertura do solo em Mariana (MG), encontraram que o algoritmo que obteve o melhor 

desempenho a ocasião foi o SVM, com maior valor de exatidão global (98,323%) e maior 

índice Kappa (0,979). 

Modelos matemáticos não paramétricos, normalmente baseados em machine 

learning (aprendizado de máquina), são promissores para a classificação de imagens pois 

não realizam pré-suposições sobre os dados. Eles ainda viabilizam uma maior separação 

entre as classes geradas, possibilitam a inclusão de dados não espectrais, extraem 

informações a partir de dados de treinamento e os redistribui pela totalidade da imagem 

(RICHARDS & JIA, 2006). Em uma dissertação, por exemplo, Oliveira (2019) utilizou três 

diferentes algoritmos de machine learning para a classificação de imagens com alta 

resolução espacial visando à identificação de áreas queimadas. 

O algoritmo Random Forest é um método de classificação baseado em 

aprendizagem supervisionada com árvores de classificação e regressão, ou seja, árvores de 

decisão. Na fase de treinamento, um número determinado de árvores é gerado utilizando 

um subconjunto pseudoaleatório do vetor de características. Uma vez que essa base de 

treinamento foi utilizada para gerar os modelos das árvores de decisão, estes podem ser 

utilizados para classificar novas amostras do problema. Todas as árvores geradas são 

envolvidas na classificação, cada uma chegando a sua própria conclusão sobre a classe da 

amostra apresentada. A classe mais votada é, então, escolhida como a classe da amostra 

(BREIMAN, 2001). 

Para a cultura cafeeira em Machado (MG), dada a semelhança espectral com outras 

variáveis de vegetação, Neto (2014) encontrou acurácia de 0,60 com o índice Kappa. 

Segundo ele, o Random Forest pode ser considerado uma alternativa aos demais 

classificadores utilizados uma vez que permite que outros parâmetros sejam inseridos, além 
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do espectral. Sua vantagem baseia-se também na rapidez e automação dos processos quando 

comparados a métodos manuais. 

 

4. MATERIAL E MÉTODOS 

 

4.1 Caracterização do estado de Goiás 

 

O estado de Goiás, localizado na Região Centro-Oeste do Brasil, faz limite ao norte 

com o estado do Tocantins, ao sul com Minas Gerais e Mato Grosso do Sul, a leste com a 

Bahia e Minas Gerais e a oeste com Mato Grosso (figura 1). Dividindo-se em cinco 

mesorregiões (Centro, Norte, Sul, Leste e Noroeste), ocupa uma área de 340.203,329 km2, 

sendo considerada a sétima maior unidade federativa do país em termos de extensão 

territorial. O estado teve a população estimada para o ano de 2020 em 7.113.540 pessoas, 

estas abrigadas sob um IDH de 0,735, oitavo em termos nacionais (IBGE, 2020; PNUD, 

2010). 

 

Figura 1: Delimitação do estado de Goiás e sua localização quanto à nação. 

 

Fonte: IBGE (2020). Elaboração: autora. 
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Com cerca de 70% de seu território coberto pelo bioma Cerrado, cuja vegetação é 

marcada por árvores e arbustos tortuosos, cascas grossas e raízes profundas, o estado 

apresenta relevo de baixa declividade: 65% da superfície é formada por terras relativamente 

planas, chamadas chapadões. Às margens dos rios Araguaia e Tocantins predominam 

ligeiras ondulações; longe dos leitos, as elevações não ultrapassam 1.676 m de altitude. É 

ainda dentro do solo goiano que nascem drenagens alimentadoras de três importantes rios: 

Araguaia/Tocantins, São Francisco e Paraná. Juntas, as bacias ocupam uma área total de 

2.431.980,91 quilômetros quadrados, onde 13,98% da área total se situa Goiás (GOVERNO 

DE GOIÁS, 2019). 

Seus 246 municípios se caracterizam pela presença de duas estações climáticas bem 

definidas: a primeira, quente e chuvosa, representando 95% das precipitações anuais, ocorre 

entre os meses de outubro a abril e, a segunda, fria e seca, entre maio e setembro. Com a 

média pluviométrica anual de 1.532 mm, temperatura máxima média de 34°C e mínima 

média de 12°C, Goiás se posiciona como o quarto maior produtor nacional de grãos (9,5% 

da produção brasileira), sendo ainda responsável pelo segundo maior rebanho bovino 

(10,6% efetivo nacional) (IBM, 2018). 

Cerca de 65% da superfície de Goiás é formada por terras relativamente planas, que 

se encontram separadas uma das outras por colinas suaves ou escarpas de maior declividade, 

chamadas de Zonas de Erosão Recuante (CPRM, 2017). A baixa declividade em geral não 

impede a ocupação, sendo que áreas indicadas para práticas agrícolas que refletem alto nível 

tecnológico abrangem 61% da superfície do estado (EMBRAPA, 1979). 

A economia goiana é considerada a nona economia brasileira, apresentando um PIB 

em 2017 de R$ 192 bilhões (IBM, 2019), caracterizado, desde 2010, pela taxa média de 

crescimento acima do desempenho nacional. Dentre os grandes setores econômicos, o de 

serviços predomina em Goiás, representando 50,3% do fluxo de produção. O setor industrial 

participa com 21,6% no PIB goiano e, o agropecuário, com 11,3% (IBM, 2019). 

Segundo a Classificação Nacional de Atividades Econômicas (CNAE), os 

estabelecimentos agropecuários no estado, 152.174 no total, ocupam 26.275.245 ha de área 

(IBGE, 2018). As empresas cadastradas na categoria de agricultura, pecuária, produção 

florestal, pesca ou aquicultura se dividem em 2.861 unidades (IBGE, 2018). 

 



 

20 

 

4.2 Metodologia para identificação de espécies e uso de imagens 

 

Foi realizado o download de setenta e três cenas do satélite óptico Sentinel-2A na 

plataforma Copernicus, disponibilizadas em livre acesso pelo Programa de Observação da 

Terra da União Europeia, de maneira a abranger toda a extensão do estado de Goiás (figura 

2). Processadas pelo sensor MSI (Multispectral Imager), essas imagens foram selecionadas 

em nível dois de processamento exatamente por serem produtos em refletância de 

superfície, excluindo, assim, a necessidade de realização das correções radiométrica e 

atmosférica. 

 

Figura 2: Plataforma Copernicus com as 73 cenas Sentinel-2A delimitadas no estado de Goiás para download. 

 

Fonte: Copernicus Open Acess Hub. Elaboração: autora. 

 

A pesquisa e posterior seleção resultou em imagens datadas entre 02 e 22 de agosto 

de 2021, com percentual de nuvens próximo à zero e nove bandas espectrais (2, 3, 4, 5, 6, 

7, 8A, 11 e 12). O download de arquivos de dados geoespaciais em forma de vetor 

(shapefiles) das cinco mesorregiões (figura 3) do estado de Goiás disponibilizados pelo 

IBGE também foi realizado para posterior utilização em um Sistema de Informação 

Geográfica (SIG). Todos os arquivos foram assim já recebidos ou reprojetados em 

coordenadas planas UTM (zona 22S, datum WGS 84). 
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Figura 3: Estado de Goiás e suas cinco mesorregiões. 

 

Fonte: IBGE (2020). Elaboração: autora. 

 

Inicialmente, todas as etapas do processamento foram aplicadas à uma única 

mesorregião (Centro goiano), de maneira a facilitar o manejo de dados e arquivos bastante 

complexos. Uma vez que o modelo de classificação foi validado e a acurácia obtida foi dada 

como satisfatória, o mesmo foi utilizado para classificar e predizer as outras quatro 

mesorregiões. 

O software livre R foi amplamente operado para análise e processamento dos dados 

trabalhados. Ao todo, sete scripts foram manipulados. Após a inicialização dos pacotes 

necessários (caret, caTools, dplyr, e1071, ggplot2, prettymapr, randomForest, raster, 

reshape, rgeos, rgdal e sp), as nove bandas de cada imagem foram carregadas, criando um 

stack com as cenas, servindo para empilhar as variáveis definidas no argumento e criar um 

data frame desses mosaicos. Juntamente com os shapefiles da mesorregião central, foi 

possível recortar sua área (funções mask e crop) e gerar um arquivo raster (.tif). 

Após alternar os nomes das camadas para corresponderem aos nomes das bandas 

espectrais, o próximo passo foi calcular os índices de vegetação NDVI, SR, EVI e NDWI.  
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Para a classificação das imagens foi realizada, primeiramente, a coleta de amostras 

para treinamento. Utilizando o software livre QGIS, um novo arquivo vetorial foi criado, 

adicionando polígonos referentes às feições observadas. As classes geradas corresponderam 

às categorias “agricultura”, “água”, “área urbana”, “eucalipto”, “floresta nativa”, “mogno”, 

“outros”, “seringueira” e “solo exposto”. 

O processo de supervisionamento de uma classificação demanda observações tanto 

quanto sutis do classificador. A diferença em torno das classes diz respeito à cor observada, 

textura, comparações e ferramentas de auxílio. Os plugins QuickMapServices e Street View 

(disponíveis em QGIS) permitiram grande praticidade no processo manual, possibilitando 

que a coleta de amostras fosse melhor realizada. As classes nomeadas “agricultura”, 

“outros” e “solo exposto”, por exemplo, são variações esverdeadas, vermelhas, azuladas e 

brancas, com recortes de plantios agrícolas bem definidos (figura 4). 

 

Figura 4: Composição colorida RGB (bandas 7, 4 e 3) de imagens Sentinel-2 que destacam condições observadas 

para a coleta de amostras. Áreas de agricultura, solo exposto e diferentes usos do solo estão visíveis. 

 

Fonte: Copernicus. Elaboração: autora. 
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As amostras determinadas como “área urbana”, “água” e “floresta nativa”, mais 

facilmente identificadas pelo observador, destacam-se pela singularidade de tons e 

dimensões (figura 5). 

 

Figura 5: Composição colorida RGB (bandas 7, 4 e 3) de imagens Sentinel-2 que destacam condições observadas 

para a coleta de amostras. Áreas urbanas, água e florestas nativas estão visíveis. 

 

Fonte: Copernicus. Elaboração: autora. 

 

A coleta de amostras pertencentes aos gêneros Eucalyptus spp., Khaya spp. e Hevea 

spp. (figura 6) baseou-se na facilidade de diferenciar tons de verde e texturas, embora 

indivíduos de Khaya spp. oferecerem um entrave à parte. Sua amostragem foi limita pela 

dificuldade e pela escassez de registros desses plantios. 
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Figura 6: Composição colorida RGB (bandas 7, 4 e 3) de imagens Sentinel-2 que destacam condições observadas 

para a coleta de amostras. Plantios de Eucalyptus spp., Khaya spp. e Hevea spp. são observados nessa ordem. 

 

Fonte: Copernicus. Elaboração: autora. 

 

Nota-se o cuidado em coletar amostras consideradas “puras”, sendo sem 

interferência de pixels próximos e mais distantes das bordas de seus limites. No software R, 

cria-se um data frame para cada uma das classes com atributos e, posteriormente, todos 

esses data frames são agrupados em um só (função rbind). 

A função set.seed permitiu que os dados amostrais fossem separados em treinamento 

do machine learning (70%) e validação do modelo (30%). O modelo foi aplicado utilizando 

a função randomForest; sua validação realizada por predict e a matriz de confusão gerada 

pelo comando confusionMatrix. Após verificação do modelo e visualização de suas 

estatísticas de validação, foi possível predizer todo o arquivo raster e realizar a classificação 

para a área total da mesorregião Centro de Goiás. A predição para área total dos arquivos 

também foi executada, nessa etapa, para cada uma das demais mesorregiões.  

Após o processamento, houveram ainda alguns cuidados tomados. A seleção das 

classes de interesse, realizadas no QGIS, serviu de base para que filtros de triagem fossem 

executados, possibilitando a exclusão de pixels inoportunos, fruto do “efeito sal e pimenta” 

(figura 7). Os arquivos raster foram, então, vetorizados e usados para cálculo de área através 
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da calculadora de campo1. O fluxograma seguinte exemplifica todos os passos de 

metodologia seguidos (figura 8). 

 

Figura 7: Composição paletizada da classificação Random Forest antes e depois da aplicação de filtro.

 

Elaboração: autora. 

 

 
1 Grande parte da metodologia de processamento de imagens e classificação no software R descrita acima adveio 

da transmissão de informações da plataforma RadarGeo. Curso disponível em: 

<plataformaradargeo.com.br/curso_processamento_imagem/>. 
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Figura 8: Fluxograma detalhado da metodologia de processamento de dados. 

 

Elaboração: autora via plataforma Lucid.co. 
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5. RESULTADOS E DISCUSSÃO 

 

5.1 Análise dos resultados, qualidade amostral e classificação 

 

O supervisionamento da classificação resultou na amostragem de 820 polígonos, 

estes diferenciados em 9 classes de uso e cobertura do solo. Posteriormente processados e 

transformados em 182.365 pixels, a coleta das amostras representou uma área 

correspondente a 24.322 hectares da mesorregião Centro goiana. Ao testar a influência de 

diferentes tamanhos de amostras em classificadores distintos na região das Matas de Minas 

(MG), Faria et. al (2015) visualizaram que o algoritmo Random Forest foi o que apresentou 

menor sensibilidade à variação no número de amostras de treinamento, sendo o SVM o de 

maior sensibilidade. 

Já nesse estudo, Random Forest foi manipulado com os números de ntree igual a 

100 e de mtry igual a 5 de maneira padrão para a classificação. As variáveis de entrada 

fornecidas consistiram em nove bandas do espectro magnético e quatro índices de 

vegetação, totalizando treze. Segundo Breiman (2001), utilizar um pequeno número de mtry 

e maior valor para ntree, como nesse caso, reduz os erros de generalização e a correlação 

entre as árvores, tornando o conjunto mais confiável. 

A matriz de confusão com validação cruzada precisou que a exatidão global do 

modelo foi de 96,11%, resultado fruto da razão entre a soma do número de pixels 

classificados corretamente pelo número total de pixels, além de índice Kappa de 95,26%. 

Diante disso, o desempenho do classificador Random Forest pode ser dito como de 

excelência.  

Calculando, ainda, a sensibilidade (erros de omissão) e a especificidade (erros de 

inclusão), foi possível observar como cada classe amostrada se comportou com a aplicação 

do classificador (tabela 1). Os maiores desvios, ainda que variando de 85,45% a 88,12% na 

sensibilidade, foram encontrados nas classes “floresta nativa” e “mogno”, respectivamente. 

Tal fato pode ser justificado tanto pela época do ano em que as imagens Sentinel-2 foram 

utilizadas, quanto pela ausência de robustez nas amostras coletadas.
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Tabela 1: Matriz de confusão demostrando como cada classe especificamente se comportou no uso do 

algoritmo aplicado à mesorregião Centro goiano. 

 

Elaboração: autora. 

 

Manchas de diferentes colorações no entremeio dos dosséis eram observadas 

durante a supervisão amostral, fundamentadas claramente pelo período de escassez hídrica 

e pela característica de caducifolia de espécies que ocupam naturalmente o bioma. É 

também válida a máxima de que os 8 pixels correspondentes a classe “mogno” não tiveram 

significância suficiente para que uma melhor classificação ocorresse. 

Por outro lado, as exatidões de 99,93%, 99,79% e 99,34% na especificidade para as 

classes “solo exposto”, “água” e “seringueira”, respectivamente, efetivam quão 

representativas e bem delimitadas foi a amostragem desses argumentos. As características 

visualmente tidas como de cores sólidas e com textura uniforme facilitaram o processo 

amostral. 

Ainda que o gênero Hevea spp. fosse observado como de verde bem distinto, que 

não se confundia com o restante de usos do solo, sua também perda de folhas desequilibrava 

essa facilidade de distinção, gerando pigmentos totalmente avermelhados em localidades 

específicas. Rever as amostras, alternar o algoritmo utilizado ou o tipo de classificação são 

ferramentas que podem ainda ser utilizadas na busca de resultados de maior acurácia. 

O grau de confiança na alta exatidão do modelo aplicado via machine learning na 

mesorregião Centro goiana permitiu que o processo fosse simplificado ao exatamente não 

ser mais preciso amostrar polígonos em todas as outras localidades do estado de Goiás. 

Assim, a predição de área total foi dividida em cinco pela maior facilidade em trabalhar 

com dados originados de tamanhas resolução e qualidade. 

Agricultura Água Área urbana Eucalipto Floresta nativa Mogno Outros Seringueira Solo Exposto ESPECIFICIDADE

Agricultura 35805 3 136 5 186 2 96 18 6 0,9875

Água 3 7021 12 0 0 0 0 0 0 0,9979

Área urbana 120 37 19635 0 12 0 163 0 7 0,9830

Ecalipto 4 0 2 3487 25 2 2 8 0 0,9878

Floresta nativa 59 5 13 93 20534 1 2349 41 0 0,8891

Mogno 0 0 0 0 1 304 0 2 0 0,9902

Outros 111 1 190 5 3248 8 48136 1 25 0,9306

Seringueira 5 0 0 6 24 28 13 11489 0 0,9934

Solo Exposto 2 0 8 0 0 0 11 0 28855 0,9993

SENSIBILIDADE 0,9916 0,9935 0,9819 0,9697 0,8545 0,8812 0,9481 0,9939 0,9987
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Tendo realizado os ajustes necessários após a classificação, o mapa de uso e 

cobertura do solo de Goiás, focado em identificar e classificar espécies florestais a nível de 

gênero, foi plotado (figura 9). A vetorização permitiu ainda que os polígonos de interesse 

fossem selecionados e tivessem sua área calculada para que o objetivo fosse cumprido. 

 

Figura 9: Classificação Random Forest no estado de Goiás. 

 

Elaboração: autora. 

 

5.2 Área ocupada pelos plantios de interesse comercial 

 

Para cálculo final de área, conforme mostra a tabela 2, encontrou-se que em Goiás 

há a predominância de plantios de Eucalyptus spp. (90.583 ha), mas também uma parcela 

bastante significativa de indivíduos de Hevea spp. (23.213 ha). Plantios de Khaya spp. ainda 

são a minoria no estado. Os maciços do primeiro gênero têm destaque nas mesorregiões Sul 

e Leste, enquanto o último gênero informado se distribui pelas mesorregiões Centro e Leste 

goianas. 
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Tabela 2: Área plantada com cada um dos gêneros de interesse no estado de Goiás. 

  

Elaboração: autora. 

 

Segundo Reis et. al (2017), o sul de Goiás estaria marcado pela presença de 

indivíduos de Pinus spp. em virtude de indústrias na localidade, e que esses plantios estavam 

sendo gradualmente substituídos por povoamentos de Eucalyptus spp.. Assume-se que, de 

alguma maneira, exatamente por não ter sido considerado como classe amostral no 

processo, os dois gêneros possivelmente se mesclaram, ainda que não exista distinção a ser 

comparada. Observou-se, também, a dificuldade do algoritmo em separar indivíduos de 

Khaya spp., ocorrendo confusão com floresta nativa. 

A área total encontrada de floresta plantada em Goiás com os três gêneros 

específicos é de 115.094,65 hectares. Dados de outros estudos e coletas não fazem distinção 

de gêneros, não sendo possível que haja comparação com o presente resultado. Araújo 

(2019) encontrou que Goiás estava em um momento de expansão de área silvicultural, com 

a previsão de incremento de 6,8% em área ao ano, chegando a atingir 338.000 hectares em 

2030. Vê-se, no entanto, um déficit de recurso florestal, um atraso quanto à necessidade 

madeireira e energética, fato que pode ser confirmado em contato com indústrias. 

Ainda que aceitando a faixa de erro, considera-se que o valor encontrado é bem 

próximo do real e que o dado condiz com a quantidade de florestas plantadas em Goiás. 

Para que o número represente estritamente a realidade, um senso total se faz necessário na 

região, de maneira a obter resultados o mais semelhante possível. Os apêndices A, B e C 

representam, sequencialmente, polígonos relativos a plantios de Eucalyptus spp., Khaya 

spp. e Hevea spp. em Goiás. 

 

Eucalyptus  spp. (ha) Khaya  spp. (ha) Hevea  spp. (ha)

Centro 10846,88 152,248 8835,326

Leste 19495,808 412,971 6129,418

Noroeste 4558,836 200,11 3464,898

Norte 8128,828 232,106 2459,565

Sul 47552,906 300,612 2324,143

TOTAL 90583,258 1298,047 23213,35
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6. CONSIDERAÇÕES FINAIS 

 

O processo de se conseguir identificar algum gênero florestal de interesse comercial 

tão claramente de maneira remota, como no caso de dois dos gêneros trabalhados, se funda 

como um resultado altamente passível de ser explorado e aplicado aos interesses e fomentos 

no estado de Goiás, visto a necessidade de se tornar competitivo no cenário que atualmente 

não o utiliza em sua máxima capacidade.  

Como um limitante, a dificuldade de amostragem pode ser levantada pela existência 

de florestas plantadas que se encontram distribuídas, de maneira dispersa, por grandes áreas 

sem que haja maciços tão estabelecidos e delimitados, estes possivelmente para fins 

industriais. Encontrar, identificar e catalogar diferentes polígonos de áreas nem tão 

expressivas, estende por muito o processo de classificação. Trabalhar com dados que 

assegurem possibilidades e uma boa acurácia garantem um resultado de boa acurácia. 

A pesquisa foi realizada para que uma informação ausente fosse estabelecida, ainda 

que com grandes fronteiras e inaugurais técnicas. O prosseguimento e posterior 

aperfeiçoamento carrega grandes oportunidades para desdobramento do cenário de florestas 

plantadas no estado. 
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Apêndice A: Florestas plantadas com Eucalyptus spp. no estado de Goiás. 

 
Elaboração: autora. 
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Apêndice B: Florestas plantadas com Khaya spp. no estado de Goiás. 

 

Elaboração: autora. 
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Apêndice C: Florestas plantadas com Hevea spp. no estado de Goiás. 

 

Elaboração: autora. 

 


