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RESUMO

ALMEIDA, A.B. Preditor Hibrido de Estruturas Terciarias de Pro-
teinas . Goiania, 2023. 148 p. Tese (Doutorado em Ciéncia da Computagao)
— Instituto de Informatica, Universidade Federal de Goiés.

Proteinas sao moléculas organicas compostas por cadeias de aminoacidos e
desempenham uma variedade de fungoes biologicas essenciais no organismo. A estrutura
nativa de uma proteina é resultante do processo de enovelamento (folding) de seus
aminoacidos, cuja orientacao espacial é principalmente determinada por dois angulos
diedros (¢,%). Este trabalho propée um novo método hibrido de predi¢ao de estruturas
terciarias de proteinas denominado hyPROT, combinando técnicas de otimizagao de
Algoritmos Evolutivos Multiobjetivo (MOEA), Dinamica Molecular e Redes Neurais
Recorrentes (RNN). A proposta apresentada investiga o perfil evolutivo dos angulos
diedros (¢,1) obtidos por diferentes MOEAs durante o processo de minimizagao da
funcao objetivo por dominéncia e de minimizacao da energia por dinamica molecular.
Esta proposta é inédita na literatura de predi¢ao de proteinas. A premissa investigada é
a de que o perfil evolutivo dos diedros pode estar ocultando padroes relevantes acerca dos
mecanismos do folding. Para analisar o perfil evolutivo dos angulos (¢, ¢) foram utilizadas
RNNs a fim de abstrair e generalizar os vieses particulares de cada MOEA. Os MOEAs
selecionados foram o NSGAII, BRKGA e GDE3, onde foi investigada a fungao objetivo
composta pela energia potencial das interagoes nao-covalentes e a energia de solvatacao.
Os resultados obtidos mostram que o hyPROT foi capaz de reduzir em, pelo menos, 33%
o valor do RMSD da melhor predigao gerada pelos MOEAs individualmente. A predicao
de novas séries para os angulos diedros possibilitou a formagao de histogramas, indicando
a formagao de um possivel ensemble estatistico como responsavel pela distribuicao dos

diedros (¢,v) durante o processo de folding.

Palavras- chave: Predicao de Estruturas Tercidrias de Proteinas. PSP Machine Lear-
ning. PSP Multiobjetivo.



ABSTRACT

ALMEIDA, A.B. Proteins Tertiary Structure Prediction with Mul-
tiobjective Techniques in Monte Carlo Algorithm. Goiania, 2023.
148 p. Doctoral Thesis. Informatics Institute, Federal University of Goias.

Proteins are organic molecules composed of chains of amino acids and play a
variety of essential biological functions in the body. The native structure of a protein is
the result of the folding process of its amino acids, with their spatial orientation primarily
determined by two dihedral angles (¢, ). This work proposes a new hybrid method for
predicting the tertiary structures of proteins called hyPROT, combining techniques of
Multi-objective Evolutionary Algorithm optimization (MOEA), Molecular Dynamics, and
Recurrent Neural Networks (RNNs). The proposed approach investigates the evolutionary
profile of dihedral angles (¢, ) obtained by different MOEAs during the minimization
process of the objective function by dominance and energy minimization by molecular
dynamics. This proposal is unprecedented in the protein prediction literature. The premise
under investigation is that the evolutionary profile of dihedrals may be concealing relevant
patterns about folding mechanisms. To analyze the evolutionary profile of angles (¢, ),
RNNs were used to abstract and generalize the specific biases of each MOEA. The selected
MOEAs were NSGAII, BRKGA, and GDE3, and the objective function investigated
combines the potential energy from non-covalent interactions and the solvation energy.
The results obtained show that the hyPROT was able to reduce the RMSD value of
the best prediction generated by the MOEAs individually by at least 33%. Predicting
new series for dihedral angles allowed for the formation of histograms, indicating the
formation of a possible statistical ensemble responsible for the distribution of dihedrals

(¢,7) during the folding process.

Keywords: Protein Tertiary Structure Prediciton. PSP Machine Learning. PSP Multi-

objective Optimization.
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CAPITULO

INTRODUCAO

1.1 A Importancia Estrutural das Proteinas

A conformacao de uma proteina é a estrutura tridimensional formada pela
orientacgao espacial dos atomos de seus aminoécidos constituintes. Define-se a estrutura
nativa de uma proteina como sendo o estado termodinamico que favorece a estabilidade
estrutural necessaria para que a proteina ative a sua funcao biologica. A estrutura nativa
de uma proteina é associada a um estado termodinadmico que tende a minimizar a sua
energia livre conformacional, podendo corresponder ou nao a um minimo global efetivo.

Proteinas sao estruturas dindmicas, muitas frequentemente alternam entre dife-
rentes conformacoes para desempenhar diferentes fungoes a depender do contexto bio-
logico que se inserem. Contudo, o ponto de interesse é que a funcao biologica de toda
proteina depende sobremaneira de sua estrutura tridimensional nativa. Conhecer o pro-
cesso de formagao da estrutura nativa é de vital importancia para a compreensao de
suas func¢oes nos mais diversos sistemas biologicos. Este processo de formacao estrutural
¢ conhecido como enovelamento, ou folding de proteinas (DILL et al., 2008).

A Bioinformatica é uma area de pesquisa responsavel por desenvolver métodos
computacionais de estudo, anélise e predicao de compostos biologicos, desde o desenvol-
vimento de farmacos a sequenciamento genético. No campo de proteinas, a determinacgao
de uma estrutura usualmente abrange técnicas experimentais de laboratorio (in vitro) e
métodos computacionais de predi¢ao (in silico).

O problema cientifico de se desenvolver novos métodos preditivos de estruturas
de proteinas é conhecido na literatura como PSP (Protein Structure Prediction
Problem). Do ponto de vista computacional, o problema do PSP possui complexidade
considerada como sendo a do tipo NP-Hard (NGO; MARKS, 1992).
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1.2 Motivacao & Justificativa

Figura 1 — Total de proteinas conhecidas no mundo (data de publicagao).

Unipro'.t.s O LES
4 199.803
229'580.745 In vitro
FJ' 1.000.361
- SonI:et:icllss I‘?{: I‘It"ll.,lll‘lﬂo - EStI“:.It!.ItI'HS resolvidas

Fonte: Autor.

A medida que novas proteinas sao descobertas, elas passam a ser registradas em
bancos de dados disponiveis para toda a comunidade cientifica. O UniProt (2023) mantém
o registro de todas as proteinas que ja foram descobertas na natureza. Na publicagao de
14 de dezembro de 2022, estavam catalogadas 229.580.745 proteinas (THE UNIPROT
CONSORTIUM, 2023).

As proteinas que possuem a resolucao atémica de suas estruturas tridimensionais
resolvidas, seja experimentalmente (in vitro) ou por modelagem computacional (in silico),
sdo registradas em um outro banco de dados denominado Protein Data Bank (2023).
Na data de publicacao deste trabalho, existem 1.200.164 proteinas cujas estruturas
tridimensionais foram determinadas. Portanto, de todas as proteinas conhecidas no
mundo, apenas 0,5% tém as suas estruturas tridimensionais conhecidas. Por este motivo,
ha uma demanda muito alta de pesquisa e métodos de determinacao de estruturas de
proteinas (BURLEY et al., 2021).

1.2.1 PSP & Tecnologias de Proteinas

Preditores de estruturas de proteina sao tteis em uma variedade de problemas,
tecnologias e industrias. Demandas de satde publica, como a pandemia de COVID-19
em 2020, levou ao desenvolvimento de vacinas em tempo recorde (HUANG et al., 2020).
Politicas de pesquisa e desenvolvimento (P&D) de farmacos (FOSGERAU; HOFFMANN,
2015), melhorias na eficiéncia da agricultura (KOESOEMA, 2022), a polui¢ao ambiental
(KNOTT et al., 2020), assim como também problemas de fatores de inclusao social, como
o pouco incentivo comercial no estudo de doengas negligenciadas (BUNTZ, 2022) e até
mesmo a exploragao espacial (LARINA et al., 2017), sdo todos exemplos das diversas
areas multidisciplinares que se beneficiam das tecnologias de proteinas.

A seguir, exemplos de areas que se beneficiam diretamente do potencial das novas
tecnologias de proteinas. Em especial, destaca-se que a engenharia de proteinas ja é um

mercado bastante consolidado e que movimenta bilhoes de doélares todos os anos.
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Medicina € Drug Discovery

O processo natural do folding dentro das células nem sempre ocorre perfeitamente.
Pode acontecer de haver falhas neste processo, originando maéas formacgoes estruturais,
seja devido a desordens genéticas ou por ocorréncia de simples mutagoes, acarretando o
surgimento de determinadas doengas conhecidas como amiloidoses (HARTL, 2017).

Algumas destas doencas sao popularmente conhecidas, como por exemplo: o
mal de Alzheimer (ASHRAF et al., 2014), de Parkinson (HUGHES, 2012), a doenga
de Huntington (BORMAN, 2017), a fibrose cistica (FRASER-PITT; O’NEIL, 2015), o
diabetes Tipo 2 (MUKHERJEE et al., 2015), a doenca da vaca louca (prions) (MOORE;
TAUBNER; PRIOLA, 2009) e a Esclerose Lateral Amiotrofica (ELA) (PARAKH; ATKIN,
2016), todas caracterizadas como proteopatias devido a anomalias no folding.

A compreensao do folding pode contribuir significativamente para elucidar os
mecanismos destas doengas, como também no desenvolvimento de novas tecnologias
de design de proteinas para o processo de descoberta de farmacos (drug discovery).
Muitos farmacos sdo desenvolvidos para se ligarem a outras proteinas (docking) e que

posteriormente conduzirao o farmaco até uma regiao de interesse no organismo.

“I think that we shall be able to get a more thorough understanding of
the nature of disease in general by investigating the molecules that make
up the human body, including the abnormal molecules, and that this
understanding will permit...the problem of disease to be attacked in a
more straightforward manner such that new methods of therapy will be
developed.” - Linus Pauling. National Film Board of Canada Interview
(1960).

Business € Indistria

O conhecimento da conformacao estrutural das proteinas envolve muitas areas de
interesse comercial. Por exemplo, o mercado de medicamentos & base de peptideos tem
ganhado uma vasta gama de aplicagoes em medicina e biotecnologia, com uma expectativa
de que o mercado global de peptideos terapéuticos possa chegar a US$ 48,04 bilhoes de
dolares até 2025 (ALLIED MARKET RESEARCH, 2021).

Como exemplo de produtos pode-se citar medicamentos como o Lupron™, da
Abbott Laboratories, uma droga baseada em peptideos para o tratamento do cancer de
prostata que atingiu cerca de US$ 2,3 bilhoes de dolares em vendas em 2011. Outro
medicamento é a insulina Lantus™, do laboratério Sanofi, aplicado para o tratamento de
diabetes, também baseado em peptideos e que movimentou cerca de US$ 7.9 bilhoes de
dolares em 2013 (FOSGERAU; HOFFMANN, 2015; GRAND VIEW RESEARCH, 2020).

Outro exemplo é a industria de alimentos, em especial o mercado de peptidases,

que sao enzimas capazes de quebrar ligagoes peptidicas entre os aminoacidos das proteinas.
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As peptidases correspondem a 60% de todo o comércio mundial de enzimas industriais.
Em 2015, o mercado de peptidases foi avaliado em US$ 2,2 bilhoes de dolares, com uma
projecao de US$ 2,8 bilhoes de dodlares até o ano de 2020 (WORLD ENZYME, 2014;
KAPOOR; RAFIQ; SHARMA, 2017).

1.2.2 Perspectivas do Estado da Arte

O estado da arte em predicao de estruturas de proteinas explora basicamente duas
vertentes principais: PSP Machine Learning (arquiteturas deep learning) e PSP Multiob-
jetivo (algoritmos evolutivos multiobjetivos). Desde 2018, o PSP tem testemunhado o uso
substancial de arquiteturas de inteligéncia artificial e atingindo resultados excepcionais.
AlQuraishi (2021) detalha em seu artigo os principais avangos na area, com destaque
para as arquiteturas Transformers, Redes Neurais Recorrentes (RNN) e Redes Neurais
Convolucionais (CNN).

Em 2020, o preditor AlphaFol2 desenvolvido pela DeepMind (Google), revolucio-
nou o campo de predicao de estruturas de proteinas ao praticamente resolver o problema
do PSP sob o ponto de vista computacional. Este sentimento se tornou um consenso na
comunidade cientifica internacional de predi¢ao proteinas, o CASP (DEEPMIND, 2020).

Todavia, segundo Outeiral, Nissley e Deane (2022), apesar do enorme sucesso
de preditores como o AlphaFold e RoseTTaFold (BAEK et al., 2021), ndo ha nenhuma
evidéncia de que os preditores estao aprendendo a fisica do folding de proteinas. O sucesso
das redes neurais ¢ acompanhado por um indesejado efeito colateral conhecido como efeito
black box, onde nao ha como verdadeiramente saber o qué a rede neural esta aprendendo
na exploragao das mais variadas features de treinamento da rede.

Na abordagem do PSP Multiobjetivo o destaque tem sido para algoritmos que
comecam a utilizar a estratégia many objectives, ou seja, o uso de trés ou mais objetivos
simultaneamente, conforme mostra as tendéncias em trabalhos como Lei et al. (2022),
Marchi e Parpinelli (2021), Wang et al. (2020), dentre outros. Dentre as estratégias
evolutivas de otimizagao, as mais comuns sao Algoritmos Genéticos (AGs), Differential
FEvolution (DE), Particle Swarm Optimization (PSO) e Algoritmos Evolutivos (AEs)
adaptados. Apesar de consideraveis avancos, ainda mantém-se muito aquém dos resultados
obtidos pelas arquiteturas de deep learning (SIQUEIRA; VENSKE, 2021).

A principal caracteristica do PSP Multiobjetivo é selecionar uma combinagao
especifica de propriedades (denominadas de objetivos) que serao relevantes para a predigao
final da proteina. O PSP Multiobjetivo concentra na exploragao de poucos objetivos
especificos combinados em uma func¢ao objetivo, geralmente consistindo de propriedades
fisicas das proteinas tais como a energia potencial, a area superficial de acesso ao solvente
(SASA), entre outros. Sob o ponto de vista cientifico, esta abordagem é a que mais se

aproxima de investigar os mecanismos fisicos do folding.
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Segundo Kuhlman e Bradley (2019), em seu estudo de revisao do estado da arte,

a combinagao de técnicas nos algoritmos de predicao parece pavimentar as novas direcoes
no estudo do PSP:

Abordagens que combinem trajetérias de dindmica molecular com a

analise do funil de energia podem ser necessarias para capturar os

aspectos dinamicos destes sistemas flexiveis [proteinas|. (KUHLMAN;
BRADLEY, 2019, p. 694).

1.3 Proposta do Trabalho

Figura 2 — Proposta do preditor hibrido hyPROT.

l. Técnicas Multiobjetivos
de Predigdo de Proteinas

Técnicas Implementar diferentes
meétodos multiobjetivos de
predigdo de proteinas

PREDITOR
HIBRIDO DE
ESTRUTURAS
lll. Redes Neurais TERCIARIAS DE
Recorrentes PROTEINAS
Construir uma RNN para Deep Il. Perfil Evolutivo

extrair possiveis padrées do Learning Evolutivo
perfil de evolugdo dos
angulos diedros e gerar uma
nova conformacgéo

Obter o perfil evolutivo dos
angulos diedros dos diferentes
métodos multiobjetivo de
=" predigao de proteinas

Fonte: Autor.

A Figura 2 ilustra a proposta deste trabalho que consiste no desenvolvimento
de um preditor hibrido de estruturas terciarias de proteinas, denominado hyPROT,
que combina diferentes técnicas de otimizagao de Algoritmos Evolutivos Multiobjetivo
(MOEA, do inglés Multiobjective Evolutionary Algorithm), Dindmica Molecular e Redes
Neurais Recorrentes (RNN). A hipotese deste trabalho é a de que as redes neurais podem
ser capazes de generalizar as otimizagoes executadas pelos MOEAs, melhorando a acurécia
da predicao.

A estratégia adotada foi a de investigar o perfil de evolucao dos angulos diedros
(¢,1), construido registrando-se os angulos das melhores solugbes ao longo das geragoes
dos diferentes algoritmos evolutivos conforme as estruturas preditas se aproximam da
estrutura nativa. Como cada MOEA tem uma estratégia evolutiva diferente de otimizagao,
a informacao dos perfis evolutivos dos angulos de cada algoritmo pode ser abstraida e

generalizada com a utilizacao de RNNs, tratando o perfil evolutivo dos diedros (¢, )
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como uma série temporal. As RNNs sao arquiteturas de redes neurais apropriadas para
modelar dados de sequéncias e séries temporais.

Neste experimento foram investigados trés algoritmos evolutivos: NSGAII,
BRKGA e GDE3. Outra inovagao introduzida consiste na escolha da fungao objetivo
para os MOEAs: a energia de solvatagao (SOL), modelando a proteina solvatada expli-
citamente em agua; e a energia potencial das interagoes nao-covalentes (Non-Bond), em
especial, de Lennard-Jones e de Coulomb. Nao foi encontrado na revisao bibliografica do
PSP Multiobjetivo nenhum trabalho que realize diretamente a solvatacao da proteina e
processos de Dinamica Molecular acopladas as estratégias evolutivas.

Os resultados deste trabalho revelaram trés aspectos fundamentais:

[. Generalizacao da RNN. Esta abordagem hibrida permitiu reduzir em, pelo
menos, 33% o valor do RMSD, que ¢ uma métrica de acuracia comuns em
modelos de predicao. Este resultado corrobora com a hipdtese de que a RNN
poderia abstrair os vieses particulares de cada MOAE e fornecer insights sobre
padroes ocultos no perfil de evolucao que os algoritmos de otimizagao nao

conseguem capturar.

II. Redugao do espago de busca. O preditor hyPROT reduziu o espago
de busca dos angulos diedros (¢,%) em suas predig¢oes, aproximando-se dos
valores das estruturas nativas, podendo auxiliar em processos de otimizac¢ao

de diferentes métodos de busca.

III. Distribuicoes estatisticas. A exposi¢ao dos diedros (¢,1)) a duas camadas
de simulagoes in silico fisicamente plausiveis, ou seja, a minimizacao por
dominancia da funcao objetivo e a minimizacao da energia da estrutura por
Dinamica Molecular, resultou em uma série temporal de angulos cuja anélise
dos histogramas correspondentes parece indicar a formacao de um ensemble

estatistico que pode estar governando os valores dos angulos (¢, ¥).

1.4 Objetivos

Os objetivos deste trabalho sao:

1. Obter o perfil evolutivo dos angulos diedros (¢, 1)) dos aminoacidos durante a
evolugao das predigoes feitas por diferentes algoritmos evolutivos multiobjeti-
vos (MOEAs), resultantes da minimizagao por dominéncia da fung¢ao objetivo

e da minimizacao da energia das estruturas por Dindmica Molecular.

2. Treinar uma arquitetura de rede neural recorrente com as informacoes combi-

nadas dos perfis evolutivos de cada MOEA e verificar a capacidade de abstragao
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e generalizacao da rede, revelando possivelmente padroes ocultos no processo

de otimizacao do folding pelos MOEAs.

3. Avaliar as implicagoes cientificas e a acuracia das predigoes da proposta hibrida

apresentada.

A RNN ¢é treinada para extrair os principais aspectos do perfil de evolucao dos
angulos diedros do conjunto preliminar de predigoes dos algoritmos multiobjetivos. O
modelo, posteriormente, realiza predi¢oes de novos angulos e gera novas conformacoes
como estruturas candidatas (decoys) & estrutura nativa da proteina. A acuracia das
predicoes é feita comparando-se as predigoes com a estrutura nativa de cada proteina
utilizando as métricas de RMSD (Root-Mean-Square Deviation) e MAE (Mean Absolute

Error).

1.5 Publicacoes

e Almeida, A., de Lima, T.W. (2023). A Hybrid Predictor for Protein Tertiary
Structures. In: Arai, K. (eds) Intelligent Systems and Applications. IntelliSys
2022. Lecture Notes in Networks and Systems, vol 543. Springer, Cham. <https:
//doi.org/10.1007/978-3-031-16078-3 39~

1.6 Organizacao do Trabalho

O restante deste trabalho esta organizado da seguinte forma:

e Capitulo 2: Trata dos conceitos biologicos minimos necessarios a contextualiza-

¢ao do problema da predi¢ao de estruturas de proteinas (PSP).

e Capitulo 3: Aborda os aspectos conceituais mais essenciais & compreensao do
problema do PSP e os principais métodos de busca para explorar o vasto espaco

das conformagodes das proteinas.

e Capitulo 4: Revisao da litetura do PSP Machine Learning, uma categoria de
trabalhos que utilizam técnicas de inteligéncia artificial para tratar o PSP. Neste
capitulo, o objetivo é mostrar as principais arquiteturas de redes neurais mais

frequentemente aplicadas ao PSP.

e Capitulo 5: Revisao da literatura do PSP Multiobjetivo, cuja abordagem
é utilizar algoritmos evolutivos para modelar o PSP como um problema de
otimizacao. Nesta estratégia, o desafio consiste em construir uma fungao objetivo
que otimize a estrutura da predigao, investigando-se combinacoes de objetivos

que melhor caracterizem o folding.
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Capitulo 6: Descricao detalhada do preditor hibrido proposto neste trabalho.
A proposta apresentada combina algoritmos evolutivos multiobjetivos (MOEA),
dinadmica molecular e redes neurais recorrentes (RNN) para investigar o perfil de
evolugao dos angulos diedros (¢,1) das estruturas preditas por trés algoritmos
evolutivos: NSGA-II, BRKGA e GDE3. A hipotese é a de que o perfil evolutivo

dos diedros (¢, 1) possa revelar aspectos importantes do folding de proteinas.

Capitulo 7: Neste capitulo sao apresentados os resultados, analises e benchmar-
king dos experimentos com outros métodos da literatura do PSP Multiobjetivo. A
avaliagao do preditor ¢ mensurada calculando-se 0 RMSD e o MAE das predigoes

na comparacao com a estrutura nativa.

Capitulo 8: Por fim, sao apresentadas as conclusoes finais do trabalho e a

projecao de melhorias para trabalhos futuros.
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CAPITULO

PROTEINAS

O que sao proteinas?

Proteinas sao cadeias de ami- Figura 3 — A mioglobina (PDB ID: 1MBN) foi a pri-
noécidos unidos entre si por meio de li- meira proteina a ter a estrutura resolvida.
gacoes peptidicas. A formacao de dois
ou mais aminoacidos ¢ denominada de
peptideo. Cada aminoacido é dito ser
um monoémero, ou seja, a menor uni-
dade formadora de um peptideo que
integra uma reacao de polimerizacao,
resultando em macromoléculas organi-

cas denominadas proteinas (NELSON;

COX, 2008).
Em termos historicos, o pri-
meiro aminoacido descoberto foi a as- Fonte: Watson (1969).

paragina, em 1806. Somente em 1938 foi descoberto o tultimo aminoacido, a treonina. Ao
todo, mais de 700 aminoécidos ja foram encontrados na natureza, mas apenas 22 aminoa-
cidos formam todas as proteinas produzidas pelo corpo humano e pela maioria dos seres
vivos, denominados de aminodcidos candénicos ou naturais. A mioglobina, em destaque
na Figura 3, foi a primeira proteina a ter a sua estrutura tridimensional completamente
resolvida por meio da técnica de difragao de raios X em 1958 (KENDREW et al., 1958;
AMINO ACIDS GUIDE, 2022).

As proteinas sao vitais para as mais diversas func¢oes biologicas no organismo de
seres vivos. A funcionalidade de uma proteina depende sobremaneira do tamanho e da
forma de sua estrutura tridimensional. Todavia, ainda nao se conhece o exato funciona-
mento do mecanismo de enovelamento, ou do folding de proteinas. Levinthal (1968) foi o
primeiro a fazer a seguinte investigagao: conhecendo-se apenas a informacao da sequéncia

de aminodcidos de uma proteina, € possivel predizer a sua estrutura tridimensional?
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2.0.1 Funcoes Biologicas & Estrutura 3D

A seguir, ilustra-se como as fungoes bioldgicas das proteinas e as suas estruturas

tridimensionais estao correlacionadas e abrangem uma variedade de especificidades.

Catdlise de reacoes

Figura 4 — Enzima lactase (PDB ID: 4IUG), extraida As atividades enziméaticas sao
do fungo Aspergillus oryzae, auxilia na

quebra da lactose e estd presente em me- ) .
dicamentos como o LactosilT™ nhadas por proteinas. As enzimas ca-

uma das principais fungoes desempe-

talisam ou aceleram determinadas re-
acoes quimicas a fim de reduzir a ener-
gia de ativagao necessaria para uma re-
acao ocorrer.

Hoje se sabe que nem toda
enzima é uma proteina, foi verificado
que moléculas de RNA, como os ribos-

somos, ja foram observados desempe-

nhando fungoes de catalise também. A
fungao enzimatica pode ser controlada
Fonte: Maksimainen et al. (2013). ) i

por mudancas estruturais da proteina,
onde pequenas moléculas se ligam a essas enzimas e induzem alteragoes estruturais agindo
como interruptores, acionando ou desligando sua funcao enzimatica. Portanto, o grau de

flexibilidade estrutural de uma proteina esta intimamente relacionada a sua fungao bio-

logica (ERLACHER; POLACEK, 2008).

Transporte

Proteinas de transporte atuam facili- Figura 5 — Proteina de transmembrana em

forma de barril da Salmonella

tando o movimento de fons, de pequenas ou
typhimurium (PDB ID: 1A0S).

macromoléculas através do corpo, seja atuando
como proteinas carreadoras ou como canais de
passagem no caso das proteinas de transmem-
brana. As proteinas de transmembrana presen-
tes em superficies de membranas celulares fun-
cionam como poros, ou tuneis em forma de bar-

ril, criando um canal por onde é feito o trans-

porte de outras substéncias (Figura 5). Um

exemplo de proteina carreadora ¢ a hemoglo- Fonte: Forst et al. (1998).

bina, responsavel por transportar oxigénio para os pulmoes e demais tecidos.
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Armazenamento

Proteinas também podem servir como
silos de armazenagem de fons e outras pequenas
moléculas para uma posterior entrega quando
for solicitado pelo organismo. A funcao de ar-
mazenagem também protege as células dos efei-
tos toxicos de metais livres que transitam no
meio celular.

Por exemplo, a ferritina é uma proteina
produzida pelo figado e atua armazenando ions
de ferro que serao tuteis posteriormente na for-
magao da hemoglobina e das heméacias (Figura

6). Uma ferritina alta no organismo pode estar

Figura 6 — Ferritina humana, armazenando
um fon de ferro (Fe!'") no centro
(PDB ID: 1D4N).

Fonte: Yang et al. (2008).

relacionada a varias causas, como abuso de alcool, obesidade, infecgoes, etc.

SARS-CoV-2

Em 2020, a pandemia de COVID-19 revelou uma proteina que se tornou talvez

a mais conhecida no mundo, a proteina spike do coronavirus SARS-CoV-2 pertencente a

familia dos virus de RNA Coronaviridae (Figura 7).

Figura 7 — Proteina Spike do coronavirus SARS-CoV-2 (PDB ID: 6VXX). Esta proteina tem
afinidade de ligagao com receptores do tipo ACE2 (PDB ID: 7T9K), proteinas de
transmembrana presentes na superficie de células epiteliais do pulmao, iniciando a

invasao na célula hospedeira.

Coronavirus

Proteina Spike

Omicron ligada
ao receptor humano
ACE2

Fonte: Adaptado de Walls et al. (2020), Public Health Image Library (2020), Mannar et al.

(2022).

Como estratégia de ataque, o virus utiliza esta sua espicula (spike) para ligar-se

a alguns receptores especificos da célula hospedeira, como as proteinas de transmembrana
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ACE 2 (Angiotensin-converting enzyme 2) encontradas na superficie das células dos
pulmoes dos seres humanos. A tecnologia das vacinas de RNA, como a da Pfizer-BioNTec
e da Moderna, induzem a producao da proteina spike no organismo apoés a inoculacao da
vacina, promovendo a producao de anticorpos especificos e fortalecendo a nossa protecao
imunologica (CDC, 2022).

H& uma gama de outras fungoes que as proteinas podem desempenhar nos or-
ganismos a depender do tipo de sua estrutura nativa. Nos tltimos anos, os avancos nas
tecnologias de poder computacional, de sequenciamento de proteinas e de determinagao
experimental e predi¢ao computacional de suas estruturas tridimensionais aumentou signi-
ficativamente a quantidade de dados biologicos disponiveis. A modelagem computacional
de proteinas evoluiu rapidamente no mesmo ritmo, mas hoje é um consenso que apenas a

compreensao final do folding alavancaria as tecnologias de proteinas ao seu pleno potencial.

2.1 Aminoacidos

Aminoacidos sao moléculas organicas constituidas por trés grupos funcionais
distintos: (I) grupo amina; (II) um grupo carboxila; e (III) uma cadeia lateral R especifica
para cada tipo de aminoacido. Estes trés grupos ligam-se a um mesmo atomo de carbono,
denominado de carbono alfa (C,), como ilustra a Figura 8. A Eq. (1) mostra a férmula

quimica geral dos aminoécidos:

R—CH(NHy; — COOH). (1)
Figura 8 — Estrutura fundamental de um Figura 9 — Processo de formacao da ligacao
aminoacido. peptidica, com a liberacao de

uma molécula de agua.

an
)
K\

il Ty
Hgﬁ—CH—ﬁ—OH + H—N—CH—COO
(0]

H,0 /‘%’ H,0

R! H R?
R, _ ] ||
CADEIA LATERAL HEN—CH—(”J—N—CH—COO

0

CARBONO-Qx

G
RUpO
o
wrix0seY?

Fonte: Autor. Fonte: Nelson e Cox (2008).

Durante a formagao das proteinas os aminoacidos ligam-se por meio de liga¢oes
covalentes entre o grupo amina de um aminoacido e o grupo carboxila do outro. Estas
ligagoes quimicas sao conhecidas como ligacoes peptidicas, provocando a liberacao de uma

molécula de agua durante a reacgao, caracterizando, assim, uma rea¢ao de condensag¢ao.
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A Figura 9 ilustra o processo de formacao da ligagao peptidica. Por causa da
perda desta molécula de 4gua, estes aminoacidos passam a ser denominados de residuos
de aminodcidos. Nao obstante, frequentemente os termos aminodcidos e residuos de

aminodcidos sao usados indistintamente. A Tabela 1 lista todos os 22 aminoécidos naturais

conhecidos.
Tabela 1 — Lista dos 22 aminoacidos naturais.
Aminoacidos Cédigo Massa Molecular
3 letras 1 letra (g/mol) res (g/mol)

Glicina GLY G 75.07 57.05
Alanina ALA A 89.10 71.08
Serina SER S 105.09 87.08
Prolina PRO P 115.13 97.12
Valina VAL \Y% 117.15 99.13
Treonina THR T 119.12 101.11
Cisteina CYS C 121.16 103.15
Leucina LEU L 131.18 113.16
Isoleucina ILE I 131.18 113.16
Asparagina ASN N 132.12 114.11
Acido Aspéartico ou ASP D 133.11 105.09
Aspartato

Glutamina GLN Q 146.15 128.13
Lisina LYS K 146.19 128.18
Acido Glutamico ou GLU E 147.13 129.12
Glutamato
Metionina MET M 149.21 131.20
Histidina HIS H 155.16 137.14
Fenilalanina PHE F 165.19 147.18
Arginina ARG R 174.20 156.19
Tirosina TYR Y 181.19 163.18
Triptofano TRP W 204.23 186.22
Selenocisteina SEC U 168.07 150.06
Pirrolisina PYL O 255.31 237.30

Fonte: Autor.
Nota: A massa molecular por residuo — res (g/mol) — refere-se & massa dos aminoacidos
apos perderem HyO, considerando-se condigoes fisiologicas de pH 7 (neutro).
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Os aminoacidos diferem-se um do outro pelas caracteristicas especificas de
suas cadeias laterais, que pode variar em tamanho, carga elétrica, aromaticidade e
hidrofobicidade (hidrofébicos e hidrofilicos). O efeito hidrofébico é reconhecido como
uma das forgas mais significativas que influencia criticamente o folding esponténeo das

proteinas.

2.1.1 Classificacao dos Aminoacidos

Existem diferencas entre sistemas de classificacdo de aminoécidos, a depender
de quais caracteristicas deseja-se agrupar dentro de contextos especificos. Betts e Russell
(2003) fazem uma observacao dos tipos comuns de dificuldades inerentes a classificagao
de aminoacidos.

A classificagao a seguir é feita segundo Amino Acids Guide (2022), ressaltando-
se as propriedades fisico-quimicas das cadeias laterais dos aminoacidos em condic¢oes

fisiologicas de pH 7 (neutro).

Polar e carga elétrica neutra

Aminoacidos contendo uma cadeia lateral polar e sem carga elétrica.

0 OH o] 0
NH, NH, NH,
1. Serina (C3H7NOs3). 2. Treonina (C4HgNO3). 3. Cisteina (C3H7NO->S).
0 o o) )
s 0
He” OH © i HN OH
NH, N O NH,
4. Metionina (C5H;;NO,S). 5. Asparagina (C4HgN3Os3). 6. Glutamina (C5H19N2Os3).

Carga elétrica positiva
Aminoacidos cuja cadeia lateral em condigoes fisiologicas apresenta carga elétrica

liquida positiva (protonagao).

(0]
o NH (o} N
HN OH
\WJ\OH HZN)J\”/\/\‘)J\OH </ |
NH, NH, HN NF,
7. Lisina (CGH14N202). 8. Arginina (06H14N402). 9. Histidina (CGHgNgog).
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Carga elétrica negativa
Aminoéacidos que em condigoes fisiologicas apresentam carga elétrica liquida

negativa em suas cadeias laterais (deprotanagao).

H2N////, o

M

10. Aspartato (C4H7NOy). 11. Glutamato (CsHgNOy).

)

HO O

Apolar e alifatico
Aminoécidos que apresentam uma cadeia lateral hidrofébica, composta por
hidrocarbonetos sem a presenca de anéis arométicos.

0]

CHy O
i e )\rlk

HQN\)J\ o HeC on
OH NH, NH,

12. Glicina (CoHsNO»). 13. Alanina (C3H7NO3). 14. Valina (C5H;1NOsy).
o) CHy O

OH
CH;  NH, NH,
15. Leucina (CgH13NO3). 16. Isoleucina (CgH13NO2).  17. Prolina (C5HgNOs).

Aromaéaticos

Aminoacidos cujas cadeias laterais possuem anéis aromaticos.

OH
o
0
NH.
OH 2
. , oH
NH
2 HO o HN NH,

18. Fenilalanina (CoH;11NO3). 19. Tirosina (CoH;11NO3). 20. Triptofano (C11H12N203).
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2.2  Angulos Diedros

Os angulos diedros (¢, %, w, x) determinam completamente a orientagao da con-
formacgao das proteinas. Um diedro é qualquer angulo formado pela juncao de dois planos.
Neste caso, estes angulos situam-se ao longo da cadeia principal da proteina, frequente-

mente denominada de backbone.

Figura 11 — Os angulos diedros ¢, ¥ e w do backbone das proteinas.

Fonte: Almeida (2016).

A cadeia principal de uma proteina ¢ a regiao compreendida pelas ligagoes: C —
C’, C'-N'e N~ C!™ onde (i) e (i + 1) sao aminoédcidos adjacentes nesta sequéncia de
ligagoes ao longo de todo o backbone. Os angulos diedros terao essas ligagoes como arestas

dos planos, conforme ilustra a Figura 12.

Figura 12 — Angulo diedro v formado pelos O plano em amarelo na Figura 11

planos N'-Cg-C* e Co-C-NL, ilustra a area que compreende o backbone.

Os angulos formados com a cadeia lateral R

sao chamados de y, variando de x; a x5 a

depender da extensao da cadeia lateral de
cada aminoacido.

As ligagoes peptidicas sao rigidas, en-

tao as proteinas s6 podem assumir conforma-

¢oes definidas principalmente pelos angulos

Fonte: Almeida (2016). diedros ¢ e . O angulo w rotaciona o par C—

N onde é formada a ligacao peptidica e nor-

malmente pode assumir apenas dois valores devido a rigidez da ligacao: 0° ou 180°. Desta

forma, o angulo w praticamente nao coopera para a orientacao da estrutura tridimensi-
onal das proteinas (LYONS et al., 2014).
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Ramachandran e Sasiskharan  Figura 13 — Mapa de Ramachandran ilustrado.

(1968) constataram que os angulos die- 180°

dros ¢ e 1) podem assumir apenas valores folha-B

muito especificos por causa da interferén- o

cia estérica causada entre os atomos da achélice

mao esquerda

cadeia principal e da cadeia lateral.

0°

Estes angulos sao permitidos
apenas em certas regioes muito especi-

. . , ~héli
ficas, conforme ilustra a Figura 13 no -psi et
Mapa de Ramachandran. O mapa indica
que existem apenas certas combinagoes -180°
-180° 0° 180°
-phi +phi

possiveis para os angulos ¢ e 1 (RAMA-
CHANDRAN PLOT, 2022). Fonte: Autor.

Os aminoacidos cujos angulos estao situados nas areas em vermelho nao apresen-
tam interferéncias estéricas, sendo permitidas ocorréncias de estruturas do tipo a-hélices
e folhas-(. Nas areas em amarelo os atomos das duas cadeias encontram-se bem proximos
e favorecem a formagao de estruturas como as a-hélices. As estruturas a-hélices e folhas-
B fazem parte de uma categoria de estruturas de proteinas denominadas de estruturas
secundarias.

Por outro lado, existem regioes em que a aproximacao dos adtomos ¢é tao alta,
menor até mesmo que a soma dos seus respectivos raios de van der Waals, que a
interferéncia estérica proibe a ocorréncia de qualquer tipo de conformacao. As tunicas
excegOes sao para aminoacidos relativamente simples, como a Glicina que possui uma
cadeia lateral formada apenas por um tnico atomo de hidrogénio, entao a interferéncia

estérica é muito pequena e confere a liberdade de ocupar quaisquer quadrantes do mapa.

2.3 Classificacao Estrutural das Proteinas

Existem diferentes sistemas de classificagao de estruturas de proteinas relacio-
nando suas origens co-evolucionérias em familias, superfamiias, classes de fold, dominios
em comum, etc. Os principais sistemas de classificacao sdo o CATH (SILLITOE et al.,
2021) e SCOP (ANDREEVA et al., 2020).

De um modo geral, as estruturas das proteinas podem ser classificadas em 5

categorias: estruturas priméarias, secundérias, supersecundérias, tercirias e quaternarias.

2.3.1 Estrutura Primaria

A estrutura priméria é apenas a sequéncia linear dos aminoacidos codificados pelo

genoma de um organismo, desconsiderando qualquer aspecto estrutural. Métodos classicos
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de sequenciamento da estrutura priméria envolvem a técnica de degradacao de Edman,
espectroscopia de massa, entre outros (SCHLESINGER, 2005).

A estrutura primaria caracteriza-se por possuir em uma extremidade um terminal
amina e no outro um terminal carboxila. A Figura 14 exibe como exemplo a insulina
humana, composta por 51 aminoécidos, evidenciando-se ambos os terminais, além da
presenca de pontes dissulfetos entre os atomos de enxofre S. As pontes dissulfetos sao as
Unicas interagoes covalentes que desempenham um papel importante para a estabilidade

conformacional das estruturas terciarias.

Figura 14 — Estrutura priméria da insulina humana, constituida por 51 aminoacidos.

Insulina humana

S 3
BN cadeia A /
- S 19
18
s %@ 17y

o}
16 i
10 11 12 13 14 15 _C-0-H
/ 30
29

S

snsen o iirst

11 24
12
2 23

13 \l
1415 16 17 18 19 20 21 2

Fonte: Almeida (2016).

2.3.2 Estrutura Secundaria

Figura 15 — Estrutura secundaria no formato a-hélice, evidenciando as suas respectivas orienta-
¢oOes e dimensoes usuais.

Terminal amina
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&
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@

(b) Orientagoes possiveis da volta da hélice: mao

(a) Repetigao regular em formato helicoidal. T
esquerda e mao direita.

Fonte: Almeida (2016).

@ Instituto de Informatica — UFG



2.3. Classificacdo Estrutural das Proteinas 38

As estruturas secundarias sao pequenas unidades estruturais locais que integram
a estrutura nativa. Nas conformagoes secundarias, os angulos diedros ¢ e ¢ repetem-se em
padroes regulares ao longo dessas unidades estruturais. As estruturas secundarias de maior
representatividade sao as a-hélices e as folhas-g. A Figura 17 ilustra essas conformagoes

na representacao visual de ribbons, ou diagramas de fita.

Figura 16 — Estrutura secundaria no formato de folha-f3, evidenciando as suas respectivas orien-
tagoes e dimensoes tipicas.
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Fonte: Almeida (2016).

Figura 17 — Representacao das duas principais estruturas secundarias: a-hélice e folha-f.

(a) Representagao das a-hélices. (b) Representagao das folhas-£.

Fonte: Almeida (2016).

E comum adotar vérias formas visuais de representacio de estruturas de proteinas,
como este exemplo do formato em fita. Neste formato ribbon, os C, sao acomodados ao
longo do comprimento da fita (Figura 17a). Nas folhas-3, convenciona-se que o sentido

das setas ¢ do terminal amina para o carboxila (Figura 17b).
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2.3.3 Estrutura Supersecundaria

As estruturas supersecundéarias sao definidas pela combinagao de dois elementos
de estruturas secundarias através de um pequeno peptideo de conexao (entre um a cinco
aminoécidos de comprimento). Estas estruturas podem assumir vérios tipos de arranjos,

tais como a-helixz hairpins, B hairpins, p-a-f3, coiled coils, entre outros.

2.3.4 Estrutura Terciaria

A estrutura terciaria é a combinagao de estruturas secundérias e/ou supersecun-
darias, formando uma estrutura tridimensional completa de cadeia tnica (Figura 18). A
conformacao é estabilizada principalmente pelas interacoes das cadeias laterais dos ami-
noacidos. Proteinas com estruturas terciarias similares frequentemente compartilham das

mesmas fungoes biologicas (dominios).

Figura 18 — Estrutura terciaria da proteina PDB ID: 4TNC (2023), proteina formada por uma
tnica cadeia, mas com dois dominios diferentes.

(a) PDB ID: 4TNC (2023). (b) Dominios 4tncA01 (roxo) e 4tncA02
(transparente) (CATH, 2023).

2.3.5 Estrutura Quaternaria

A estrutura quartenaria de uma pro- Figura 19 — Estrutura quaternéria da he-
moglobina humana PDB ID:
6NBC (2023).

teina é formada por duas ou mais cadeias
(chains), denominadas de subunidades. Cada su-
bunidade é uma estrutura terciaria completa.

A estrutura quaternaria é estabilizada
principalmente pelas pontes de hidrogénio e li-
gacoes de van der Waals entre as subunidades.

Na Figura 19 é ilustrada a hemoglobina, eviden-

ciando as estruturas das quatro subunidades in-
dependentes. Fonte: Herzik, Wu e Lander (2019).
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2.3.6 Dominios & Classificagao dos Tipos de Folds

Dominios sao trechos de estruturas terciarias dentro da proteina que apresentam
funcoes biologicas especificas e cujo folding ocorre de maneira independente do restante
da estrutura (Figura 18).

Os dominios sao fortemente relacionados a fungao bioldgica de uma proteina.
Por esse motivo, os dominios sao considerados unidades funcionais independentes e fre-
quentemente permanecem conservados entre proteinas de uma mesma familia, indicando
uma alta correlagao com o histérico evolutivo dos ancestrais em comum de cada orga-
nismo. Por outro lado, estruturas secundéarias como as a-hélices e folhas- basicamente

desempenham fungoes de suporte estrutural.

Tabela 2 — Principais classes de fold dos dominios de proteinas.

all-a all-8 a+ 3 a/B

PDB ID: 1VII PDB ID: 116C PDB ID: 1E0G PDB ID: 16GS

Dominios Dominios Dominios Dominios com
constituidos formados apenas constituidos por intercalacao de
apenas por por folhas-£3. a-hélices e folhas-( | estruturas
a-hélices. distribuidos a-hélices e

separadamente ao | folhas- ao longo
longo do backbone. | do backbone.

Fonte: Autor.

Na literatura é comum classificar as proteinas de acordo com o tipo de fold dos
seus dominios, ou seja, segundo a distribuicao das estruturas secundarias nos dominios.
A Tabela 2 ilustra as quatro principais classes de fold de acordo com o sistema SCOP de
classificagdo (ANDREEVA et al., 2020).

Os dominios tém um papel importante no design de novas proteinas sintéticas,
pois o tipo de dominio indica o tipo de funcao, o que no design de novas proteinas é
determinante. Na tltima publicagado do SCOP (2022-06-29) estavam catalogados 72.544

dominios, abarcando 861.631 estruturas de proteinas.
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2.4 Meétodos de Determinacao de Estruturas

de Proteinas

Existem quatro principais técnicas de determinacao de estruturas tridimensionais
de proteinas: Cristalografia por Difracao de Raios X, Ressonancia Magnética Nuclear
(RMN), Cryo-electron Microscopy (Cryo-EM) e Computed Structure Models (CSM).

2.4.1 Cristalografia por Difracao de Raios X

Talvez uma das mais antigas técnicas de determinacao de estruturas moleculares,
a cristalografia por difracao de raios X utiliza feixes de raios X que bombardeiam as
amostras de proteinas. O espalhamento da radiagao cria um mapa de pontos, com regioes
de alta densidade eletronica que depois sao processados a fim de estimar o formato das
estruturas tridimensionais.

Contudo, tais amostras precisam de ser preparadas previamente, sendo necessario
que as proteinas formem estruturas cristalinas para que sejam sensiveis ao equipamento.
Existem vérias limitagoes com esta técnica, pois nao sao todas as proteinas que conseguem
formar redes cristalinas e nem sempre é possivel criar ou predizer as condi¢oes ideais para
conduzir os experimentos de cristalografia. Esta técnica é ideal para investigar proteinas
grandes, de dimensdes acima da ordem de 100 kDa (DRENTH, 1994; BRUNGER, 1997).

2.4.2 Ressonancia Magnética Nuclear

Na técnica de Ressonancia Magnética Nuclear (RMN), a proteina é colocada
em solucao sem a necessidade de formacao de redes cristalinas. Todavia, apresenta a
desvantagem de ser aplicavel somente a pequenas moléculas de peso atomico abaixo dos
50 kDa.

Nos experimentos de RMN sao utilizados fortes campos magnéticos externos na
amostra e, devido as propriedades quéanticas dos spins atomicos, sao formados pequenos
dipolos magnéticos que se alinham na diregdo do campo em dois sentidos: paralelo (de
baixa energia) e antiparalelo (de alta energia). Entao, sdo disparados pulsos eletromagné-
ticos curtos com uma determinada frequéncia de ressonéancia, fazendo com que a energia
do pulso seja absorvida e depois emitida devido as transi¢oes entre os niveis de energia
rotacional dos nucleos (BRANDEN; TOOZE, 1991).

A formagao do espectro de absorgao resultante fornece vérias informagdes impor-
tantes, tais como a distancia entre as ligacoes quimicas entre os atomos. Contudo, para
gerar as estruturas tridimensionais sao necesséarias outras informagoes, como por exemplo
a geometria, a quiralidade, o comprimento das ligagoes, os angulos de ligagao, entre outros.

Por meio de processamento computacional sao geradas familias de estruturas correlacio-
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nadas dentro de um interval de confianca de conformacoes possiveis. Depois, seleciona-se

a estrutura mais aceitavel segundo os critérios adotados pelo pesquisador.

2.4.3 Cryo-electron Microscopy

A revista Nature, na publicacao de 10 de fevereiro de 2020, coloca como titulo:
Revolutionary cryo-EM is taking over structural biology (NATURE, 2020).

A técnica de Cryo-electron Microscopy (cryo-EM) tem sido considerada revoluci-
onaria para o campo de determinacao de estruturas bioldgicas, constituindo o estado da
arte das técnicas experimentais. Pelo desenvolvimento desta técnica, Jacques Dubochet,

Joachim Frank e Richard Henderson receberam o Prémio Nobel de Quimica de 2017:

“...for developing cryo-electron microscopy for the high-resolution struc-
ture determination of biomolecules in solution.” (THE NOBEL PRIZE,
2017).

A técnica consiste em congelar de forma instantanea solucoes de proteinas e
bombardea-las com elétrons. Da mesma forma que na difragao por raios X, é formado um
mapa de pontos que serao depois reconstruidos a fim de se gerar a estrutura tridimensional
da proteina. A sensibilidade da cryo-EM permite resolver estruturas com precisao menor
do que 2 A, ou seja, quase a nivel atomico.

Em 2020, uma maquina topo de linha no mercado chegava a custar cerca de US$
7 milhoes de dolares. Custos com a preparacao da sala e a instalacao do microscopio
também poderiam girar na casa dos milhoes de doélares. Outros custos operacionais, como
os gastos com eletricidade, pode girar em torno de US$ 10.000,00 por dia. O custo médio
para se determinar a estrutura de apenas uma proteina chega a ser de US$ 50.000,00
dolares (HAND, 2020).

2.4.4 Computed Structure Models

Computed Structure Models (CSMs) sao métodos computacionais de predigao de
estruturas de proteinas que surgem como alternativa aos experimentos de laboratorio.
Os modelos computacionais nao necessitam de preparacao de amostras, além de reduzir
custos de aquisicao e manutencao de equipamentos.

Em experimentos in silico é possivel explorar diversos insights valiosos ao permitir
a testagem de hipoteses e explorar os mecanismos envolvidos no folding de proteinas.
Recentemente, os modelos preditos por computador tornaram-se precisos o suficiente para
se equipararem & precisao experimental (TUNYASUVUNAKOOL et al., 2021).

Os CSMs podem ser divididos em duas categorias principais:

Template-based modeling (TBM)

Este método utiliza templates, ou modelos prévios de estruturas ja conhecidas
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cujas caracteristicas estao relacionadas com a proteina-alvo (query) de estrutura
desconhecida. Este tipo de método normalmente aplica técnicas de alinhamentos
entre query/templates, como o Multiple Sequence Alignment (MSA), a fim de
mensurar similaridades estruturais locais e globais. Dentre os métodos existentes
destacam-se os de homologia (comparative modeling) e threading. Considera-se
que duas estruturas sejam homologas (similares) quando mais de 30% de suas
sequéncias de aminoacidos sdo iguais (GINALSKI, 2006; HILBERT; BOHM;
JAENICKE, 1993).

Template-free modeling (FM)
Modelos free modeling, também conhecidos como ab initio, ou de novo, nao
dependem do conhecimento prévio de outras conformacgoes. A partir da sequéncia
de aminoécidos da proteina-alvo sao aplicados modelos fisicos e estatisticos para
derivar as informacoes necessarias para simular o folding ou outras propriedades
das proteinas. Normalmente a estratégia se baseia em produzir uma ampla
amostragem de estruturas candidatas (decoys), a aplicagdo de alguma funcao
de energia para selecionar as melhores solugoes e, por fim, o ranqueamento destas

solugdes (LEE; WU; ZHANG, 2019).

No método homologia (TBM) compara-se a proteina-alvo com outras proteinas
similares (homologas) a fim de encontrar padrdes estruturais. No método threading
(TBM) é feita uma busca estatistica testando vérios tipos de alinhamentos entre a
proteina-alvo e varias outras sequéncias selecionadas de bancos de dados, de acordo com
determinados critérios.

O método ab initio (FM), também conhecido como de novo, ou primeiros
principios, objetiva uma modelagem aplicando os principios fisicos envolvidos no processo
de formacao da estrutura nativa da proteina. Em geral, procura-se modelar campos de
forca estimando funcgoes de energia potencial que absorvam a fenomenologia do folding.
Por exemplo, a nogao de que a conformacao nativa de uma proteina é tal que possa
ser termodinamicamente favoravel ao ponto de fornecer estabilidade estrutural suficiente,
minimizando a energia livre de sua conformagao.

O estado da arte dos métodos computacionais de predi¢ao de proteinas é frequen-
temente apresentado no CASP, um evento de competicao entre os melhores modelos de
predicao. Contudo, nos CASPs dos tltimos anos os modelos apresentados tém incorpo-
rado um misto dessas técnicas. Cada vez mais modelos FM mesclam estratégias TBM,
dando origem a categoria TBM/FM, incorporando fungoes de energia, threading, MSA,
machine learning e fragment assembly a fim de melhorar a performance das predigoes.

Esta abordagem demonstrou ser revolucionaria no campo de predi¢ao de proteinas (PE-

ARCE; ZHANG, 2021; KUHLMAN; BRADLEY, 2019).

@ Instituto de Informatica — UFG



2.5. Representagdo Computacional de Proteinas 44

2.4.5 CASP - Comparative Assessment of Methods for Protein

Structure Prediction

Em 1994, John Moult (Universidade de Maryland, EUA) e Krzysztof Fidelis
(Universidade da Califérnia, EUA) criaram o CASP (Comparative Assessment of Methods
for Protein Structure Prediction), uma competigao internacional que ocorre a cada 2 anos
para avaliar os melhores algoritmos de predi¢ao de proteinas (CASP, 2023).

Para a competigao, o CASP dispoe para a comunidade cientifica estruturas ainda
nao determinadas ou ainda nao tornadas ptblicas para servirem de proteinas-alvo (targets)
para os modelos de predi¢ao dos grupos participantes. Estes grupos normalmente sao os
responsaveis por determinar o estado da arte dos métodos computacionais de predicao
de proteinas.

Dentre os modelos computacionais do estado da arte apresentados no CASP14
(2020), pode-se destacar:

B Categoria TBM
AlphaFold2 (JUMPER et al., 2021), RoseTTAFold (BAEK et al., 2021) e
MULTICOM (LIU et al., 2022).

B Categoria FM
AlphaFold2 (JUMPER et al., 2021), RoseTTAFold (BAEK et al., 2021).

2.5 Representacao Computacional de Proteinas

Existem dois formatos mais comuns de se representar as coordenas dos atomos

de uma proteina:

Coordenadas cartesianas
A proteina é representada por um sistema de coordenadas cartesianas, com

indicagoes da posicao tridimensional (z,y, z) de cada atomo da proteina.

Coordenadas internas
A proteina é representada por um sistema de informagoes sobre cada atomo, tais
como o numero atomico, comprimento de ligagao, angulo de ligagao e os angulos

diedros associados.
Coarse-grained vs. full-atom

Representar proteinas com todos os seus atomos (full-atom ou all-atom) geralmente

demanda grande poder computacional e tempo de execucao.
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Figura 20 — Representacao coarse-grained vs. all- Computar todas as interagoes
atom.

entre os pares de atomos custa O(n?),
crescendo polinomialmente com o nu-
mero de atomos n. Portanto, normal-
mente é util reduzir o nimero de in-
teragoes representando a proteina com
modelos coarse-grained, ou centroides.
Neste modelo o backbone permanece full-

atom, enquanto que as cadeias laterais

sao representadas por esferas como se fos-
Fonte: Badaczewska-Dawid, Kolinski e Kmiecik

sem um tnico atomo, cujas propriedades
(2020).

como tamanho, carga elétrica e polari-
dade sao determinadas pelo tipo de residuo. Modelos centroides favorecem algoritmos
de busca como o de Monte Carlo, auxiliando na suavizagao do perfil de energia e evitando
cair com mais facilidade nos minimos locais (LEAVER-FAY et al., 2011).

2.5.1 FASTA, PDB e Banco de Dados

Computacionalmente, em geral, as proteinas sao representadas por dois tipos de
formato de dados: .fasta e .pdb. O formato FASTA é o mais simples e contém apenas a
sequéncia de caracteres que representam os aminoécidos da proteina (estrutura primaria,
subsegao 2.3.1) com um cabegalho identificador.

Os arquivos no formato PDB armazenam varios tipos de informagoes, como o
nome da proteina, o seu método de determinacao experimental, as coordenadas das po-
sicoes dos atomos, entre outros. Desde 2014 um novo padrao vem sendo paulatinamente
adotado pela comunidade de bioinformatas, o padrao PDBx/mmCIF, de extensao .mm-
cif, trazendo aperfeicoamentos como correcoes de erros, atualizagoes, etc.

O formato FASTA tornou-se um formato padrao no campo de Bioinformatica.
Ele contém um cabecalho de identificacao do composto biologico, iniciado com o caracter
“>" e uma segunda linha contendo uma sequéncia de representacao do composto, como
nucleotideos ou os codigos de 1 letra de aminoécidos. As Figuras 21 e 22 ilustram os
arquivos .fasta e .pdb da proteina 1VII, respectivamente (NCBI BLAST, 2023).

Figura 21 — Arquivo FASTA da proteina PDB ID: 1VII.

>1VII_1|Chain A|VILLIN|Gallus gallus (9031)
MLSDEDFKAVFGMTRSAFANLPLWKQQNLKKEKGLF

Fonte: Autor.
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No formato PDB, cada linha deste arquivo é chamada de record e dispoe de
varias informagoes arranjadas em diferentes formas para descrever a estrutura da proteina.
Normalmente, é um arquivo que contém muitas linhas com varios tipos de descrigoes e
frequentemente utiliza as coordenadas cartesianas para indicar as posi¢oes tridimensionais

dos atomos que constituem a proteina (Figura 22).

Figura 22 — Trecho do arquivo PDB da proteina 1VII, evidenciando a representacao das coorde-
nadas tridimensionais de seus atomos.

HEADER ACTIN BINDING 15-JAN-97 1VII

TITLE THERMOSTABLE SUBDOMAIN FROM CHICKEN VILLIN HEADPIECE, NMR, MINIMIZED
TITLE 2 AVERAGE STRUCTURE

COMPND MOL_ID: 1;

COMPND 2 MOLECULE: VILLIN;

COMPND 3 CHAIN: A;

COMPND 4 FRAGMENT: THERMOSTABLE SUBDOMAIN;

REMARK 1 AUTH  C.J.MCKNIGHT,D.S.DOERING,P.T.MATSUDAIRA,P.S.KIM
REMARK 1 TITL A THERMOSTABLE 35-RESIDUE SUBDOMAIN WITHIN VILLIN HEADPIECE
REMARK 1 REF J.MOL.BIOL. V. 260 126 1996

REMARK 210 EXPERIMENTAL DETAILS

REMARK 210 EXPERIMENT TYPE : NMR

REMARK 210 TEMPERATURE (KELVIN) : 303

SEQRES 1 A 36 MET LEU SER ASP GLU ASP PHE LYS ALA VAL PHE GLY MET

SEQRES 2 A 36 THR ARG SER ALA PHE ALA ASN LEU PRO LEU TRP LYS GLN

SEQRES 3 A 36 GLN ASN LEU LYS LYS GLU LYS GLY LEU PHE

HELIX 1 1ASPA 44 LYSA 48 1 5
HELIX 2 2ARGA 55 PHEA 58 1 4
HELIX 3 3LEUA 63 GLUA 72 1 10
ATOM 1 N META 41 1.177 -10.035 -3.493 1.00 2.04 N
ATOM 2 CA MET A 41 0.292 -8.839 -3.377 1.00 1.55 ©
ATOM 3 C META 41 -0.488 -8.912 -2.063 1.00 1.22 ©
ATOM 4 0 META 41 -1.039 -9.937 -1.709 1.00 1.32 0
ATOM 5 CB MET A 41 -0.674 -8.793 -4.565 1.00 1.98 ©
ATOM 6 CG MET A 41 -0.091 -7.889 -5.657 1.00 2.27 ©
ATOM 7 SD MET A 41 -0.153 -8.747 -7.255 1.00 3.04 S
ATOM 8 CE MET A 41 -0.971 -7.432 -8.193 1.00 3.78 ©
ATOM 9 HlI MET A 41 0.835 -10.784 -2.856 1.00 2.30 H
ATOM 10 H2 MET A 41 1.166 -10.381 -4.475 1.00 2.37 H
ATOM 11 H3 MET A 41 2.149 -9.775 -3.227 1.00 2.53 H
ATOM 12 HA MET A 41 0.900 -7.946 -3.376 1.00 1.67 H
ATOM 13 HB2 MET A 41 -0.814 -9.790 -4.956 1.00 2.45 H
ATOM 14 HB3 MET A 41 -1.623 -8.395 -4.242 1.00 2.38 H
ATOM 15 HG2 MET A 41 -0.664 -6.978 -5.716 1.00 2.70 H
ATOM 16 HG3 MET A 41 0.934 -7.651 -5.412 1.00 2.55 H
ATOM 17 HE1 MET A 41 -0.619 -6.471 -7.850 1.00 4.27 H
ATOM 18 HE2 MET A 41 -0.742 -7.544 -9.243 1.00 4.03 H
ATOM 19 HE3 MET A 41 -2.038 -7.498 -8.043 1.00 4.05 H

Fonte: Autor.

Cada proteina é identificada nos bancos de dados por um ID tnico, conforme visto
ao longo deste capitulo nos codigos PDB IDs. Existem varios bancos de dados disponiveis

para consulta de compostos biolégicos, os principais talvez sejam:

1. Protein Data Bank (2023): Este banco de dados arquiva informagoes sobre as
formas 3D de proteinas, acidos nucléicos e conjuntos complexos que ajudam
estudantes e pesquisadores a entender muitos dos aspectos relacionados a

biomedicina e agricultura, da sintese de proteinas a satide e doengcas;
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2. The UniProt Consortium (2023): Disponibiliza um banco de dados de proteinas
expressas por cada organismo vivo, com informacoes anotadas de alto nivel,

incluindo os aspectos funcionais de suas atividades biologicas (Figura 23);

3. NCBI (2023): Referéncia mundial para pesquisas de informagoes biologicas,
contendo um mecanismo de busca para uma grande variedade de banco de

dados relacionados a informacoes biomédicas e genomicas;

4. wwPDB (2023): A organiza¢ao World Wide PDB (wwPDB) gerencia o formato
PDB e garante que o PDB seja livre e disponivel publicamente para toda a

comunidade cientifica.

Figura 23 — UniProtKB: Distribui¢cao do tamanho das proteinas registradas no banco de dados.
O tamanho médio de uma proteina é de 351 aminoacidos (Dez. 2022).
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25.000.000 Sequénciamédia: 351 aminoécidos
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Fonte: Autor.

2.5.2 Softwares de Visualizagao & Analise de Proteinas

Os softwares de visualizacao e anélise de proteinas extraem informacgoes contidas
no formato PDB e renderizam as proteinas, ou demais compostos bioldgicos, em diversas
representagoes visuais, tais como: ribbon, wireframe, ball and stick, rockets, superficie
de van der Waals, etc. Estes softwares permitem varios tipos de anélises moleculares,

modelagens e simulagoes. Dentre os softwares mais utilizados, pode-se citar:

1. Jmol: Visualizador open-source de estruturas quimicas 3D, conta com recursos
dedicados para quimica, biomoléculas, cristais e outros materiais, conforme
ilustra a Figura 24 (JMOL, 2023);

2. PyMOL: Visualizador molecular de alta performance com suporte a anima-
¢oes e renderizacao de alta qualidade, possui rotinas para tratamentos de dados

de cristalografia e outras atividades moleculares graficas (PYMOL, 2023);
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3. UCSF Chimera: Programa de visualizagao interativa e de analise de estru-
tura molecular (UCSEF CHIMERA, 2023).

Figura 24 — Exemplo de diferentes representacoes visuais da mioglobina (PDB ID: 1MBN),
renderizadas pelo software Jmol (2023).

/ J

(a) Ball and stick. Indica as posigoes relativas  (b) Rockets. As estruturas do tipo a-hélices sdo
dos atomos e das ligagoes quimicas. representadas por cilindros com setas.

Fonte: PDB ID: 1MBN (2023).

2.6 Consideracoes Finais

Neste capitulo foram apresentados os conceitos biol6gicos minimos necessarios
a compreensao do problema da predigao de proteinas. Proteinas sao formadas por
polipeptideos constituidos por cadeias de aminoéacidos. Ao todo, 22 aminoacidos formam
todas as proteinas naturais conhecidas.

Em rela¢ao aos aspectos estruturais, os angulos diedros (¢, v, w, ) constituem
os parametros principais que determinam a orientacao tridimensional das proteinas.
As propriedades fisico-quimicas dos aminoécidos, como carga elétrica e hidrofobicidade
(residuos polare e apolares), sdo determinadas pelas suas cadeias laterais (side chains).
As estruturas de proteinas podem ser classificadas em estruturas primaria, secundéaria,
tercidria e quaternaria. A partir das estruturas terciarias é possivel identificar dominios
estruturais que sao responsaveis por desempenhar as funcoes biolégicas das proteinas.

A determinacao estrutural da proteina pode ser feita por diferentes métodos,
em especial, os métodos in silico de predicao computacional denominados Computed
Structure Models. O estado da arte dos algoritmos de predicao de estruturas de proteinas
é frequentemente apresentado no CASP, uma competicao que ocorre a cada 2 anos e
que avalia a acuracia dos algoritmos de predicao de estruturas e traca as fronteiras do
conhecimento do problema de predigao de estruturas de proteinas, um problema conhecido

na literatura cientifica como PSP - Protein Structure Prediction problem.
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CAPITULO

O PROBLEMA DA PREDICAO DE ESTRUTURAS DE
PROTEINAS

O folding de proteinas, ou enovelamento, é um processo pelo qual a proteina,
a partir de sua estrutura primaria, passa por dobramentos sucessivos sobre si mesma for-
mando uma estrutura tridimensional termodinamicamente favoréavel que busca minimizar
a energia livre e a entropia de sua conformagao. Se a conformagao apresentar alguma
funcao biologica ativa, diz-se que a proteina estd em sua estrutura nativa.

Na literatura, o conjunto de teorias e métodos que englobam a modelagem
do folding e a predicao da estrutura nativa, embora sejam problemas distintos, sao

comumente denominados de PSP — Protein Structure Prediction problem.

O Dogma de Anfinsen

O processo inverso do folding chama-se desnaturagao. A proteina se desdobra
de sua estrutura tridimensional tornando-se uma cadeia amorfa (denominada coil) e
retorna para a sua estrutura primaria. As vezes até conserva algumas pequenas estruturas
enoveladas, porém sem nenhuma fungao biologica ativa. Anfinsen (1973) demonstrou por
meio de experimentos com ribonucleases que a desnatura¢ao pode ser reversivel.

Algumas proteinas desnaturadas pelo calor, reagentes de desnaturagao ou altera-
¢oes de pH, conseguem enovelar-se novamente para a sua estrutura nativa, desempenhando
as suas atividades biolégicas. Este processo é denominado de renaturacao.

Anfinsen (1973) levantou a hipotese de que a desnaturacao pode ser reversivel ao
supor que a unica informacao necessaria para o folding encontra-se na propria sequéncia
de aminoacidos da proteina. Esta hipotese ficou conhecida como O Dogma de Anfinsen, as
vezes também citada como A Hipdtese Termodindmica. Christian B. Anfinsen foi laureado

com o Nobel de Quimica em 1972 pelo:

“...seu trabalho sobre a ribonuclease, especificamente no que concerne
a conexdo entre a sequéncia de aminodcidos e a confirmagdo de sua
atividade bioldgica.” (THE NOBEL PRIZE, 1972).
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O Paradoxo de Levinthal

Levinthal (1968) imaginou a seguinte situagao: considere, por exemplo, que
o folding seja um processo completamente aleatorio, explorando por tentativa e erro
todas as conformacoes possiveis até encontrar a estrutura nativa. Entao, considere que
um organismo como a bactéria E. Coli seja capaz de formar proteinas biologicamente
ativas utilizando 100 residuos de aminoacidos e gastando, em média, 5 segundos a uma
temperatura de 37 °C'. Por hipétese, suponha que cada aminoécido consiga formar 10 tipos
de conformacoes diferentes. Entao, 100 aminoacidos poderiam formar até 10'% tipos de
estruturas diferentes.

Considerando tempos usuais de processos biolégicos, onde os mais curtos giram
em torno de ~ 1073s, se para cada tentativa de formacao da estrutura fosse gasto este
tempo, entao levaria cerca de ~ 103 anos para percorrer todas as conformacoes possiveis.
Este tempo é maior que a idade do proprio universo. Desde o inicio do Big Bang passaram-
se cerca de 13,8 bilhdes de anos, ou ~ 10'° anos.

Embora esta estimativa de tempo tenha sido por vezes questionada por alguns
autores, argumentando que esta escala de tempo poderia ser significativamente reduzida,
nao ha duavidas de que o tempo gasto ainda seria muito menor do que por escolhas
aleatorias de caminhos até a estrutura nativa (FINKELSTEIN; GARBUZYNSKIY, 2016).

No entanto, fica evidente que o folding de proteinas nao é um processo de
predominio randémico. O folding ocorre muito rapidamente, em média dura cerca de
microssegundos. Tal problema ficou conhecido na literatura como O Paradozxo de Levinthal
(SCHONBRUN; DILL, 2003; ZWANZIG; SZABO; BAGCHI, 1992).

3.1 Caminhos do Folding

Figura 25 — Representagao do funil de energia Levinthal (1968) argumenta que

livre do folding. C . L . .
f g deve existir uma série de etapas, ou cami-

. = nhos de folding, que o processo de enovela-
Entropy Unforded mento deve percorrer, guiando as mudan-
¢as conformacionais até chegar na estru-

tura nativa. Na literatura sao encontrados

varios modelos para tentar explicar os me-

Energy - . 3 2 . 2 .
{‘F:\f canismos do folding, porém, ninguém ainda
A
Molten globule .
sabe o exato funcionamento de como a pro-
teina encontra a sua estrutura nativa.
o Para Dill et al. (2008), “o folding é
(& \‘ .
Native state uma transicao da desordem para a ordem,
5 2
Fonte: Splettstoesser (2013). nao de uma estrutura para outra”. Pande e
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Rokhsar (1999) demonstraram por meio de simulagoes computacionais que uma proteina
percorre varios caminhos intermediarios até encontrar a sua estrutura nativa. A Figura
25 ilustra estes dois conceitos do folding.

Convém frisar que a estrutura nativa nem sempre é termodinamicamente estdvel,
do ponto de vista do conceito de equilibrio termodindmico, preferindo-se o uso da
expressao termodinamicamente favordvel. Segundo Nelson e Cox (2008, p. 114), o “termo
estabilidade pode ser definido como a tendéncia de manter a conformacao nativa’.
Contudo, as proteinas em sua conformacao nativa podem ser fracamente estaveis. A
diferenca de energia livre (AG) que separa um estado enovelado de um nao-enovelado
¢ de apenas de 20 a 65kJ/mol.

Frauenfelder, Sligar ¢ Wolynes (1991) foram os primeiros a realizar estudos dos
perfis energéticos do folding de proteinas. O funil de energia é uma hipersuperficie n-
dimensional que descreve a energia livre da proteina em funcao de suas coordenadas
conformacionais, ou coordenadas de reacao. Em geral, n é muito grande em razao da
composicao da proteina ser feita de muitos aminoédcidos. Cada aminoécido, no minimo,
contribui com trés graus de liberdade rotacionais (dngulos diedros ¢,,w), portanto, o
espaco de fase termodinamico é extraordinariamente grande.

A Figura 26 ilustra exemplos de perfis da superficie de energia livre para alguns
dos possiveis caminhos do folding. A Figura 26a ilustra um processo de folding rapido, sem
barreiras energéticas entre as conformagoes nao-nativa e nativa. A Figura 26b representa
caminhos com algumas armadilhas cinéticas, havendo possiveis caminhos intermediarios
fora do caminho principal do folding.

Na Figura 26¢, o folding ocorreria de forma muito lenta e a proteina demoraria
muito procurando pelas conformagoes mais favordveis, uma vez que varios caminhos
possuiriam praticamente a mesma energia (superficie equipotencial). Na Figura 26d,
haveria sempre um caminho intermediario obrigatorio antes de se chegar na conformacao

nativa final.

Figura 26 — Iustragao de perfis energéticos do processo de folding até a estrutura nativa (N).

N

(a) Folding rapido. (b) Armadilhas cinéticas.  (c) Folding lento. (d) Folding com um inter-

mediario obrigatorio.

Fonte: Adaptada de Dill et al. (2008).
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3.1.1 Transicoes Conformacionais

Figura 27 — Modelo de transigao de dois niveis de energia para o folding. A diferenga entre
os pontos T'S e D corresponde ao méximo de energia gasta pela proteina para o
enovelamento.

Free Energy

Free Energy

| Conformational

backward ¢ & =  forward
coordinate

Fonte: Adaptado de Schonbrun e Dill (2003).

As transi¢oes conformacionais sao normalmente de dois tipos: gradual ou sharp.
Nas transi¢oes do tipo gradual o estado do sistema muda gradativamente em funcao da
temperatura, ou da coordenada de reacao (Figura 27). Nas transi¢oes sharp, também co-
nhecidas como all-or-none, as mudancas sao abruptas e se caracterizam pela coexisténcia

de fases mistas, como no exemplo do derretimento do gelo com a presenca de dgua liquida.

3.1.1.1 Transicao gradual

Figura 28 — Transicao gradual: corresponde a uma transicao suave entre os diferentes estados
com energia interna F, a uma dada temperatura 7. A probabilidade de encontrar
a proteina em um determinado estado é dada por uma funcao de densidade de
probabilidade w(E).
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T
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! ! T ! 1
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(a) Energy (b) Temperature (c) Energy

Fonte: Finkelstein e Ptitsyn (2002, p. 93).

Neste tipo de transicao, a dependéncia da energia interna com a temperatura
sempre apresentara a forma S-shaped na curva de E(T') (Figura 28b). Na transicao gradual
a condigao é que a curva S(F), da entropia em func¢ao da energia interna, seja convexa.
A estabilidade estrutural é imposta pela convexidade de S(F) durante o processo de

minimizagao da energia livre conformacional (Figura 28a).
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A probabilidade de encontrar a proteina em um determinado estado com energia

interna F, a uma temperatura 7', é dada pela distribui¢do de Boltzmann w(FE):

[E_TS(E)]) ’ (2)

w(E) < exp | —
(B) xenp (<57
onde kp é a constante de Boltzmann, conforme ilustra a Figura 28c.

3.1.1.2 Transicao all-or-none

Figura 29 — Transi¢ao sharp (all-or-none): representa uma transigao de fase abrupta com uma
mudanca de temperatura. Na temperatura de transicao de fase T*, a densidade de
probabilidade da energia w( E(T™)) caracteriza-se pela presenga de dois picos ou
mais, indicando a coexisténcia de estados mistos de alta e baixa energias.

4

Ty

w(E)

T*:

w(E)

Entropy
E(T)

"."’.l

r
w(E)

E, E, T ] E, E,
(a) Energy (b) Temperature (c) Energy

Fonte: Finkelstein e Ptitsyn (2002, p. 94).

As transi¢oes do tipo sharp, ou all-or-none, sao caracterizadas por terem uma
mudanga abrupta na curva de F(7T') ao atingir uma temperatura 7*, sem a presenga de
estados intermediarios. A Figura 29 ilustra o perfil deste tipo de transicao, onde T} e T5
referem-se as temperaturas dos estados de antes e depois da transicao, respectivamente.

Note que na temperatura T a energia livre do centro desta regiao é maior do que
a energia de suas vizinhancgas, o que gera estados instéveis do sistema. Nesta temperatura,
estruturas com altas e baixas energias coexistem na mesma fase com igual probabilidade.
A transic¢ao ocorre dentro de um intervalo de temperatura AT muito estreito. Neste caso,
a condigdo é a presenca de uma regiao concava no grafico de S(F), conforme ilustram as
Figuras 29a e 29b. Por causa dessa coexisténcia dos estados, o grafico de w(E) apresentara

sempre a ocorréncia de pelo menos dois picos na temperatura de transi¢ao 7* (Fig. 29c¢).

3.2 Efeito Hidrofébico

Na literatura de proteinas o mecanismo de folding é também conhecido como
efeito hidrofobico, ou colapso hidrofébico. Isto porque a agua desempenha um papel

fundamental para o enovelamento.
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As moléculas de agua do solvente, devido as forgas intramoleculares, comegam
espontaneamente a se rearranjar ao redor da proteina desnaturada, dando inicio ao
processo de folding. Li, Tang e Wingreen (1997) demonstraram, matematicamente, que o
efeito hidrofébico é a principal forca indutora do folding. A Figura 30 ilustra a influéncia
do efeito hidrofobico no folding, alterando substancialmente a topologia da superficie de
energia livre da proteina.

As interagoes hidrofobicas reduzem a area de superficie de contato da proteina
com a agua, impedindo que as moléculas de agua formem novas liga¢oes de hidrogénio com
a superficie da proteina. Isto gera uma baixa densidade de dgua logo acima da superficie,
forcando a estrutura a minimizar a sua area superficial de contato. A minimizacao da area
hidrofébica é resultante do deslocamento dos aminoacidos apolares (subsegao 2.1.1) para

o interior da proteina, servindo como guia para a formacao das estruturas tercirias.

Figura 30 — Influéncia do efeito hidrofébico nos perfis energéticos do processo de folding.

(a) Superficie de energia livre (b) Superficie de energia livre
sem a presenca de agua. com a presenca de dgua.

Fonte: Chaplin (2023a).

Em geral, os aspectos mais relevantes para o folding sao a energia potencial
da proteina, a energia de solvatacao, as areas polares (pSASA) e apolares (aSASA) de
acessibilidade do solvente, o niimero de liga¢oes de hidrogénio intra-proteina e as pontes
salinas entre os aminoacidos. Durante o folding, o nimero de contatos e de interacoes da
proteina com ela mesma aumenta gradativamente por causa dos sucessivos dobramentos
e pela proximidade dos aminoacidos.

A capacidade da proteina de realizar o méaximo de contato possivel com ela
mesma denomina-se empacotamento. O raio de giro da proteina fornece uma medida
quantitativa do grau de empacotamento. Seeliger e Groot (2007) demonstraram que todas
as proteinas apresentam um alto grau de empacotamento, nao importando o seu tamanho,

estrutura ou funcao.
3.3 Forcas Indutoras do Folding

A estabilidade da estrutura da proteina depende de varias forgas envolvidas no

processo de folding, podendo ser separadas em iteracoes covalentes e nao-covalentes. As
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interagoes nao-covalentes sao bem mais fracas do que as covalentes, mas como ocorrem
em nimero muito maior, o efeito cumulativo das interacoes nao-covalentes predomina
para a estabilidade estrutural. Para macromoléculas, a estrutura mais estéavel (ou mais
favoravel) ¢ a conformagao nativa, sendo um estado em que a ocorréncia de interagoes
fracas torna-se maxima.

Dentre as interagoes nao-covalentes pode-se citar as ligagoes de hidrogénio, as
pontes salinas (ligagdes i6nicas), o efeito hidrofébico e as forcas de van der Waals (em
especial, o potencial de Lennard-Jones). J& a tunica interagao covalente que influencia de
modo significativo no processo de folding sao as pontes dissulfetos. A seguir, é dada uma

breve explanacao do significado das principais for¢as indutoras do folding.

Efeito Hidrof6bico
O efeito hidrofébico é considerado o mais importante no processo de folding. O
efeito consiste na tendéncia apresentada por substancias apolares de se agregarem
quando imersas em solugoes aquosas, repelindo a agua. Aminoacidos hidrofébicos,
ou que apresentem uma parte hidrofébica em sua composicao, agrupam-se no
interior da proteina, formando um nucleo hidrofébico no centro da proteina
enovelada, enquanto que a superficie externa concentra a maioria dos aminoacidos

polares (hidrofilicos).

Ligacoes de Hidrogénio
As ligagoes de hidrogénio s@ao um tipo de iteragao eletrostatica e favorecem a
aproximacao das cadeias laterais, aumentando o nivel de empacotamento local e

dando estabilidade as estruturas secundarias a-hélice e folhas-5 (Fig. 15 e 16).

Forcas de van der Waals
As forgas de van der Waals sao interagoes intermoleculares e caracterizam-se por
apresentar o seguinte comportamento: para grandes distancias a forca atua com
um carater atrativo; em distancias curtas, a forca apresenta um carater repulsivo.
O potencial de Lennard-Jones é usualmente utilizado para descrever este tipo de

comportamento, dado por:
A B
Ulr)= - =% (3)

onde A e B sao constantes a serem determinadas no experimento. As forgas de
van der Waals sao mais fracas que as ligacoes de hidrogénio e dividem-se em trés

tipos de interagoes:

1. For¢a de Keesom: interacao entre dois dipolos permanentes;

2. Forca de Debye: interagao entre um dipolo permanente e um dipolo

induzido;
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3. Forg¢a de dispersao de London: interacao entre dois dipolos instanta-

neamente induzidos.

Dill e Bromberg (2002) verificaram uma relagao entre o efeito hidrofébico e a forca
de London: quanto maior o empacotamento devido as interagoes hidrofobicas,
mais contatos sao formados entre as cadeias laterais apolares, o que faz surgir

interagoes de London temporarias.

Pontes Salinas

As pontes salinas s@o interacoes idnicas entre uma cadeia lateral com carga posi-
tiva e outra negativa. As pontes salinas formadas entre os grupos de fons no nicleo
hidrofébico sao responsaveis por conferir maior estabilidade a conformacao, cri-
ando um ambiente essencialmente apolar no ntucleo. Segundo Dill e Bromberg
(2002), as pontes salinas auxiliam fortemente na especificidade de uma conforma-
¢ao, desestabilizando estruturas nas quais as interagoes entre os fons nao sejam

Otimas.

Pontes Dissulfetos

3.4

A ponte dissulfeto, ou ligacao dissulfeto, também conhecida como ligagdo S-S
(entre dtomos de enxofre), é a tnica ligacdo covalente a contribuir no processo
do folding, sobretudo a estabilidade estrutural. Essas intera¢oes sao raramente
encontradas em proteinas intracelulares, sendo mais frequente em proteinas

secretadas para o meio extracelular, como por exemplo a insulina (Figura 14).

Propriedades Energéticas das Proteinas

Na literatura, as funcoes de energia, ou campos de forca, sao normalmente

classificadas em physics-based e knowledge-based. Petrov e Zagrovic (2014) analisaram

os campos de forgas atuais para o PSP, ressaltando as suas vantagens e desvantagens.

3.4.1 Funcgoes de energia physics-based

Sao campos de forga fisicos derivados da Eq. (4), resolvendo-se classicamente as

equagoes de Newton do movimento (Figura 31), as vezes incorporando também dados de

propriedades da mecanica quantica:

F(7) = =VU(7). (4)

Os principais campos de forca fisicos sao:

1. AMBER (CASE et al., 2005);
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2. CHARMM (BROOKS et al., 2009);
3. GROMOS (SCHMID et al., 2012);

4. OPLS (JORGENSEN, 1996).

Figura 31 — Campos de forga fisicos classicos usam as equagoes de Newton para calcular a posicao
e a velocidade dos a4tomos em simulacées de Dindmica Molecular.

Fonte: Autor.

Em geral, a energia total de biomoléculas pode ser separada em dois termos:
- Z Ucovalente (m + Z Unéo—covalente (fj 5 (53)

onde tem-se:

Ucovalente - Z Kb b - bO Z K@ 0 00 Z KUB(S - 50)2
bounds angles Urey—Bradley
v (5b)
+ Z zmp 90 900) + Z ? [1 + COS(”X - 6)j|7
impropers dihedrals

nao covalente — E {Ez]

12 6
mm K% _9 Rmin,ij + q:4; (5(3)
id Tz‘j 47T€0€rrij '
Potenciais Harmoénicos

D Ky (b=bo)® + Y Ko(0—00)" + > Kimplp—p0)® + Y _ Kuyp(S—Sp).

bounds angle impropers

As aproximacoes harmonicas sao validas para pequenas variagoes em torno dos
valores de equilibrio. Os dois primeiros termos correspondem as oscilagoes dos

comprimentos de ligacao b e dos angulos de ligacao # com relagao aos seus
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respectivos valores de equilibrio. O terceiro termo refere-se a um potencial de
tor¢ao improprio ¢, que contribui para manter estruturas planares como os anéis
aromaticos. O tultimo termo é o de Urey-Bradley, este origina-se na interacgao
baseada na distancia S entre atomos separados por duas ligagoes covalentes
consecutivas, denominada de interacao-1,3. As variaveis K, Ky, K, € Kyp sao

as constantes elasticas de cada termo.

Potencial de Torcao

Z % [1+ cos(nx — d)].

dihedrals

A energia potencial de tor¢ao é o termo que considera a energia de tor¢ao dos
angulos diedros, onde V,, é a barreira potencial de torcao, n ¢ o numero de
méximos (ou minimos) de energia em uma torgdo completa, x é o angulo diedro

e 0 é o angulo de fase.

Potencial de Lennard-Jones

12 6
Rmin,ij 2 Rmin,ij
Eij —_— — —
— Tij Tij

)

O potencial de Lennard-Jones descreve a interagao molecular entre os atomos
(i,7), onde o parametro €;; é a profundidade do potencial entre a barreira atrativa

e repulsiva e R,,,,i; ¢ a distancia que anula o potencial entre as particulas.

Potencial de Coulomb

4iq;
— ATEQELT
/L?]
Este ultimo termo é de natureza eletrostatica, g; e ¢; sao as magnitudes das cargas
dos atomos 7 e j, onde r;; ¢ a distancia entre as cargas, € ¢ a permissividade do

vacuo e €, a constante dielétrica do meio.

3.4.2 Funcgoes de energia knowledge-based

As funcgoes de energia knowledge-based sao potenciais estatisticos derivados do
conhecimento empirico das proteinas registradas em bancos de dados cujas estruturas
foram determinadas experimentalmente. Contudo, os parametros das funcoes de energia

empiricas dependem sobremaneira das estruturas presentes nos bancos dados, ignorando
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as propriedades fisico-quimicas das interagoes interatomicas, o que pode levar a um viés
estrutural (SONG et al., 2011).

Deste modo, quando novas estruturas sao descobertas e nao possuem conforma-
¢oes homologas, as fungoes empiricas tendem a ter uma performance ruim. A derivagao
desses potenciais estatisticas normalmente considera as relacoes estruturais e aspectos
co-evolucionarios entre as proteinas dos bancos de dados, utilizando de artificios como a
construgao de mapas de contato, probabilidades de distribuigao de distancias (distograms)
e orientagoes espaciais (orientograms) entre os residuos (ver subsegao 3.6.5).

Dentre as principais funcoes de energia estatisticas, pode-se citar:

1. trRosetta (orientograms) (YANG et al., 2020a);

2. ROSETTA (physics + knowledge-based) (ALFORD et al., 2017);
3. RWplus (distance-based) (ZHANG; ZHANG, 2010);

4. OPUS-PSP (orientation-based) (JIANPENG, 2009);

5. DFIRE (distance-based) (ZHOU; ZHOU, 2002).

3.4.3 Energia de Solvatacao

A energia de solvatagao (SOL) é a energia livre de ligagao entre um soluto e um
solvente. Existem dois modelos de solventes mais utilizados em simulac¢oes de dinamica
molecular: solventes explicitos e implicitos.

Em modelos de solventes explicitos, o solvente é considerado como sendo um meio
discreto constituido de milhares de moléculas, simulando uma descrigao mais realistica.
Nos modelos de solventes tmplicitos, o meio é considerado como um continuo dotado de
propriedades que, na média, corresponderiam aquelas de um solvente real.

Na literatura existem dois método bastante utilizados para o calculo da energia
livre de solvatagao (GENHEDEN; RYDE, 2015):

e MM /PBSA: Molecular Mechanics [MM| with Poisson—Boltzmann [PB| and
Surface Area solvation [SAJ;

e MM /GBSA: Molecular Mechanics |MM| with Generalized Born |GB| and
Surface Area solvation [SA|.

3.5 Propriedades Estruturais das Proteinas

As propriedades estruturais de interesse neste trabalho sao:
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Area Hidrofébica (aSASA)

A regiao hidrofébica de uma proteina situa-se em seu interior, formando um
nicleo composto por aminoacidos apolares que tendem a repelir as moléculas de
dgua. Li, Tang e Wingreen (1997) demonstraram que o efeito hidrofoébico é a
principal for¢a indutora do mecanismo de folding. A area apolar de acessibilidade

do solvente ¢ denominada aSASA (apolar Solvent-Accessible Surface Area).

Area Hidrofilica (pSASA)

A regido hidrofilica encontra-se na superficie externa da proteina, composta por
aminoécidos polares e podendo ser eletricamente carregados. Os aminoécidos
polares formam ligagoes de hidrogénio com o solvente e frequentemente interagem
entre si, formando as chamadas pontes salinas. A area polar de acessibilidade

do solvente ¢ denominada pSASA (polar Solvent-Accessible Surface Area).

Raio de Giro (RG)

3.6

O raio de giro, ou raio de giracao, é a distancia a um ponto no qual se poderia
concentrar a massa total (M) do corpo de modo que reproduziria 0 mesmo

momento de inércia (I). Por defini¢ao, o raio de giro (RG) ¢ dado por:

RG:\/%. (6)

No caso de particulas pontuais, como os atomos das proteinas, o momento de
inércia da ¢-ésima particula é:
-2

Deste modo, o raio de giro é dado por:

onde m; é a massa do i-ésimo atomo e 7; é a sua posicao em relacao ao
centro de massa da proteina. O raio de giro pode ser uma forma de avaliar
o grau de compactacdo da conformacao e estd diretamente relacionado com o

empacotamento da proteina.

O Espaco de Busca

Lotan, Schwarzer e Latombe (2003) explicam que, em sistemas moleculares como

proteinas, aplicar pequenas perturbacoes nas coordenadas dos atomos nao resulta em

um procedimento muito eficiente para a minimizacao da energia do sistema. Portanto, é

comum a escolha de outros parametros para guiar a busca no espaco das conformagoes,

como por exemplo as coordenadas internas dos angulos diedros (¢, 1, x).
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3.6.1 Graus de liberdade da proteina

Figura 32 — Ilustracao indicando como a configuragdo do espago das conformagoes é drastica-
mente alterada segundo a escolha dos graus de liberdade da proteina.

(a) (b) (©)

<

v
N

coarse-grained full-atom
fragment assembly
torsion angles (¢, v, x)

Fonte: Adaptado de Kuhlman e Bradley (2019).

A escolha da representacao da proteina, seja em coordenadas cartesianas ou
coordenadas internas, é o que determinaré o niimero de graus de liberdade de cada residuo.
Quanto mais graus de liberdade, mais rugosa sera a superficie de energia livre (Figura 32).

Geralmente os métodos escolhem os angulos diedros (¢,1,x) da conformagao
como graus de liberdade. Os demais parametros permanecem fixos em seus valores ideais,
como por exemplo os angulos de ligagao e os comprimentos de ligagao (coordenas internas).
A fim de restringir ainda mais o vasto espago das conformagoes, tornou-se uma préatica
comum na literatura de proteinas a utilizacao de biblioteca de fragmentos e de angulos
como condicoes de restricao do problema, o que aumentou consideravelmente a qualidade

das predigoes.

3.6.2 Biblioteca de fragmentos

O fragment assembly é uma técnica que consiste em utilizar o conhecimento
empirico de estruturas determinadas experimentalmente nos bancos de dados de proteinas
e formar uma biblioteca de fragmentos estruturais de residuos.

O principio é que trechos da proteina-alvo podem ser semelhantes aos fragmentos
da biblioteca, reduzindo significativamente o niimero de amostragens necesséirias e me-
lhorando a eficiéncia dos algoritmos em percorrer o espago de busca das conformacoes,
tornando-se um dos métodos mais bem sucedidos na predi¢ao de proteinas (SIMONS et
al., 1997).

Dentre as bibliotecas de fragmentos do estado da arte, pode-se citar:

1. C-QUARK (MORTUZA et al., 2021);
2. I-TASSER (YANG et al., 2014);

3. ROSETTA3 (LEAVER-FAY et al., 2011).
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O software Rosetta, por exemplo, forma sua biblioteca de fragmentos com trechos
de comprimentos de 3 residuos (3-mers) e 9 residuos (9-mers), mas cada método imple-
menta a sua estratégia. Assim, em termos de otimizacao, a utilizagdo destes fragmentos
insere-se nas condicoes de restricao do problema.

A insercao dos fragmentos em trechos da proteina-alvo substitui a necessidade
de amostragem dos angulos diedros, ou de outros parametros para aquelas janelas de
substituicao, aliviando o esfor¢o computacional de nao mais precisar incluir no espaco
de busca a otimizacao daquele trecho. Normalmente, aplica-se o critério de Monte Carlo

Metropolis para avaliar a aceitagao ou nao do fragmento dentro da proteina-alvo.

3.6.3 Biblioteca de angulos diedros

Uma biblioteca de angulos também endereca & mesma questao de reducao
do espaco das conformagoes, produzindo probabilidades de preferéncias estruturais ao
observar a frequéncia com que cada aminoacido aparece em uma determinada estrutura
secundaria nas proteinas registradas nos bancos de dados.

Algumas das principais bibliotecas de angulos sao:

1. Dunbrack (rotameros) (SHAPOVALOV; DUNBRACK, 2011);

2. APL — Angle Probability List (BORGUESAN et al., 2015);

3. CADB-3.0 — Conformation Angles Database (GOPALAKRISHNAN et al.,

2007).

3.6.4 MSA - Multiple Sequence Alignment

Figura 33 — Iustragdo do Alinhamento Miltiplo de Sequéncias (MSA).

MS MSA

(Multiple sequences) (Multiple sequence alignment)

EEEEEEEEN Align O T 1
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OO rII11rl- - hhblits, blast, [ T 1-/-[T71

jackhmmer,
clustal, etc.

Fonte: Petti et al. (2023).

O alinhamento miltiplo de sequéncias é um modo de codificar informacoes
espaciais dos residuos analisando-se correlagoes estruturais do histoérico evolutivo de
formacao das proteinas ao longo do tempo, comparando-se familias de proteinas das mais

diversas sequéncias de aminoacidos. Proteinas homologas, com alto grau de similaridade,
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indicam que podem ter compartilhado um ancestral em comum em algum momento no
passado. Para fins praticos, a literatura considera sequéncias homologas quando mais de
30% de suas sequéncias sao iguais.

Os métodos de MSA mais frequentemente citados na literatura sao:

1. HHblits (REMMERT et al., 2012);

[\

. Clustal Omega (SIEVERS et al., 2011);
3. Jackhmmer (JOHNSON; EDDY; PORTUGALY, 2010);

4. PSI-BLAST (ALTSCHUL, 1997).

3.6.4.1 PSSM - Position-Specific Scoring Matrix

A partir das matrizes de alinhamento MSA ¢ possivel deduzir diversas informa-
¢oes, como por exemplo a probabilidade de se encontrar um determinado aminoacido em
uma dada posi¢ao da sequéncia, obtida através da construcao de uma matriz denominada
PSSM (Position-Specific Scoring Matriz). Tais informagoes sdo uteis para restringir a
busca no espaco de busca, pois indicam quais residuos sao mais conservados em uma dada
posicao. Classes de estruturas secundéarias sao frequentemente associadas com a posi¢ao

dos residuos na sequéncia, reduzindo a necessidade de realizar mais amostragens.

3.6.5 Mapas de contato

Figura 34 — Residuos distantes na sequéncia priméria podem estar em contato na estrutura
nativa.

Sequéncia primaria

| |
s Estrutura
d/o Nativa
Qo

Fonte: Autor.

Mapas de contato sao ferramentas tteis para delimitar a busca no espaco de
conformacoes, pois naturalmente fornecem condig¢oes de restrigoes espaciais entre os
residuos. Na literatura, um threshold de d;; < 8 A ¢ comumente aplicado para caracterizar
um contato C; ; entre os atomos Cg do par de residuos 7, j (ou C, para a glicina) (Eq. 9).

O resultado é uma matrix L x L, onde L é o nimero de residuos da proteina.
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3.6.5.1 Contatos binarios

Figura 35 — Ilustracao de um mapa de contato
binario, evidenciando as regioes de a- 1 sed;; <threshold,
hélices (S1,52) e folhas-5 (H1,H2) da /

proteina PDB ID: 1CRN. 0 caso contrdrio.

Mapas de contatos binarios sao
lteis para indicar se dois residuos estao
em contato ou nao dentro da mesma pro-
teina, dado um threshold de tolerancia.

Nos mapas de contato é possivel identi-

ficar facilmente padroes estruturais como

Fonte: Emerson e Amala (2017).

as a-hélices e folhas-8 (Figura 35).

3.6.5.2 Distograms

Distograms sao histogramas de predicoes de distancias inter-residuos, mostrando
uma representagao visual da distribuicao das distancias entre os pares de residuos de
uma mesma proteina. Para a construgao do grafico as distancias entre os residuos sao
divididas em intervalos especificos (bins) e conta-se a frequéncia com que cada distancia

situa-se em cada bin.

Visualmente, o distogram per- Figura 36 — Ilustragao de um distogram.
mite identificar determinados padroes e QTKCEKKKCVGENGERSTYL

. . . SIERKTM(FNERDSHVVCDKTC
fornecer insights sobre a estabilidade da 0- =3 -
predicao, a ocorréncia de vieses estrutu- _\ :
rais, dentre outras informacgoes. E como :\
se trata de uma imagem retratando a 2N

|~ )

qualidade do modelo de predigao, fre-

quentemente é utilizado como uma input
feature em arquiteturas de redes neurais Fonte: Adaptado de Senior et al. (2019).

convolucionais. Os distograms assumiram um papel de destaque no método AlphaFold du-
rante o CASP13 (2018), protagonizando a revoluc¢ao do uso de inteligéncia artificial como

ferramenta fundamental no estudo de predi¢ao de proteinas (SENIOR et al., 2019).

3.6.5.3 Orientograms

O método trRosetta (YANG et al., 2020a) desenvolveu o conceito de oriento-
grams, um mapa de preferéncias angulares de um residuo em relagao aos outros, como
complemento ao distogram. A orientacao entre os residuos 1 e 2 pode ser determinada

por trés angulos diedros (w, 012, 021) e dois angulos planares (¢12, ¢21), conforme ilustra
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a Figura 37. Ao todo, 6 parametros (d,w, 012, P12, 021, 21) definem completamente a ori-

entagao relativa entre dois residuos.

Figura 37 — Orientograms: conceito introduzido pelo método trRosetta para mapear a prefe-
réncia das orientagoes angulares dos residuos em uma estrutura.

w (=@ ) 2

Ca symmetric
1

Fonte: Adaptado de Yang et al. (2020a).

3.7 Meétodos de Busca

Os métodos de busca no espaco das conformagcoes sao basicamente métodos de
amostragem que geram novos valores para os parametros escolhidos para a representagao
da proteina. Normalmente escolhe-se os angulos diedros (¢,1,x) e as representagoes
atomicas full-atom e coarse-grained. Os métodos podem utilizar diversas estratégias de
amostragem, como a minimizagao da energia da conformacao (Monte Carlo Metropolis),
substituigoes de fragmentos de residuos (fragment assembly), deep learning para explorar
o uso massivo das informagoes contidas nos bancos de dados de proteinas e estratégias de
otimizagao bio-inspiradas na Teoria da Evolugao de Darwin (1859), como os algoritmos

evolutivos.
3.7.1 Meétodos de Monte Carlo (MC)

O Monte Carlo é um método estocastico de geracao de amostragens de variaveis do
problema a ser tradado, como os angulos diedros no caso de proteinas. Existem intimeras
variagoes e adaptagoes, como por exemplo: Monte Carlo Metropolis (HEILMANN et
al., 2020), Markov Chain Monte Carlo (BHATTACHARYA; CHENG, 2015), Replica
Exchange Monte Carlo (THACHUK; SHMYGELSKA; HOOS, 2007), Monte Carlo com
Dominancia (ALMEIDA, 2016), entre outros.

Em geral, os métodos de Monte Carlo funcionam comparando-se duas solugoes:
uma solugao atual A e uma nova solucao candidata B, obtida a partir de uma nova

amostragem aleatoria dos parametros. Apos, compara-se as solugoes por meio de alguma
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Figura 38 — Método de Monte Carlo Metropolis em busca do minimo global.

Metropolis Monte Carlo

minimo local i
minimo local

minimo local

Energy

Global

minimum

Finish

Conformation

(a) Fonte: Kuhlman e Bradley (2019). (b) Armadilhas cinéticas nos minimos locais.
Fonte: Adaptado de Dill e MacCallum (2012).

funcao de avaliagao, como por exemplo a minimizacao da energia livre das estruturas no
caso do método do Monte Carlo Metropolis.

Seguindo com este exemplo de minimizagao de energia ilustrada na Figura 38a,
caso a diferenga de energia AE = (Ep— E4) seja negativa, a solugdo B é automaticamente
aceita e a solucao atual A descartada. Caso AF seja positivo, a nova solucao B ainda tem
uma probabilidade P de ser aceita, caso essa probabilidade seja menor que um ntmero
aleatorio r € [0,1]. A construgdo dessa probabilidade varia dentre os métodos de Monte
Carlo, porém normalmente é proporcional a AFE, onde P é denominada de probabilidade
de transicao.

Vérias iteragoes sao repetidas neste processo de amostragem durante a exe-
cucao do algoritmo de Monte Carlo até atingir alguma convergéncia, ou seja, quando
AFE < threshold. Todavia, uma limitagao bem documentada na literatura é a tendén-
cia deste método de ficar aprisionado nos minimos locais e apresentar uma convergéncia

relativamente lenta (Figura 38b).

3.7.2  Swimulated Annealing

Figura 39 — Simulated annealing ilustrado. O Simulated Annealing (SA) também

¢ muito utilizado na exploracao do espaco de
k=0— T[]

busca. O SA simula o processo fisico de aque-

% Ty < T . :
alta temperatura yooter =20 cimento de um material a uma alta tempera-

minimo local Y katep = Tatep tura e, depois, gradativamente ir abaixando a

baixa

7 temperatura temperatura, permitindo que o material en-

- contre uma melhor configuracao ou arranjo
minimo local

para os seus atomos. Por exemplo, um metal

(Bnest — Evurront) que é submetido a esse processo, no resfria-
nex curren

P =exp T
step

i minimo global mento os 4tomos tendem a ficar mais ordena-

Fonte: Autor dos e a formar estruturas cristalinas.
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Da mesma forma que no método de Monte Carlo, duas solugoes sao geradas,
avaliadas as energias e verificada a diferenca AFE. Contudo, no simulated annealing
a probabilidade de aceitagdo da nova solugao (critério de Metropolis) é proporcional

a temperatura T, do passo atual da iteracao durante o processo de resfriamento
(GUILMEAU; CHOUZENOUX; ELVIRA, 2021).

3.7.3 Dinamica Molecular

O método de Dinamica Molecular simula a dindmica das interagoes fisicas entre os
atomos 7, 7 da proteina, normalmente imersa em algum solvente, resolvendo as equacoes
de Newton do movimento:

2 —
Orij _

my;
ot?

VUG, i£j=1,..n (10)

Os métodos dependem fortemente do campo de forga escolhido e, em geral, sao
métodos demorados que demandam grande poder de processamento computacional para
simular apenas alguns nanossegundos de sistemas biologicos.

Para proteinas os softwares mais frequentemente utilizados para simulagoes de

dindmica molecular sao:

1. OpenMM (EASTMAN et al., 2017);

2. GROMACS (ABRAHAM et al., 2015).

Atualmente, observa-se mais o uso da Dinamica Molecular no problema do PSP
em processos finais de refinamento ou relaxamento estrutural, e nao muito para simular a
dinamica integral do folding, exceto em estudos da cinética de proteinas (HENRY; BEST;
EATON, 2013).

3.7.4 Métodos Kowledge-based

Figura 40 — Os métodos knowledge-based utilizam bibliotecas de fragmentos e angulos para
reduzir o espaco de busca.

L 7
Fraér_nent Rotamer
replacement substitution

Fonte: Kuhlman e Bradley (2019).
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Os métodos knowledge-based utilizam o conhecimento empirico de proteinas cujas
estruturas ja foram resolvidas e registradas nos bancos de dados para derivar estatisticas
de preferéncias estruturais de contato, tendéncia de formagao de estruturas secundarias,
etc. Um dos métodos de maior sucesso recentemente tem sido o fragment assembly,
protagonizado pela suite ROSETTA (LEAVER-FAY et al., 2011).

3.7.5 Algoritmos Evolutivos

Os Algoritmos Evolutivos (AEs) sdo uma meta-heuristica de busca inspirada na
Teoria de Evolugao de Darwin (1859), concebida em termos da evolugao de uma populagao
de individuos ao longo de geragoes, onde pais se reproduzem e originam as geragoes
seguintes por meio da aplicagdo de operadores de selegao, recombinagao (crossover) e

mutacao.

Figura 41 — Fluxograma genérico de um Algoritmo Evolutivo.
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Fonte: Autor.
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E necessario escolher uma forma de representacao para os individuos. No caso
das proteinas é comum a escolha dos é&ngulos diedros (¢,) de cada residuo como
parametros de representagao. Assim, por exemplo, um operador de mutacao atuando
sobre esses parametros ird modificar aleatoriamente os seus valores, explorando o espaco
de conformagoes ao gerar novos conjuntos (¢’,1’) que representarao os novos individuos.

Inicialmente, uma populagao de individuos (estruturas candidatas) é gerada de
forma aleatoria. A cada k-ésima geracao, uma funcao de avaliacao (fitness, ou fungao
objetivo) determina a qualidade da solugdo em termos de uma tunica caracteristica

(mono-objetivo) ou de varios objetivos ao mesmo tempo (multiobjetivo), como ilustra
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a Figura 41. Os melhores individuos sao selecionados por algum critério especifico, como
por exemplo o critério de dominéncia. Depois que o critério de parada for atingido, um
processo de tomada de decisao é aplicado para escolher as melhores solucoes selecionadas.

Existem varias implementacoes diferentes que seguem esta logica de computacao
evolucionaria, como por exemplo: Algoritmos Genéticos, Fvolutionary Algorithms, Diffe-

rential Evolution, Memetic Algorithms, entre outros.

3.7.6 Deep learning
Figura 42 — Pipeline dos métodos de deep learning na predicao de estruturas de proteinas.
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Fonte: AlQuraishi (2021).

Os métodos de deep learning buscam identificar padroes ocultos nas conformagoes
de proteinas, utilizando os mais diversos bancos de dados de proteinas para treinar os
mais variados modelos de redes neurais artificiais. O extraordinario avango das técnicas
de inteligéncia artificial e da crescente disponibilidade de dados biol6gicos nos bancos
de dados fez com que os modelos de deep learning revolucionassem o campo da biologia
estrutural, tornando-se a principal ferramenta de investigacao cientifica do problema de
predigao de proteinas (TUNYASUVUNAKOOL et al., 2021).
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A exploragao do espaco das conformagoes baseia-se no uso massivo de features
extraidas da vasta quantidade de dados biolégicos atualmente disponiveis, tais como
matrizes MSA, PSSM, potenciais estatisticos derivados de mapas de contato, entre outros.
A Figura 42 exemplifica o atual pipeline padrao dos métodos de deep learning aplicados ao
problema da predicao de proteinas, onde os trunks representam as arquiteturas de redes
neurais profundas mais bem sucedidas no problema do PSP até o momento.

Como os métodos de deep learning dependem substancialmente das estruturas
conhecidas para o treino da rede, os modelos geralmente apresentam uma performance
mediana/ruim para novas proteinas descobertas que carecem de estruturas homologas nos
bancos de dados. Segundo Outeiral, Nissley e Deane (2022), apesar dos extraordinérios
avancos na predicao de estruturas, infelizmente as redes neurais parecem indicar que nao

estao aprendendo nenhum dos mecanismos fisicos do folding de proteinas.

3.8 Refinamento Estrutural

Para reduzir o esfor¢co computacional dos algoritmos de predi¢ao de proteinas,
normalmente os métodos utilizam modelos de conformagoes reduzidas das proteinas (por
exemplo, coarse-grained). E usual também que os aminoéacidos sejam representados por
um nimero reduzido de atomos, sendo comum considerar apenas os assim chamados heavy
atoms (quaisquer atomos exceto os atomos de hidrogénio).

Por conseguinte, esses modelos apresentam resolugoes estruturais baixas no que
diz respeito ao realismo fisico da conformacao, nao sendo suficientes para a construcao
da topologia global da proteina. Para solucionar esta questao, existem varios algoritmos
de refinamento estrutural que auxiliam na recuperacao dessas informagcoes ao comparar o
modelo reduzido com a estrutura nativa (ADIYAMAN; MCGUFFIN, 2019).

Dentre os principais métodos de refinamento estrutural, pode-se citar:
1. GalaxyRefine2 (LEE et al., 2019);

2. Rosetta (FastRelax) (CONWAY et al., 2014);

3. ModRefiner (XU; ZHANG, 2011);

4. OSCAR-star (LIANG et al., 2011).

3.9 Meétricas de Avaliagcao

O EMA (FEstimation of Model Accuracy) consiste na escolha de métricas que
mensurem as caracteristicas relevantes da predicao. Nao é incomum que as predi¢oes
tenham caracteristicas globais muito similares & proteina-alvo, porém um percentual

significativo de estruturas locais apresente pouca similaridade (WON et al., 2019).
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Diferentes métricas mensuram diferentes caracteristicas. Na literatura de predicao

de proteinas é muito comum as seguintes métricas para avaliar a acuracia dos modelos:

RMSD, GDT TS, LDDT, TM-score e MAE.

3.9.1 RMSD

O RMSD (Root-Mean-Square Deviation) consiste na medida da distdncia média
entre os atomos de duas proteinas sobrepostas, usualmente medida entre os C, da

proteina-alvo (referéncia) e da estrutura candidata (decoy). O RMSD ¢ definido como:

L
1
RMSD (a.b) = \| = > rai = raf*, (11)
=1

onde L é o namero total de residuos das estruturas a e b sobrepostas, r, e ry é
normalmente a distancia entre os C, dos residuos de cada estrutura. Quanto menor o

RMSD, melhor o grau de similaridade entre as estruturas. Segundo Rocha et al. (2018):
e Boa predicao: RMSD < 4 A;

e Informativo do tipo de fold: 4 A < RMSD < 6 A.

No entanto, o RMSD apresenta algumas limitagbes bem conhecidas na literatura,
ele tende a favorecer os outliers em regioes de baixas similaridades, a nao capturar partes
ausentes no modelo e depende fortemente da sobreposi¢ao das estruturas. Todavia, ele

ainda continua sendo frequentemente empregado como uma métrica padrao de avaliagao
da acuracia dos modelos (MARIANI et al., 2013).

3.9.2 GDT_ TS

O GDT_TS (Global Distance Test Total Score) ¢ uma métrica que avalia a
similaridade entre duas estruturas sobrepostas a e b a fim de mensurar a qualidade das
predigoes com énfase nas semelhancas globais da estrutura. Normalmente considera-se os

atomos de C, para a medida do GDT TS, que pode ser definido como:

100 % (P + Py + Py + P,
GDT TS (a,b) = 220 1*42+ i)} (12)

onde GDT TS € [0,100], @ e b sdo duas estruturas sobrepostas, Py, P, P3, Py sdo o
percentual de residuos cujas distancias na sobreposicdo é menor ou igual a 1A, 2A, 4A
e 8A, respectivamente. O GDT ¢ calculado a partir de varias operacoes de sobreposicoes
entre as estruturas. O GDT também nao captura muito bem alguns tipos de erros nas

predicoes. Quanto maior o GDT, melhor é a acuracia do modelo.
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3.9.3 TM-score

O TM-score (Template Modeling score) é outra métrica que avalia a qualidade

global da predi¢ao considerando a similaridade de toda a extensao da conformagao,
podendo ser definido como (ZHANG; SKOLNICK, 2004):

L aligned

1 1
TM-score = max Z (13)

Ltarget 1 1 n (%>2 )
0

onde TM-score € [0,1], Liarget ¢ 0 ntimero de residuos da proteina-alvo (nativa), Lajigned

é o namero de residuos alinhados, d; é a distancia entre os i-ésimos pares de residuos
alinhados e dy é um fator de escala de normalizacao. Quanto maior o TM-score, melhor é

a predicao. Normalmente um TM-score > 0.5 indica um modelo topologicamente correto.

3.94 LDDT

O LDDT (Local Distance Difference Test) é uma métrica que avalia as seme-
lhangas estruturais locais e independe da sobreposicao de estruturas. O LDDT de uma
estrutura de referéncia é computado calculando-se a distancia sobre todos os pares de
atomos entre os diferentes residuos da mesma estrutura e que estejam a uma distancia
menor que um dado threshold Ry, denominado de rato de inclusao. O conjunto destes
pares forma um conjunto L.

Entao, dado um modelo de predicao M, diz-se que a distancia é preservada em
M se, dentro de uma margem de tolerancia, ela for a mesma dentro do conjunto L. Se
um ou ambos os atomos que definem a distancia nao estiverem presentes em M, entao a
distancia é considerada nao-preservada. Dado o threshold Ry, depois calcula-se a fragao das
estruturas preservadas. O score final do LDDT é obtido fazendo-se a média das distancias
preservadas nos thresholds de 0.5A, 1A, 2A e 4A.

O LDDT pode ser medido entre todos os atomos da predi¢ao (padrao) ou apenas
entre os C,. Usualmente, o valor padrao do raio de inclusao é Ry = 15 e o intervalo de
valores ¢ LDDT € [0,1]. O LDDT consegue capturar bem semelhangas locais e manter

uma boa correlagao com outras medidas de similaridades globais (MARIANI et al., 2013).

3.9.5 MAE

O MAE (Mean Absolute Error) ¢ uma métrica muito comum na comparagao
de predigdes de angulos diedros (torsion angles), fornecendo uma média do médulo da

diferenca entre a predigao e o valor de referéncia. O MAE pode ser definido como:

L
1 .
MAE = ZZ\yi—yi], (14)
=1
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onde L é o ntimero de residuos, y; é o valor de referéncia e y; o valor da predi¢ao. Quanto

menor o MAE, melhor o modelo.

3.10 Consideracoes Finais

Neste capitulo foram abordados os principais conceitos relativos ao problema de
predigao de estruturas de proteinas (PSP). Na literatura é aceita a ideia de que estrutura
nativa de uma proteina é aquela que minimiza a energia livre de sua conformacao, o
que na representacao do funil de energia equivaleria a um possivel minimo global. No
entanto, a ideia de que a estrutura nativa é estavel, do ponto de vista termodinamico,
nao é coerente com os experimentos ja observados. Diz-se, entao, que a estrutura nativa
corresponde a um estado termodindmico mais favordvel. Idealmente, espera-se que seja
um minimo global, mas nao serd verdade na maioria dos casos.

A complexidade do folding estende-se além do problema dos minimos locais na
superficie de energia livre. Por exemplo, muitas proteinas necessitam do auxilio de outras
moléculas, ou mesmo outras proteinas para ativar a sua fungao biolégica. Essa moléculas
assistentes sao denominadas de chaperonas. A flexibilidade conformacional nestes casos
é essencial para a fungao biologica, portanto, multiplos estados estruturalmente estdveis
sao acessiveis sem necessariamente representar minimos globais. Este fato biologico limita
a formulacao analitica dos campos de forca, pois intrinsecamente os campos nao sao
suficientes para capturar toda a dinamica estrutural. Isto indica que o PSP talvez seja
naturalmente um problema de otimizagcao.

Varias forgas influenciam o enovelamento e a estabilidade estrutural das proteinas,
sendo o efeito hidrofébico o principal agente do fenémeno do folding. A modelagem do
folding envolve determinar uma funcao de energia composta por termos que melhor
capturem as caracteristicas mais relevantes para a formacao da estrutura nativa. Os
parametros escolhidos para representar as proteinas é determinante nesta tarefa, pois
o folding permite uma vasta combinacao de valores possiveis para os graus de liberdade
da proteina. Isto faz surgir superficies de energia de altas dimensoes (hipersuperficies)
altamente complexas, permeada por uma miriade de minimos locais.

Varias estratégias sao aplicadas para restringir esse esfor¢o computacional de
explorar o espaco das conformacgoes, como por exemplo as bibliotecas de fragmentos,
de angulos, mapas de contato inter-residuos e alinhamentos multiplos de sequéncias para
capturar aspectos co-evolucionarios. Diferentes métodos de busca sao utilizados para fazer
amostragem de solugoes candidatas (decoys), como os métodos de Monte Carlo, Simulated
Annealing, Algoritmos Evolutivos e Deep learning. Apos a escolha e refinamento das
melhores solugoes, as predigoes sao avaliadas por diferentes métricas a fim de verificar
a acuracia do modelo. Os melhores modelos sao aqueles cujas métricas mais os aproxima

da estrutura nativa final da proteina.
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PSP MACHINE LEARNING

Os recentes avancgos tecnologicos de sequenciamento de genomas e estruturas de
proteinas proporcionaram um extraordinario aumento da quantidade de dados disponiveis
de sistemas biologicos. Concomitantemente, ocorreu um desenvolvimento sem precedentes
de modelos de inteligéncia artificial (IA) em areas como machine learning e deep learning,
em especial, avangos significativos em arquiteturas de visao computacional e processa-
mento de linguagem natural.

Em paralelo, hardwares especificos para computacao de alto desempenho comeca-
ram a se tornar mais acessiveis, como os de computacao paralela da plataforma NVIDIA
CUDA® (NVIDIA, 2023), assim como também solucdes de cloud computing incluindo
desde alternativas para usuéarios domésticos como o Google Colab (BISONG, 2019) e
Kaggle (2023), quanto solugoes para toda a induistria com players como a Oracle (2023),
Amazon AWS (2023), entre outros.

Os modelos de predicao de proteinas comecaram a incorporar substancialmente
arquiteturas de inteligéncia artificial em seus preditores a fim de explorar o potencial
desta vasta quantidade de dados. AlQuraishi (2021) argumenta os impactos da TA
no campo da predi¢do de proteinas, notando que a partir do CASP13 (2018), prati-

camente todos os participantes da competicao aplicavam redes neurais em seus preditores.
AlphaFold - CASP13 (2018)

O CASP13 (2018) testemunhou o inicio de uma revolugao cientifica no campo da
bioinformatica estrutural. A empresa DeepMind, uma subdivisao do Google, estreeou no
CASP (Capitulo 2, subsegao 2.4.5) com o nimero de entrada G043 e nome de equipe A7D,
apresentando pela primeira vez para o mundo o seu algoritmo de predi¢ao, o AlphaFold
(SENIOR et al., 2019).

O AlphaFold de 2018 (AF1) tratava o PSP basicamente como um problema de
visao computacional, representando a proteina por imagens de mapas de distancias inter-

residuos (distograms) e matrizes que codificavam informagoes co-evolucionérias entre a
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proteina-alvo e outras sequéncias de proteinas homologas, obtidas através de ferramentas

de alinhamentos de sequéncias, como o MSA — Multiple Sequence Alignment (Figura

43). O AF1 deduzia um potencial estatistico baseado em distograms para selecionar os

melhores decoys. Entao, uma engenhosa arquitetura de redes residuais convolucionais era

treinada e gerava as predigoes.

Protein sequence
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Figura 43 — Ilustragao da arquitetura do AlphaFold no CASP13 (2018).
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AlphaFold 2 - CASP14 (2020)

Figura 44 —

AlphaFold

Sumizscores0.0)

Ranking entre os competidores do
CASP13 e CASP14. O AlphaFold ganhou
as duas competigoes na categoria FM, a
dltima com margem expressiva.
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 Groups

(a) AlphaFold (G043). Fonte: CASP13 (2018).

x4 AlphaFold2

No CASP14 (2020) foi apre-
sentada uma nova versao totalmente
diferente, o AlphaFold2 (AF2). O
AF2 utilizava uma nova arquitetura
denominada Evoformer: uma com-
binagao de redes Attention ¢ BERT
— Bidirectional Encoder Representa-
tions from Transformers, comuns em
modelos de processamento de lingua-
gem natural.

Nesta nova versao, o PSP foi
tratado como um problema de otimi-
zacao de inferéncia de grafos. Nesta
abordagem, as proteinas sao repre-
sentadas na forma de matrizes MSA
e de acoplamentos inter-residuos. Os
mapas de distancia agora sao subs-

tituidos por grafos cujas arestas re-
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presentam as provaveis distancias entre os pares de aminoacidos. A acuricia média das
predicdes do AF2 foi de impressionantes 0.96 A RMSD-C,, contra 2.8 A RMSD-C,, do
segundo melhor competidor (Figura 44b). Segundo Ornes (2022), a acuréacia das predi-
¢oes no CASP13 girava em torno de 60%. Enquanto que no CASP14 chegou a 90% com

o AlphaFold2.

A Figura 45 ilustra a arquitetura do AF2, composta por varios blocos Fvoformers.

Cada bloco realiza diversas operagoes de atualizacao das informagoes contidas nas

matrizes MSA e de acoplamentos inter-residuos. Cada matriz retroalimenta a outra

(recycling) a fim de otimizar a topologia dos grafos ajustando as arestas.

Figura 45 — Iustragao dos principais conceitos da arquitetura do AlphaFold2 no CASP14 (2020).
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Figura 46 — AlphaFold insights. Um novo padrao surgiu nos preditores de estruturas de pro-
teinas, incorporando: (a) andlise co-evolucionaria; (b) deep learning para reconheci-
mento de padrdes; (c) assembly; (d) refinamento estrutural.
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Na ponta final da rede é produzido um gds de residuos, tratados como corpos
s6lidos cujas orientagoes rotacionais e translacionais sao determinadas pela rede. Por fim,
os backbones de cada residuo sao combinados gerando-se a predigao final da proteina
pela rede (modelo end-to-end). O AlphaFold gerou uma revolugao na compreensao de
como o PSP deveria ser abordado, produzindo insights que moldaram o design dos novos
preditores que surgiram depois, demonstrando a importancia do uso de informagoes co-
evolucionarias e dos modelos de deep learning como a principal ferramenta de investigacao

do PSP (Figura 46).

4.1 Trabalhos Correlatos

A partir de 2018, todos os trabalhos subsequentes absorveram os frutos das
inovagoes introduzidas pelo AlphaFold (Figura 46). Nos demais trabalhos correlatos da
literatura do PSP Machine Learning, nao ha um tratamento especifico no estudo da
evolucao dos angulos diedros durante as predi¢oes das estruturas. A utilizacao das redes
neurais para predizer os angulos nao busca inferir como a evolu¢ao dos angulos acontece
dentro do espaco de busca das conformacoes, focando apenas na obtencao final dos
resultados. No entanto, é interessante notar a correlagao entre as input features e os

modelos de arquiteturas utilizados pelos diferentes métodos (Tabela 3).

Figura 47 — Ilustracao da arquitetura da rede neural ESIDEN.
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Fonte: Xu et al. (2021).

Por exemplo, Xu et al. (2021) propdéem um modelo de rede neural denominado
ESIDEN, uma combinacao de redes neurais recorrentes dos tipos LSTM e BiLSTM. Para
o treino da rede, os autores apresentaram quatro novas features evolucionérias em seu
modelo: (i) relative entropy (RE); (ii) degree of conservation (DC); (iii) position-specific
substitution probabilities (PSSP); (iv) Ramachandran basin potential (RBP).
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Também foram utilizadas outras features comuns na literatura de predi¢ao de
angulos, como as propriedades fisico-quimicas dos aminoacidos e a matriz PSSM ( Position

Specific Scoring Matriz), que mapeia relagbes estatisticas entre vérias sequéncias de

proteinas. A Figura 47 ilustra esquematicamente a rede ESIDEN.

Tabela 3 — Estado da arte dos preditores do PSP Machine Learning.

Predicao Algoritmos Arquiteturas
RGN2 (CHOWDHURY et al., 2022) RGN + BERT
doi: 10.1038 /s41587-022-01432-w
Estruturas AlphaFold2 (JUMPER et al., 2021) Evoformer + IPA (Attention)
Terciarias doi: 101002/prot26257
RoseTTAFold (BAEK et al., 2021) SE(3)-Equivariant
doi: 10.1126/science.abj8754 Transformer
DNSS2 (GUO; HOU; CHENG, 2021) CNN + RCNN + ResNet +
doi: 10.1002/prot.26007 CRMN + FractalNet +
Inception
PSIPRED (BUCHAN; JONES, 2019) DNN
doi: 10.1093 /nar/gkz297
Estruturas
Secundéarias SPIDER3 (HEFFERNAN et al., 2017) LSTM + BRNN

doi: 10.1093/bioinformatics/btx218

RaptorX (WANG et al., 2016) DeepCNF
doi: 10.1093 /nar/gkw306
SPINE-X (FARAGGI et al., 2012) DNN
doi: 10.1002/jcc.21968
trRosetta (YANG et al., 2020b) DRCN
Mapa de contato doi: 10.1073 /pnas.1914677117
inter-residuos ResPRE (LI et al., 2019) ResNet

doi: 10.1093/bioinformatics/btz291

Angulos diedros

(6, 9)

ESIDEN (XU et al., 2021)
doi: 10.1038/s41598-021-00477-2

OPUS-TASS (XU; WANG; MA, 2020)
doi: 10.1093/bioinformatics/btaa629

SPOT-1D (HANSON et al., 2019)
doi: 10.1093/bioinformatics/bty1006

RaptorX-Angle (GAO et al., 2018)
doi: 10.1186/s12859-018-2065-x

LSTM + BiLSTM

CNN + BiLSTM +

Transformer

LSTM + BRNN + ResNet

DCNN + ResNet + logistic

regression layer

Fonte: Autor.
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As features DC, RE e PSSP foram obtidas a partir do alinhamento MSA da
proteina-alvo (query) contra proteinas do banco de dados Uniclust30 (MIRDITA et al.,
2017), utilizando a ferramenta HHBIlits (REMMERT et al., 2011). O céalculo do RBP foi
obtido utilizando o server Leri (CHEUNG; PETER; KORNMANN, 2021).

Os autores fizeram predigoes com diferentes combos de features e avaliaram
a qualidade das predi¢oes dos angulos utilizando a métrica MAE. Como benchmark
utilizaram os datasets padrao na literatura de predicao de angulos no PSP Machine
Learning, o TEST2016 (1213 proteinas) (HANSON et al., 2018) e TEST2018 (250
proteinas) (HANSON et al., 2019).

Os autores concluiram que a com- Figura 48 — Comparacao dos resultados do ESI-

binacdo que gerou o menor MAE foi DEN com outros métodos.

quando utilizaram todas as features em TEST2016 TEST2018
. . ~ . Method MAE MAE MAE MAE
conjunto, ou seja, o padrao da literatura : @ W @ W
Spider3* 17.88 26.66 18.38 28.10
mais as quatro novas introduzidas pelos au- RaptorX-Angle* | 18.08 26.68 21.01 35.95
SPOT-1D* 16.27 23.26 16.89 24.87
tores' RE + DC + PSSP + RBP Com as OPUS-TASS" 15.78 24.46 16.40 24.06
novas features obtiveram melhores MAEs ESIDEN 15.48 1925 1600 | 20.28

quando comparado com os outros algorit-
mos do estado da arte: SPIDER3 (HEF-
FERNAN et al., 2017), RaptorX-Angle (GAO et al., 2018), OPUS-TASS (XU; WANG;
MA, 2020) e SPOT-1D (HANSON et al., 2019), conforme mostra a Figura 48.

Fonte: Xu et al. (2021).

Figura 49 — (a) Framework da arquitetura do OPUS-TASS, com os outputs da rede indicados no
final: estruturas secundarias (SS3 e SS8), angulos diedros ¢, (TA), CSF3 (condicao
de restrigao), area da superficie acessivel ao solvente (ASA) e os angulos diedros

da cadeia lateral (SDA). (b) Resultados do OPUS-TASS comparado com outros
métodos de predigao.
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Predictors SS3 SS8 MAE(¢) MAE(y)
TEST2016

SPOT-1D* 87.16 77.10 16.27 23.26

OPUS-TASS 87.79 78.01 15.78 22.46
TEST2018

MUFOLD" 84.78 73.66 17.78 27.24

NetSurfP-2.0" 85.31 73.81 17.90 26.63

SPOT-1D* 86.18 75.41 16.89 24.87

OPUS-TASS 86.84 76.59 16.40 24.06
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Fonte: Xu, Wang e Ma (2020).
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No trabalho de Xu, Wang e Ma (2020), os autores propoem um preditor
denominado OPUS-TASS, focado na predicao de angulos do backbone e de estruturas
secundérias. A arquitetura da rede neural do OPUS-TASS consiste em uma combinagao
de redes neurais convolucionais (CNNs), LSTMs e redes Transformers. No trabalho os
autores introduziram uma nova feature PSP19 que classifica os 20 aminoacidos naturais
em 19 blocos de corpos rigidos. Ao todo, foram 76 input features para o treino da rede
neural. A arquitetura final é um ensemble de muitas redes neurais combinadas, gerando
11 modelos parametrizados de redes diferentes.

No OPUS-TASS, combos com diferentes configuragoes de rede foram testados
especificamente para realizar seis tipos de predigoes: estruturas secundarias (SS3 e SS8),
angulos diedros (¢,1) (TA), CSF3 (feature de restri¢ao estrutural), area da superficie
acessivel ao solvente (ASA) e os angulos diedros da cadeia lateral (SDA).

Para a predigdo dos angulos (¢, ), a métrica de comparagao MAE foi utilizada
sobre os datasets TEST2016 (1213 proteinas) e TEST2018 (250 proteinas). Nos testes,
o OPUS-TASS performou melhor que os concorrentes. Contudo, o trabalho mais recente
de Xu et al. (2021), com seu modelo ESIDEN, conseguiu performar melhor com uma

arquitetura de rede muito mais simples (Figuras 47 e 48).

Figura 50 — Ilustracao da arquitetura do SPOT-1D, onde L é o niimero de residuos da proteina-
alvo e w é o tamanho da janela de varredura do mapa de contato.
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Fonte: Hanson et al. (2019).

O modelo SPOT-1D é também com frequéncia citado em comparagoes por outros
trabalhos. Este modelo proposto por Hanson et al. (2019) adota um ensemble de redes
neurais compostas por LSTM, BRNN e ResNet, totalizando nove modelos (Figura 50). Os
autores utilizaram 57 input features, incluindo dois perfis evolucionarios: (a) Matriz PSSM,
obtida através do PSI-BLAST (ALTSCHUL et al., 1997); (b) Matriz HMM, obtida com o
HHBIits (REMMERT et al., 2011); além de propriedades fisico-quimicas dos aminoacidos e
informacgoes de mapas de contato inter-residuos, obtidas com o uso da ferramenta SPOT-
Contact (HANSON et al., 2018).
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A fim de avaliar a performance do preditor também foram utilizados os datasets
TEST2016 e TEST2018, calculando-se o MAE das predigoes dos angulos (¢, ). Para o
dataset TEST2016, foram obtidos MAE(¢) = 16.27 e MAE(¢)) = 23.26. Para o TEST2018,
o resultado foi MAE(¢) = 16.89 e MAE(¢) = 24.87. Na época (2019) estes resultados

foram os melhores na comparagao com outros preditores.

4.2 Consideracoes Finais

Dentre os algoritmos de predicao de estruturas terciarias, o AlphaFold e RoseT-
TAFold constituem o atual estado da arte, atingindo niveis de acuracia sem precedentes
e consolidando o consenso na comunidade de cientistas do CASP que, do ponto de vista
de método computacional, em proteinas de dominio tnico, o problema do PSP foi com-
pletamente resolvido.

O OPUS-TASS e SPOT-1D sao bons exemplos do claro trade-off entre a explo-
ragao das features (feature exploration) e os tipos de informagoes que se pode extrair das
diferentes arquiteturas de redes neurais (neural exploitation). Inimeros trabalhos utili-
zando deep learning para o problema de predicao de estruturas de proteinas surgiram
nos ultimos anos, adotando diferentes estratégias de feature extraction e de engenharia de
arquitetura para a predicao de mapas de contato inter-residuos, angulos diedros (torsion
angles), estruturas secundérias e terciarias, entre outros conforme visto na Tabela 3.

A analise da literatura dos preditores evidenciou o poder das redes neurais
como ferramenta de investigacao cientifica e a importancia da engenharia de rede para a
exploracao das features e a acuracia dos resultados. Apesar dos extraordinarios avancos,
infelizmente os trabalhos nao elucidam os mecanismos fisicos subjacentes ao folding. Por
enquanto, as redes neurais continuam — ocultando profundamente — os segredos do folding

de proteinas.
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Atualmente, nao existe nenhum campo de forca que descreva corretamente o
folding de proteinas. Apesar dos avangos extraordinérios que a inteligéncia artificial trouxe
para o campo da biologia estrutural, a busca pela a elusiva funcdo de energia permanece.
A multifacetada natureza dindmica dos sistemas bioldgicos talvez seja inerentemente um
problema analiticamente nao tratavel.

Cutello, Narzisi e Nicosia (2006) demonstraram que os campos de for¢a cujos
termos podem ser separados em potenciais de ligacao covalente e nao-covalente sao termos
em conflito durante uma operacao de minimizagao de energia. Isto significa que nao é
possivel minimizar simultaneamente ambos os termos, pois o procedimento de minimizar

um automaticamente induz a maximacao do outro (Figura 51).

Figura 51 — Campos de forga com termos de energias covalentes e nao-covalentes podem gerar
um conflito entre os termos quando minimizados simultaneamente.
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Fonte: Cutello, Narzisi e Nicosia (2006).

Portanto, talvez o PSP seja naturalmente um problema de otimizagao. Por
definicao, as redes neurais também constituem um problema de otimizagao. Nesse sentido,
uma abordagem alternativa as redes neurais para o PSP sao os algoritmos evolutivos,

inspirados nos conceitos da Teoria da Evolu¢ao de Darwin (1859).
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5.1 Problemas de Otimizacao Multiobjetivo

Em problemas de otimizacao nao é possivel selecionar uma tnica solugao que
satisfaca todas as condigoes de restricao do problema, pois sempre havera solugoes em
conflito, ou solugdes que nao serao nem piores ou nem melhores quando consideradas
simultaneamente. Nestes casos, objetiva-se encontrar solucoes otimas por meio de algum
critério de avaliacao. Este critério normalmente consiste em maximizar ou minimizar uma
determinada funcao, denominada de fungao objetivo.

Uma func¢do objetivo é normalmente um vetor onde cada componente é um
objetivo a ser avaliado, sendo os objetivos (as variaveis do problema) independentes entre
si. Os objetivos sao escolhidos de forma a proporcionar o melhor custo-beneficio para a
solugao do problema. Este tipo de problema é denominado de Problema de Otimizacao
Multiobjetivo (POMO). A solucéo otimizada precisa respeitar a todas as condi¢des de

restri¢ao impostas ao problema em consideracao.

Definigao 1 (POMO). Seja n o nimero de objetivos, entdo o POMO pode ser definido

como o problema de se encontrar um vetor de varidveis € = [x1,To, ..., x| tal que:

mazimiza/minimiza:  F(x) = [fi(z), f2(2), ..., fo(2)]";
restrita a:  gi(x) >0, j=1,...,J;
i() (15)
hk($) :0, k= 1,...,K;

ceR: 2 <p < i=1 . n

onde f,(x) € p-ésima fungao objetivo e F(x) € o vetor a ser otimizado.
Otimizacao Mono-Objetivo
Note que para p = 1 a Eq. (15) torna-se um problema mono-objetivo. Logo, a

solucdo 6tima corresponderé as solugoes extremas (minimas ou méximas). Por

esse motivo, os problemas multiobjetivos sao véalidos apenas para p > 1.

Defini¢ao 2 (Espago de busca). Uma solugio x € dita ser factivel se, e somente se,
satisfizer todas as restrigoes g; e hy. O conjunto das solugoes factiveis forma o espago de

decisao X, ou espago de busca (DEB, 2001).

Definigao 3. Uma solucio ' € X € eficiente se nao existe outro ponto " € X tal que:

f&") < f(=),

16
e f(a") # f(=). 1o

Quando um ponto factivel nao satisfaz a essas condigoes, € chamado de ponto ineficiente.
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E importante salientar que uma solucdo eficiente nao pode ser melhorada com
relagao a nenhum outro objetivo sem que cause uma piora em, pelo menos, algum outro

objetivo. O conjunto das solugoes eficientes é denominado de Pareto-6timo, ou 6timo

de Pareto (FONSECA; FLEMING, 1995).

5.1.1 Fronteira de Pareto

A imagem do conjunto de Pareto-6timo da Eq. (16) forma o que ¢ chamado
de fronteira eficiente, conhecido na literatura como fronteira de Pareto. A eficiéncia

relaciona-se com outro conceito importante denominado dominéancia.

Defini¢gao 4 (Dominéancia). Diz que uma solu¢ao factivel x' domina outra solugdo

!/

factivel ", representado por x'2x”, se, e somente se, fi(x') < fi(x”)Vi=1,...,pe

filx’) < fi(x") em pelo menos um objetivo.
Deste modo, pode-se formular o conjunto Pareto-6timo P como:

Pareto-6timo

P={z'eX|fz" €X: f(z") X f(2)}. (17)

A dominéncia é um critério que permite comparar a qualidade de duas solucoes

em problemas do tipo POMO. A Eq. 17 diz que uma solu¢ao A domina outra solugao B se:

1. A solucao A nao é pior do que a solugao B em todos os objetivos, e;

2. A solugdo A é estritamente melhor do que a solugao B em pelo menos um

objetivo.

Em outras palavras, a solucao A domina a solucao B se for pelo menos tao boa quanto a
solugao B em todos os objetivos e estritamente melhor em pelo menos um objetivo.
Segundo Deb (1998), o conjunto nao-dominado e a fronteira podem ser

6timos locais ou globais:

Definigao 5 (Otimo local). Um subconjunto O, de X é denominado conjunto détimo
local em Pareto se, e somente se, todas as suas solugoes sao nao-dominadas em relacao
a uma determinada vizinhanca do espaco de decisao X. A imagem deste conjunto define

uma regiao Pr, chamada de fronteira otima local em Pareto.

Definigao 6 (Otimo global). Um subconjunto Og de X é denominado conjunto 6timo
global em Pareto se, e somente se, todas as suas solugoes sao nao-dominadas em relagao a
quaisquer outros conjuntos de dtimos locais O no espaco X. A imagem deste conjunto no

espaco de objetivos define uma regiao Pg chamada de fronteira dtima global em Pareto.
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5.2 Meétodos Heuristicos de Otimizacao Multiobjetivo

A solucao dos problemas de otimizacao multiobjetivo geralmente envolve o uso de
métodos heuristicos em sua abordagem. Heuristicas sao técnicas de resolucao de problemas
(geralmente de otimizagao), onde s@o conhecidas partes especificas das informagoes do
problema a priori, como por exemplo, uma dada solucao inicial a partir de uma condicao
de contorno. Porém, formalmente, nao existem provas matematicas de que a solucao
encontrada ¢ a melhor solugao.

Segundo Talbi (2009), as meta-heuristicas sdo métodos empregados para generali-
zar as heuristicas, abstraindo as especificidades de cada heuristica e permitindo estratégias
para criar, modificar ou guiar outras heuristicas. As meta-heuristicas produzem uma gama
maior de solucoes do que aquelas normalmente geradas pelas buscas de otimizagoes locais.

Dentre as principais meta-heuristicas, pode-se citar:

Algoritmos Genéticos (AG) (HOLLAND, 1992);

Particle Swarm Optimization (PSO) (KENNEDY; EBERHART, 1995);

Memetic Algorithms (KRASNOGOR, 2012);

Simulated Annealing (KIRKPATRICK; GELATT; VECCHI, 1983).

5.2.1 Algoritmos Multiobjetivos

Os algoritmos multiobjetivos sao algoritmos que implementam alguma meta-
heuristica de otimizacao multiobjetivo e que tornaram-se referéncia na literatura devido a
alguma caracteristica relevante do método, como por exemplo a capacidade de exploragao
global do espaco de busca, convergéncia das solugoes, ranqueamento, diversidade, dentre
outras caracteristicas.

A seguir, alguns exemplos de algoritmos multiobjetivos baseados em populacao

que se tornaram referéncia na literatura:

o NSGA-III (DEB; JAIN, 2014);

NSGA-II (DEB et al., 2002);

SPEA-2 (ZITZLER; LAUMANNS; THIELE, 2001);

MOEA /D (ZHANG; LI, 2007);

PAES (KNOWLES; CORNE, 1999).
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5.2.2 Algoritmos Genéticos no PSP

Os AGs sao frequentemente aplicados em problemas de otimizag¢ao multiobjetivo
denominados MOEAs (Multi-Objective Evolutionary Algorithms). Na literatura do PSP,
os AGs aplicados ao problema de predi¢gao usualmente apresentam as seguintes caracte-

risticas (ALMEIDA; LIMA, 2022; FACCIOLI, 2015; LIMA et al., 2007):

I. Representacao dos individuos
Os individuos (proteinas) sdo usualmente representados pelos angulos diedros ¢, ¢

(backbone) e os x; (cadeia lateral), os quais representam os graus de liberdade.

I1. Inicializagao da populacao
Uma populagao é formada por um conjunto de individuos. A populagao inicial
¢ gerada atribuindo-se valores aleatorios para os angulos diedros ou utilizando

bibliotecas de angulos (BORGUESAN et al., 2015) ou fragmentos (LEAVER-
FAY et al., 2011) para gerar as conformagoes.

I11. Operadores genéticos
Os operadores sao os responsaveis pela geracao dos novos individuos na popu-
lacao. Diferentes meta-heuristicas implementam diferentes operadores para gerar
diversidade dentro da populagao. Os AGs normalmente implementam operado-
res de mutagao e crossover (recombinagao). Um operador de mutagao modifica
aleatoriamente certas propriedades de um individuo, como os angulos diedros, en-
quanto que o de crossover permite que os filhos herdem caracteristicas dos pais

(por exemplo, a troca de dngulos entre aminoécidos).

IV. Funcao objetivo (fitness)

Cada nova estrutura gerada pelos operadores genéticos precisa ser avaliada por
algum critério que mensure a qualidade dos novos individuos a fim de produzir as
geracoes descendentes. Em problemas de otimizacao multiobjetivo este critério é
normalmente avaliado pela funcao objetivo. No PSP Multiobjetivo é frequente
encontrar objetivos que incluem fungbes de energia (CHARMM e AMBER),
potenciais estatisticos derivados de analises das proteinas em bancos de dados,
como o ROSETTA, DFIRE e RWPlus, além propriedades estruturais como a area
superficial de acessibilidade do solvente (SASA) e raio de giro (RG).

V. Métodos de decisao

Consiste no processo de decisao para a escolha da solucao final dentre o conjunto
das solugoes o6timas obtidas. Exemplos de métodos de decisao incluem elitismo
(NSGA-II), arquivamento (SPEA-2, PAES) e clustering das solugdes, como no
caso do MUFOLD-CL (ZHANG; XU, 2011). Outros métodos também implemen-

tam heuristicas de busca local (local search) em pontos especificos da fronteira de
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Pareto, explorando pontos denominados knees. Normalmente esses pontos estao

localizados nas bordas da fronteira, caracterizando-se por serem solugoes onde o

trade-off entre os objetivos é significativo. Nos knees, mesmo um pequeno decrés-

cimo em objetivo gera um grande acréscimo em outro objetivo.

Figura 52 — Ilustracao da formagao da Fronteira de Pareto depois da execugdo de um tipico AG
com operadores de crossover e mutagao, com a selegao dos individuos nao-dominados
apos o algoritmo atingir algum critério de parada (Ksiop)-
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Fonte: Autor.

De acordo com Michalewicz e Schoenauer (1996), um algoritmo genético (AG)

procura por um equilibrio entre o aproveitamento das melhores solugoes e a exploragao

do espagco de busca. A seguir, serao detalhados os seguintes algoritmos evolutivos
multiobjetivos utilizados neste trabalho: NSGAII, GDE3 e BRKGA.

5.2.2.1 NSGA-II

No NSGA-IT (DEB et al.,
2002), inicialmente uma popula-
¢ao Py de tamanho N é gerada
aleatoriamente. Através de opera-
¢oes de selecao, mutacao e cros-
sover nos individuos de Fp, é ge-
rada uma populagao de descen-
dentes )y também de tamanho N.
Deste modo, a cada t-ésima gera-
¢ao, uma nova populacgao R; de ta-
manho 2N ¢é formada pela uniao
P, U @Q; = R;. Depois, a funcao
objetivo de cada individuo 7 € R,

¢é avaliada.

Figura 53 — Ilustracao do algoritmo NSGA-II.

Non-dominated Crowding distance NS?: L .
sorting sorting evolutionary

\ \q search eycle
_______________________ ;

* [0

Mating Pool via
tournament

selection NO Termination YES
eriteria are #
reached

Fonte: Acampora et al. (2013).
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Para cada individuo é atribuido um rank(i) de dominancia que contabiliza o
namero de solugdes que dominam o individuo 7. Individuos com rank(i) = 0 representam
as melhores solugoes nao-dominadas, ou seja, nenhuma outra solucao domina estes
individuos. Os individuos sao ordenados e agrupados de acordo com o seu rank. Cada
rank ira representar diferentes e sucessivas fronteiras de Pareto (F, Fy, ..., F;), conforme
ilustra a Figura 53. O elitismo, que favorece a convergéncia das solugoes, ¢ induzido pela
ordenacao da populagao em R;.

No entanto, a proxima populagao P, precisa conservar o mesmo tamanho N. A
fim de truncar a populacao de R;, o NSGA-II utiliza uma operacao de crowding distance
para garantir que serao escolhidas as solugoes com maior distancia entre si na ultima
fronteira (grupo F3 na Figura 53), favorecendo a diversidade das solugbes proximas a
fronteira de Pareto 6tima. Os individuos sao escolhidos até preencher as N primeiras
posigoes, dando origem a populagao da proxima geracao Pryq. Todos os outros individuos
nao selecionados sao descartados. Este processo é repetido durante as t-ésimas geragoes

até que o critério de parada seja atingido, conforme ilustra o pseudo-codigo do Algoritmo 1:

Algoritmo 1 — Pseudo-codigo do NSGA-II.
Input: Population Py (random)

1 N+ |Rl; // Size of population.
2 Qo < Offspring(F,, selection, crossover, mutation, size = N);

314 0; // No. of generations.
4 while not StopCriterion() do

5 Ry« P UQ;;

// Sorting by domination rank.

6 F < FastNonDominatedSort ([?;);
7 Py 0,
8 14 1;
9 while |P, 1| + |Fi| < N do
// Calculate crowding distance in front F;.
10 C; < CrowdingDistance (F;);
11 Py < Py UF;
12 141+ 1; // Iterate over fronts.
13 end

14 F; < CrowdingSort (F;, by=C;, order=“descending™);
// Choose the first (N — |P.1|) elements of F;.
15 Pi1 <~ P UF[1: N — Pl

16 Q¢11 < Offspring (P4, selection, crossover, mutation, size = N);
17 t—t+1; // Increment the generation counter.
18 end

5.2.2.2 GDE3

O algoritmo Differential Evolution (DE) ¢ um AG inicialmente proposto por

Storn e Price (1997) e depois aprimorado na terceira versao por Kukkonen e Lampinen
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(2005). No DE, a cada k-ésima geragao, todos os individuos ¢j (current) da populagao

atual sao comparados com um vetor mutante J;k, percorrendo cada j-ésimo objetivo:
i, = [[1(Z), f2(D), ..., f3(2)], (18)

onde T é a variavel de decisao do problema.

Para isso, escolhe-se aleatoriamente trés solugoes (7, Tor, T3x) da geragao atual
k, onde 7y sao individuos mutuamente excludentes com respeito ao indice i, a fim de
garantir que os individuos sejam diferentes. Entao, o vetor mutante d_;k ¢ gerado pelo

calculo da diferenca entre as dimensoes das solugoes:
dijk = 1356 + F - (116 — T25k), (19)

onde F' é um fator de escala que define a magnitude da direcao da mutagao dada pela
diferenga entre os vetores (7, — 7o), dai o nome Differential Evolution.
A mutacao no individuo ¢ é introduzida pelo mutante d:k iterando sobre cada

j-€simo objetivo segundo as seguintes condigoes:

r3je + F - (r1je — roj1)  se rand|0,1] < CR
dijk: = ou j = Jrand; (20)

Cijk caso contrario.

onde rand|0,1] é um ntmero aleatério no intervalo especificado, CR é a probabilidade
de crossover, jrana € 0 Objetivo selecionado aleatoriamente, onde a condicao j = Jrand
garante que pelo menos um objetivo seja avaliado.
Deste modo, a selegao do individuo ¢ 41 da proxima geragao é feita segundo o
critério de dominancia entre d;; e Ci:
dix  se dy, = Cig,

Cik+1 = . ) (21)
C;r. caso contrario.

Este processo é repetido durante k geracoes ou até que um critério de parada seja atingido.

5.2.2.3 BRKGA

O método BRKGA, proposto por Gongalves e Resende (2011), é um algoritmo
genético variante dos algoritmos genéticos de chaves aleatorias (RKGA), primeiramente
introduzido por Bean (1994) para tratar de problemas de otimiza¢do combinatorial.
A principal caracteristica do framework RKGA é que ele separa claramente a parte
dependente e independente do problema.

A parte independente do BRKGA consiste na forma de representacao dos

individuos. Cada individuo é representado por chaves aleatorias (random keys) na forma
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de nimeros reais aleatorios dentro de um intervalo especificado, normalmente em [0,1]. A
populacao inicial é composta por ¢; individuos, onde cada j-ésimo elemento é representado

por uma chave aleatoéria, por exemplo:
¢ =1[0.2,0.85,...,d;] ", (22)

neste caso, d; € [0, 1]. A parte dependente do problema ¢ desempenhada por um decoder,
responsavel por mapear as chaves aleatorias para os valores verdadeiros da fungao objetivo.

Depois que o fitness de cada individuo é calculado, a populagao P é ordenada
de forma descendente e particionada em dois grupos: (i) a elite, representando uma
fragao p. da populagdo com os individuos com o melhor fitness; e (ii) o grupo nao-elite,

representando o restante da populacao P — p., sendo p. < P — p,.

Figura 54 — Operadores de selegao e crossover no algoritmo do BRKGA.
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Fonte: Gongalves e Resende (2011).

A Figura 54a ilustra a evolugao da populagao no algoritmo BRKGA. O grupo de
elite é copiado integralmente para a proxima geragao k + 1, inserindo-se na particao TOP
do diagrama. Um numero aleatério de individuos mutantes sao gerados e posicionados
na particao BOT do diagrama. O restante da populagao é preenchida com operagoes
de crossover. Os pais sao escolhidos selecionando um individuo do grupo elite, com
probabilidade 1/p., e outro individuo do grupo nao-elite, com probabilidade 1/(p - p.). Como
Pe < P —p,, portanto, os individuos do grupo elite terao sempre uma maior probabilidade
de serem escolhidos.

A Figura 54b ilustra o processo de mutagao e crossover. A mutagao é introduzida
gerando um vetor mutante p,, de chaves aleatorias, do mesmo tamanho do individuo ¢;.
J& a operacao de crossover segue o conceito do parametrized uniform crossover, explicado
a seguir. Por exemplo, seja p. = 0.7 o valor escolhido pelo usuario para o parametro
que representa a probabilidade de escolha de um individuo do grupo de elite. Logo, a
probabilidade de escolha de um individuo do grupo nao-elite é p =1 — pe.

Na Figura 54b, os pais sdo representados pelos cromossomos 1 (elite, pyy) e 2

(nao-elite, Pay), enquanto que o vetor mutante p,, esta representado pelo vetor random
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number. Entao, o individuo ¢; ;41 da proxima geracao (offspring) sera gerado avaliando-se

cada j-ésima chave aleatéria da seguinte forma:

Pijk € pe = 0.7 < ppyj
(elite),
Cigk+1 = (23)
D2jk  caso contrario

(nao-elite).

Depois que a geragao dos novos individuos por crossover atingir o ntimero maximo
da populac¢ao P, novamente computa-se o fitness de todos os individuos da (k + 1)-ésima
geracao, ordena de forma descendente, particionando novamente entre elite e nao-elite,

repetindo-se todo o processo por k geragoes, ou até que um critério de parada seja atingido.

5.3 Trabalhos correlatos

A Tabela 4 lista trabalhos recentes na literatura que abordam o PSP como um
problema de otimizac¢ao multiobjetivo. Em Lei et al. (2022), os autores desenvolveram o
método MO4 modelando o PSP como um problema de muitos objetivos (Figura 55) e
argumentam que ¢ o primeiro trabalho na literatura que incorpora quatro objetivos na
predicao de estruturas de proteinas. A funcao objetivo é composta por termos do campo
de forca CHARMM, separados em potenciais de (i) energia covalente; (ii) nao-covalente;

(iii) SASA (area da superficie de acesso do solvente); (iv) potencial RWplus.
Figura 55 — Preditor MO4 ilustrando um fluxograma caracteristico de algoritmos evolutivos.
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Fonte: Lei et al. (2022).

A populagao € inicializada com a predi¢ao de estruturas secundarias pelo software
PSIPRED (MCGUFFIN; BRYSON; JONES, 2000). A escolha dos individuos ¢é feita
utilizando a inspiragao de algoritmos evolucionarios. Neste exemplo, os autores simularam
um torneio por selecao binaria, onde o individuo dominante vai para a formagao da mating
pool (grupo de acasalamento). Dentro da pool, sdo aplicados operadores de crossover e

mutacao para evoluir as novas geracoes. Um processo de selecao ambiental é feita na
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nova populagao gerada pela combinagao da mating pool e dos seus pais, aplicando-se as
estratégias de convergéncia favordvel e diversidade direcional (CHENG; YEN; ZHANG,

2015).

Tabela 4 — Trabalhos publicados na literatura do PSP Multiobjetivo.

Método No. Objetivos Estratégia Funcao
objetivo

MO4 (LEI et al., 2022) Multiobjetivo (4) Evolutionary =~ CHARMM +

doi: 10.1109/TEVC.2021.3095481 Algorithm SASA +
RWplus

MO-BRKGA (MARCHI; Multiobjetivo (3) Genetic ROSETTA +

PARPINELLI, 2021) Algorithm Secondary

doi: 10.1109/CEC45853.2021.9504745 Structure +
Contact Map

NSGA-II + PLS (ALTAGA-ROJAS et Multiobjetivo (2) Genetic ROSETTA +

al., 2021) Algorithm SASA

doi: 10.1109/SCCC54552.2021.9650383

SCDE (ZHANG et al., 2020) Mono-objetivo Differential Secondary

doi: 10.1109/TCBB.2018.2873691 Evolution Structure +
Contact Map

AIR (WANG et al., 2020) Multiobjetivo (3) Particle ROSETTA +

doi: 10.1093/bioinformatics/btz544 Swarm CHARMM —+

Optimization =~ RWplus

MODE-K (CHEN et al., 2020) Multiobjetivo (2) Differential RWplus

doi: 10.1016/j.ins.2020.06.003 Evolution

MABC (CORREA; DORN, 2020) Mono-objetivo Artificial Bee  ROSETTA -+

doi: 10.1016/j.swev0.2020.100677 Colony SASA + SS

SGDE (RAKHSHANTI et al., 2019) Mono-objetivo Differential AMBER

doi: 10.1016/j.swevo.2019.01.009 Evolution

GAPF (ROCHA et al., 2018) Multiobjetivo (3) Genetic Contact Map

doi: 10.1109/CEC.2018.8477890 Algorithm Potential

MOPSO (SONG et al., 2018b) Multiobjetivo (3) Particle CHARMM -+

doi: 10.1016/j.as0¢.2018.07.042 Swarm dDFIRE

Optimization

AIMOES (SONG et al., 2018a) Multiobjetivo (3) Evolutionary =~ CHARMM +

doi: 10.1016/j.knosys.2018.01.028 Algorithm SASA

MO3 (GAO et al., 2017) Multiobjetivo (3) Evolutionary =~ CHARMM +

doi: 10.1109/TCBB.2017.2705094 Algorithm + SASA

PAES

Fonte: Autor.
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Por fim, os individuos nao-dominados sao arquivados e uma estratégia de
atualizagao do arquivo é feita. O processo de tomada de decisao é feita por clustering das
solugoes com o uso do software MUFOLD-CL (ZHANG; XU, 2013), de onde é escolhida

a estrutura final da predigao.

Trade-off entre os objetivos em conflito

Figura 56 — PDB ID: 1ZDD. Ilustracao da Fronteira de Pareto e a evidéncia de conflito entre
os objetivos.

s
H 1 \ A |
02 . \ /
o = = -
Bond Non-bond plus Non-bond Bond Riplus.
Objective Label

(a ) Frontelra de pareto para os dlferentes ObJetIVOS, (b) Evidéncia do conflito entre os objeti-
mostrando que cada objetivo contribui individu- vos quando as linhas se cruzam no gra-
almente para uma caracteristica topologica espe- fico de coordenas paralelas.
cifica da proteina.

Fonte: Lei et al. (2022).

A Figura 56 ilustra claramente o papel dos diferentes objetivos quando avaliados
em conjunto na composi¢ao da fungao objetivo. A Figura 56b mostra o conflito entre os
objetivos no grafico de coordenadas paralelas quando as linhas se cruzam, justificando a
abordagem de otimiza¢ao multiobjetivo do PSP (PURSHOUSE; FLEMING, 2003).

A Figura 56a mostra a Fronteira de Pareto populada com diversas solugoes
6timas, sem necessariamente constituir o minimo de todos os objetivos simultaneamente.
Cada circulo destaca as estruturas com os valores minimos de cada objetivo tomados
individualmente, assim como a melhor estrutura encontrada (em laranja). Observa-
se que o valor de SASA minimo aumentou o grau de empacotamento da proteina
(marrom), o minimo do potencial covalente tende a aplanar a estrutura (verde). O minimo
do potencial das ligagoes nao-covalentes deixou a estrutura mais estéavel (vermelho),
porém provavelmente com mé formacao. Enquanto que o minimo do RWplus gerou
aparentemente também uma estrutura mais estavel (cinza).

Nos testes de RMSD, o MO4 performou melhor em comparagao com outros
algoritmos do estado da arte: MOPSO (SONG et al., 2018b), AIMOES (SONG et al.,
2018a), MO3 (GAO et al., 2018), GA-APL (BORGUESAN et al., 2015) e MODE (CHEN

et al., 2020), especialmente para proteinas grandes com comprimentos maiores do que
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100 aminoacidos. Os resultados de Lei et al. (2022) demonstraram com efetividade a
existéncia de conflitos entre os objetivos avaliados, evidenciando que a formulagao de uma
funcao de energia mono-objetivo que siga a hipdtese termodinadmica de que a estrutura
nativa é aquela que tende a minimizar a energia nao representa toda a complexidade do

folding de proteinas.

Solugcoes Multiobjetivo vs. Mono-objetivo

Aliaga-Rojas et al. (2021) apresentaram um trabalho em que utilizaram o
algoritmo genético NSGA-II (DEB et al., 2002) com dois objetivos: (i) fungao de
energia do ROSETTA (Talaris2013) e; (ii) SASA, utilizando a biblioteca PyRosetta
(CHAUDHURY; LYSKOV; GRAY, 2010). Os autores selecionaram 19 proteinas para
o ajuste de parametrizacao e 8 proteinas para teste de performance do método. Cada
proteina foi representada por seus angulos diedros (¢,1)) e a populacdo inicial construida
a partir da biblioteca de angulos APL (Capitulo 3, subsec¢ao 3.6.3).

Para gerar novas conformagoes foram utilizados os operadores genéticos de muta-
gao e crossover (recombinagao). O operador de mutagao altera randomicamente os valores
dos angulos (¢, 1), enquanto que o de crossover seleciona dois pais aleatorios e troca entre
eles os valores dos seus respectivos angulos. Os autores também implementaram heuristi-
cas de local search para melhorar a qualidade das solugoes.

Nos experimentos, os autores demonstraram que a funcao multiobjetivo
performou melhor do que a melhor solu¢ao de cada objetivo individualmente, indicando
que a melhor solucao SASA falhou em gerar estruturas secundarias, enquanto que a
melhor solucao Talaris2013 produziu um fold incorreto. Da mesma forma como visto em
Lei et al. (2022), a fungdo multiobjetivo avalia separadamente cada objetivo, incluindo

na solucao final caracteristicas proprias e tinicas que cada objetivo acrescenta.

Diversidade induzida por clustering e ordenacao

Wang et al. (2020) apresentam o seu método AIR de refinamento estrutural,
utilizando como estratégia o Particle Swarm Optimization (PSO) e um vetor de fungao
objetivo de trés objetivos. O PSO permite o compartilhamento de informagoes entre as
solugoes e tenta buscar o 6timo global, o que pode contribuir para melhorar a eficicia da
busca pelas melhores solugdes no espago das conformagoes. A representacao da proteina
foi feita pelos seus angulos diedros (¢, ¢, w), enquanto que a fungao objetivo era composta
pelos termos: (i) ROSETTA (score12); (ii) potencial RWplus; e (iii) CHARMM.

Os autores utilizaram como estratégia de geracao da populacao inicial estruturas
preditas pelos servidores do CASP que disponibilizam predigoes ab initio das estruturas.
Os datasets das proteinas-alvo (targets) foram os do CASP 11 e CASP 12. Um critério de
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pontuacao ¢ utilizado para selecionar as trés melhores estruturas como modelos iniciais
(templates). Para gerar diferentes conformagoes sao aplicadas perturbagoes aleatorias nos
angulos (¢,1,w). Por fim, para selecionar os melhores modelos os autores fizeram um
clustering das estruturas e depois ordenaram pelo melhor valor de TM-score de cada uma.

Wang et al. (2020) verificaram duas principais vantagens nesta abordagem.
Primeiro, que a utilizagao de trés modelos (templates) iniciais no algoritmo de PSO gerou
o beneficio evolutivo de extrair o melhor das trés estruturas, reduzindo a dependéncia
sobre a qualidade da acuracia estrutural de um tnico template. Segundo, que o método
de clustering e ordenamento conseguiu gerar mais diversidade entre as estruturas, sendo
que a melhor estrutura do método AIR proposto pelos autores, ou seja, o decoy (estrutura
candidata) com maior similaridade com a proteina-alvo situava-se justamente na regiao

dos clusters.

5.4 Consideracoes Finais

Intimeras evidéncias indicam que o PSP seja, por sua prépria natureza, um
problema de otimizacao. As funcoes de energia que modelam apenas os aspectos fisicos das
interagoes atomicas nao sao suficientes para modelar a complexa dindmica das estruturas
nativas das proteinas, como indicado por Cutello, Narzisi e Nicosia (2006).

No PSP multiobjetivo, observa-se um claro trade-off entre os objetivos para a
qualidade da acuréacia na predicao final. Cada objetivo contribui com diferentes carac-
teristicas para a modelagem do problema, como demonstrado por Lei et al. (2022). A
estrutura final da proteina emerge como um ponto 6timo da relagao entre os objetivos.
O PSP multiobjetivo enfatiza claramente os objetivos a serem otimizados e, desta forma,
contribui de forma mais objetiva na compreensao de quais propriedades das proteinas sao
mais relevantes para o folding. Contudo, analisando os resultados dos preditores da lite-
ratura do PSP Multiobjetivo, sao claras as limitagoes dos resultados quando comparados
com os preditores do PSP Machine Learning no problema de predigao de estruturas de

proteinas. Podera haver um ponto em comum?
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CAPITULO

HYPROT: PREDITOR HIBRIDO DE PROTEINAS

Figura 57 — Proposta do preditor hibrido hyPROT.
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Fonte: Autor.

A proposta deste trabalho é desenvolver um preditor hibrido de estruturas
terciarias de proteinas, combinando técnicas de algoritmos evolutivos multiobjetivo e deep
learning, tratando o problema do PSP como um problema de otimizagao. A Figura 57

apresenta o pipeline deste trabalho:

1. Algoritmos Evolutivos Multiobjetivo (MIOEAs). Neste trabalho serao
investigados trés algoritmos evolutivos multiobjetivos para a composi¢ao do
perfil evolutivo dos angulos diedros: o NSGAII, o BRKGA e o GDE3. Sera
investigado como cada MOEA explora de maneira particular o espaco de busca,
sendo que a aplicacao de diferentes algoritmos evolutivos permitira realizar
amostragens do espaco de busca que resultaréd em valores para as variaveis de
decisdo (¢, 1) condicionadas ao critério de dominancia durante a minimizagao

da funcgao objetivo.

2. Angulos diedros. A premissa investigada ¢ a de que o perfil evolutivo

dos angulos diedros (¢,%) possa fornecer informagoes relevantes acerca dos
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possiveis caminhos do folding. Nesta proposta, a cada geragao um individuo é
escolhido da populagao atual de cada MOEA segundo um determinado critério
de tomada de decisao. Este critério buscara escolher o individuo de melhor
fitness da geragao atual, registrando-se os valores dos angulos diedros (¢, 1))
deste individuo. Como cada geracao evolui em direcao a estrutura nativa
da pROTeina, o registro dos angulos diedros pode ser vista como uma série
temporal ao longo das geragoes, resultando em um perfil evolutivo que indica

como os angulos evoluem em dire¢ao a conformacao nativa.

3. Rede Neural Recorrente (RNN). A fim de investigar a existéncia de pos-
siveis padroes ocultos neste perfil evolutivo, um modelo de RNN sera aplicado
para analisar a série formada pelos dngulos, permitindo abstrair e generalizar
os vieses particulares de exploragao do espaco de busca cada algoritmo evolu-
tivo. Redes neurais recorrentes sao arquiteturas de deep learning apropriadas

para modelar dados que representam sequéncias ou séries temporais.

4. Predigao final. Com os resultados das RNNs treinadas para cada residuo seré
possivel realizar novas predicoes de angulos para cada aminoécido. O valor final

escolhido correspondera ao valor médio da nova série gerada pela RNN.

6.1 Materiais & Métodos

A Figura 58 ilustra o funcionamento geral do preditor hyPROT e a parametriza-

¢ao do experimento sera descrita no Capitulo 7 (se¢ao 7.1).

6.1.1 Inicio do algoritmo

A partir da sequéncia priméria de aminodcidos de cada pROTeina (ar-
quivo FASTA), sdo geradas estruturas aleatorias utilizando o software PyRosetta
(CHAUDHURY; LYSKOV; GRAY, 2010), da suite ROSETTA (LEAVER-FAY et al.,
2011), aplicando o protocolo FastRelar. Em geral, cada individuo (pROTeina) sera repre-

sentado por um vetor composto por:
Protein = [(¢R17wR1)7 (¢R2> sz)v SRR (¢RL7 ¢RL)]T ) (24)

onde L é o nimero total de residuos R da pROTeina.

O ROSETTA inicia os diedros (¢, 1, w) considerando valores ideais implementa-
dos internamente em seu framework, enquanto que os dngulos da cadeia lateral utiliza a
biblioteca de rotdmeros Dunbrack (SHAPOVALOV; DUNBRACK, 2011). Depois, cada
estrutura é relazada utilizando o protocolo FastRelax do ROSETTA a fim de acomodar

os atomos em posicoes que evitem colisoes estéricas e minimizar a energia da estrutura.
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Figura 58 — Diagrama do preditor hibrido hyPROT.
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Fonte: Autor.

6.1.2 Fase de Equilibrio (Dinadmica Molecular)

Figura 59 — Configuracao inicial de cada individuo, onde a pROTeina é solvatada e colocada em
equilibrio termodinamico (EM-NVT-NPT).

Fonte: Autor.

A fim de simular fisicamente certas condigbes biologicas da pROTeina em meio

celular, cada individuo (pROTeina) na populagao é explicitamente solvatado em agua em
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uma bozx cibica, utilizando o modelo de 4gua SPCE (CHAPLIN, 2023b). Em seguida, sdo
realizados os processos de minimizacao de energia (EM), seguido das fases de equilibrio
de temperatura (NVT) e pressao (NPT). Estes processos caracterizam inicialmente um
sistema com uma descricao fisica mais realistica e preparado para simulagoes de dindmica
molecular. O campo de forga utilizado foi o AMBER99SB-ILDN por apresentar uma boa
concordancia com dados experimentais de RMN (LINDORFF-LARSEN et al., 2010).

A evolucao da populacao a partir desses condigOes iniciais possivelmente permitiré
capturar certos aspectos fisicos do folding apos preparar o sistema com uma descrigao fisica
apropriada. Todas essas etapas foram executadas pelo software GROMACS (ABRAHAM
et al., 2015). A manipulagdo dos arquivos PDBs durante os processos de din&mica

molecular para o tratamento dos &ngulos diedros foi realizada pela biblioteca MDAnalysis
(MICHAUD-AGRAWAL et al., 2011; GOWERS et al., 2016).

6.1.3 Algoritmos Evolutivos Multiobjetivo (MOEAs)

A fim de explorar as particularidades de diferentes estratégias de busca serao

investigados trés algoritmos genéticos (AGs) baseados em populagao:

1. NSGA-II (DEB et al., 2002):
Non-dominated Sorting Genetic Algorithm I1.

2. GDE3 (KUKKONEN; LAMPINEN;, 2005):

Generalized Differential Evolution.

3. BRKGA (GONCALVES; RESENDE, 2011)
Biased Random-Key Genetic Algorithm.

Esta escolha baseia-se na revisao da literatura dos frameworks evolutivos do PSP
Multiobjetivo (Tabela 4), onde varios trabalhos utilizam variantes do DE (Differential
Evolution) ¢ do NSGA-II. A estratégia evolutiva do BRKGA pareceu ser um método

promissor e foi aqui explorado também.

6.1.3.1 Representacao das proteinas

Conforme visto na explicagao dos algoritmos multiobjetivos (Capitulo 5, subse¢ao
5.2.2), a forma de representagao de um individuo as vezes pode nao ser a mesma entre
os algoritmos, como no caso do BRKGA. A seguir, serao detalhadas as adaptagoes

necessarias.

NSGA-IT + GDE3
Nos algoritmos NSGA-IT e GDE3 as proteinas serao representadas diretamente

pelos angulos diedros (¢,v) de cada aminoacido, e considerando w = 180°
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mantido fixo no seu valor ideal. Os angulos da cadeia lateral y nao foram

considerados neste estudo. Entao, uma pROTeina pode ser representada como:
Protein = [Ry, Ry, ..., Ry 7", (25)

onde L é o numero total de residuos da pROTeina, sendo cada residuo R;

representado pela tupla:

Ri = ($i, ). (26)

BRKGA

No BRKGA, cada individuo sera representado por um vetor de chaves aleatorias
(random keys) de tamanho 2L, sendo L o nimero total de residuos. Cada random
key r; esta definida no intervalo [—180°, +180°]:

Protein = [ry,ra, ... 7o) 7. (27)

O processo de decodificacao é simples e consiste em designar par a par os
correspondentes angulos diedros, ou seja: (¢1,¢1) = (r1,712), (¢2,12) = (r3,74),
etc. Neste caso, se alguma random key r; ultrapassar o intervalo permitido, este

valor é truncado da seguinte forma a fim de preservar a periodicidade dos angulos:

ri > 41807 — 1y =min(r;, 360° —ry), (28)
ri < —180° — r; =—min(|r;], 360° — |r;] ).

6.1.3.2 Operadores de selecao, mutacao e crossover

Os algoritmos GDE3 e BRKGA ja implementam em seu proprio framework

evolutivo a forma de selecao, mutacao e crossover de que utilizam. Portanto, apenas

para o NSGA-II é necessaria essa implementacao.

NSGA-II

Os pais sao escolhidos de forma aleatoéria. Depois, uma operacao de crossover
one-point é realizada, selecionando randomicamente um residuo em ambos os
pais que trocam entre si os respectivos valores dos angulos desses aminoécidos.

Por fim, é feita uma operacao de mutacao nos diedros (¢, 1) da seguinte maneira:

gbnew = ¢old + )\1 ' rcmd(—l, 1) )

(29)
77bnew = wold + >\2 : rand(—l, 1) y

onde rand(—1,1) é um nimero aleatorio entre [—1, 1], multiplicado por fatores

de escala \.
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6.1.4 Funcao objetivo

A composicao do vetor de fungao objetivo sao termos energéticos dados pela ener-

gia de solvatagao (SOL) e pela energia potencial das interagoes nao-covalentes (Non-Bond):
F = (SOL, Non-Bond) . (30)

1. Energia de solvatagao (SOL): propriedade energética que considera a energia
livre de solvatagao, cujo célculo é feito segundo o método MM /PBSA pelo

software g _mmpbsa (v1.6) (KUMARI; KUMAR; LYNN, 2014);

2. Energia potencial de iteragao nao-covalente (Non-bond): Potenciais de
Lennard-Jones e de Coulomb, calculados com o GROMACS (v.2022).

O potencial das interagoes nao-covalentes é a soma dos termos dos potenciais
de Lennard-Jones e de Coulomb (Capitulo 3, subsegao 3.4.1). O colapso hidrofébico é
uma das principais forgas que orientam o folding (Capitulo 3, se¢ao 3.2). Na literatura do
PSP Multiobjetivo muitos trabalhos salientam a necessidade de incorporar a solvatacao
na funcdo objetivo (GAO et al., 2017; LEI et al., 2022; ALTAGA-ROJAS et al., 2021;
CORREA; DORN, 2020; SONG et al., 2018b).

Contudo, na revisao bibliografica do PSP Multiobjetivo nenhum dos trabalhos
utiliza dindmica molecular para solvatar explicitamente a pROTeina. Em vez disso, é
comum utilizarem na funcao objetivo apenas a area superficial de acessibilidade do
solvente (SASA), pois segundo o trabalho de Rose et al. (1985), a propriedade estrutural

SASA apresenta correlacao com a energia de solvatacao.

6.1.5 Relaxamento estrutural

Todos os individuos sao submetidos a um processo de relaxamento estrutural
antes de avaliar o fitness (fungao objetivo) de cada um. Os individuos escolhidos pelo
critério de tomada de decisiao (subsecao 6.1.6) sdo registrados salvando os angulos (¢, )
de cada um.

O relaxamento estrutural evita colisdes estéricas entre os atomos dos residuos,
contribuindo para um maior estabilidade estrutural e minimizacao da energia. Este
processo ¢ executado pelo PyRosetta no protocolo FastRelax, que rapidamente corrige
a posicao de varios atomos, seguido por minimizagao da energia por dinamica molecular

usando o GROMACS.
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6.1.6 Critério de Tomada de Decisao

Este critério é adotado para escolher um individuo da geragao atual que represente
o melhor fitness dentro da populagao de cada MOEA. A tomada de decisao é feita da

seguinte forma para cada algoritmo:

I. NSGA-II: O NSGA-II classifica as solucoes em fronteiras determinadas pelo
rank das solugoes e, dentro do mesmo rank, pela distancia de multidao (Capi-
tulo 5, sub-subsegao 5.2.2.1). Entao o individuo de melhor fitness escolhido é

a solugao no primeiro rank de classificacao e com a maior distancia.

II. BRKGA: O BRKGA (Capitulo 5, sub-subse¢ao 5.2.2.3) precisa ser adaptado
para lidar com otimizac¢ao multiobjetivo. Na parte de ordenagao para classificar
os grupos elite e nao-elite, adota-se o mesmo procedimento do NSGAII de
ranqueamento por dominédncia e ordenamento por distancia da multidao.
Assim, o individuo de melhor fitness é aquele pertencente ao grupo elite (no

primeiro rank) e que apresente a maior distancia entre as solugoes.

ITII. GDE3: O GDE3 aplica o critério de dominancia na formacao da préxima
populagao (Capitulo 5, sub-subsegao 5.2.2.2). O GDE3 ¢é adaptado a fim de
manter o rank de dominancia assim como no NSGA-II. A solucao de melhor

fitness ¢é feita dentro trés possiveis cenarios:

e Solugao dominante tnica é escolhida como o melhor fitness;

e No caso de mais de uma solu¢ao nao-dominada dentro do primeiro
rank, entao é feito um sorteio entre os individuos para a escolha do

melhor fitness;

e Da mesma forma, considerando o caso extremo de todos os individuos
da populagao estarem no mesmo rank, seleciona-se também aleatoria-

mente um individuo para o melhor fitness.

6.1.7 Perfil evolutivo (¢, )

O perfil evolutivo é construido registrando-se os angulos diedros (¢,v) do in-
dividuo de melhor fitness pelo critério de tomada de decisao a cada geragao para cada
MOEA, ou seja:

R]iVSGAII: [((b}\hw]l\/)a( ?\771/}]2\7)77(¢§€\77w1k\7) T7
RéRKG‘A = [((b}valB)a((b%aw%)’7(¢%7w§3)]T7 (31)
RCiJDE?) = [(¢IG’71/%¥>7 (¢%¥7¢é‘)7 tet (¢g7¢g>]T7

onde k é o nimero de geragoes e R* é o i-ésimo aminoacido.
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6.1.8 Rede Neural Recorrente (RNN)

A seguir, serao explicados os detalhes de implementacao da RNN. Este serd um
modelo relativamente simples, com o intuito de explorar os perfis evolutivos gerados por
cada MOEA. Convém destacar que a RNN ¢ utilizada especificamente para explorar o

perfil evolutivo gerado pelos MOEAs.

6.1.8.1 Input

Para treinar a RNN, os perfis evolutivos obtidos na Eq. (31) para cada MOEA

serao combinados em um vetor contendo a uniao das séries de cada algoritmo da seguinte

forma:
Riinput(¢) = [¢}V7 ¢1Ba ¢1Ga s 7¢’]€V7 ¢%7 ¢Ié’]T = [¢17 ¢27 ¢37 s 7¢3k]T7 <32)
Riinput(w) = [%1\77 1/}137 2b1G7 s 7¢]’i]7 wgu wé’]T = [wlu ¢27 2ﬂ?ﬂ s 7w3k]T )

onde anput(gzﬁ) ¢ a série temporal combinada dos MOEAs, de tamanho 3k, para o

aminoacido R; e para o diedro ¢, onde k é o nimero de geracoes transcorridas até o
critério de parada ser atingido. O mesmo se aplica ao diedro . Portanto, para cada

aminoacido, ha duas RNNs que serao treinadas separadamente para a série temporal

obtida de cada diedro ¢ e 1.

6.1.8.2 Output

O output da rede serd uma nova série de angulos preditos para cada diedro. As
RNNs sao treinadas para predizer novas sequéncias a partir do aprendizado anterior das
séries. Para as predigoes, define-se uma janela de tamanho w reservando as tltimas w-
ésimas sequéncias do conjunto de teste. Este subconjunto de tamanho w é apresentado

para a RNN para que possa fazer a predigdo de um novo valor y,:
prea (@) = [0, ™70 M T oy (33)

A nova predigdo y, ¢ incorporada ao conjunto anterior de tamanho w e descarta-se o

primeiro elemento de R; a fim de preservar o tamanho. Depois, a RNN novamente fara

red
a predigao do proximo valor da série y/, . Este processo é repetido n vezes a fim de obter

o total da série das predigoes futuras:
R;’;Ted ((bt-i-l) = [¢3k—(w—1)7 R ¢3k7 yt, ]T - yt/+1 : (34)

O valor final escolhido para cada diedro (¢,) correspondera ao valor médio da
nova série de cada diedro (¢y,v,), ou seja:
Opred =< Pt >RNN »

(35)
Ypred = < V¢ >RNN -
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6.1.8.3 Treinamento

Para treinar a RNN foi utilizado o modelo de Figura 60 — Pré-processamento

persisténcia comum em modelos de predicao de séries de treino dos dados.

temporais. Este ¢ um modelo que leva em conta que a t—1 t

=
w
=

observagao dos dados em um time step anterior x;_y) € n
utilizada para predizer a observagao dos dados do time

step posterior x;.

(=

Na literatura de deep learning, o modelo de per-

sisténcia é frequentemente denominado de naive forecast

)

pela sua simplicidade. Neste modelo é preciso transfor-

mar o dataset em um problema de aprendizado supervi-

—
n
R
—
w
R

O

sionado. Suponha que a série seja o vetor x = [1,2,3, 4],

(2

entao a Figura 60 mostra como é feita a transformagao
Fonte: autor.

desta sequéncia em um problema supervisionado.

6.1.8.4 Time steps, batch size & dropout

Em séries temporais é essencial a escolha de um nimero adequado de time steps
que a rede neural recorrente ira utilizar durante o treinamento. Esta ¢ uma caracteristica
relativa ao o quanto de informacao do passado seré necessario para predizer um valor
futuro. O batch size € um parametro que define o nimero de amostras do conjunto de
treino que serao utilizadas para treinar a RNN antes de atualizar os pesos da rede. O
ajuste do tamanho do batch auxilia na convergéncia do gradiente (fungao de erro).

O dropout é uma técnica que auxilia a reduzir as possiveis ocorréncias de
overfitting e funciona desativando de forma aleatéria uma certa quantidade de neurdnios
durante o treinamento. Este processo, denominado de reqularizac¢ao, auxilia na melhoria
da capacidade de generalizacao da rede neural.

A escolha de todos esses parametros, detalhadas no Capitulo 7 (segdo 7.1),
principalmente para o time stpes e o batch size, levou muito em consideracao o perfil
evolutivo sobretudo na observagao das regioes de convergéncia dos MOEAs. Estas regices
de convergéncia nao ¢ adequada para o treinamento da rede por conta da longa repeticao
de valores e foi levada em consideracao. A escolha dos demais parametros refletiu o uso

comum adotado na literatura.

6.1.8.5 LSTMs

A arquitetura final de RNN escolhida foi uma pilha (stack) de LSTMs (Long-
Short Term Memory). As LSTMs tém sido extremamente tuteis em varias aplicagoes,
como em reconhecimento de escrita manual, reconhecimento de fala, legenda de imagens,

entre outros. O design das LSTMs é especialmente direcionado para tratar o problema das
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long-term dependencies, controlando como o fluxo das informagoes que serao lembradas

ou esquecidas ao longo da rede (HOUDT; MOSQUERA; NAPOLES, 2020).

Figura 61 — Arquitetura da rede neural recorrente utilizada, com o empilhamento de LSTMs.

t|me

ot ot LSTM 1 ]_D““’L“ ) LsTM2 4){ LSTM 3
P dropout ¥

T

recu NEI'IUY

s a s 2}
LSTM 4 }_4% LSTM & . @
aropout 1 aropout ¢

dense layer

fin! output

features

Fonte: Autor.

Para este trabalho foram utilizadas LSTMs empilhadas (stacked LSTMs) com a
arquitetura ilustrada pela Figura 61. A rede é caracterizada por cinco LSTMs empilhadas,
onde em cada LSTM é aplicada uma operacao de dropout a fim de prevenir overfitting
durante o treinamento da rede. Esta escolha é subjetiva e resultou de uma avaliacao
durante as analises de desempenho no treinamento da rede e acuracia de predigao. No

final da arquitetura da rede, uma dense layer é utilizada para a predicao final dos angulos

diedros (¢, ).

6.1.9 Predigao da estrutura terciaria da pROTeina

Conforme a Eq. (35) mostra, a predicao final sera o valor médio das séries produ-
zidas para cada diedro. A escolha do valor médio foi tomada em virtude das amplitudes
das frequéncias de oscilac¢ao ficarem normalmente condicionadas a intervalos relativamente
estreitos. Conforme seré visto no Capitulo 7 de resultados, a verificagao experimental in
silico dos valores dos angulos da estrutura nativa com frequéncia situavam-se proximos

aos valores médios preditos no output da RNN.

6.1.10 Avaliacao do modelo

A avaliagdo do modelo é mensurada pelas métricas de RMSD (Capitulo 3,
subsecao 3.9.1) e do MAE (Capitulo 3, subsegao 3.9.5). O RMSD ¢é uma métrica que
compara a sobreposi¢ao da estrutura nativa com a predigao, neste caso, comparando a
distancia média entre os atomos C\, das estruturas. O RMSD fornece uma medida de
similaridade entre as estruturas que permite aferir a qualidade do método proposto.

O MAE é uma métrica para aferir a diferenga absoluta média entre o valor de
uma variavel de predicdo e o seu valor de referéncia. E uma métrica comum para avaliar

a predicao dos angulos diedros na literatura de proteinas.

@ Instituto de Informatica — UFG



6.2. Dataset de proteinas 106

6.2 Dataset de proteinas

Tabela 5 — Dataset de proteinas para os experimentos deste trabalho.

No. PDB  Length Class

1 1CRN 46 a/p
2 1ROP 56 a
3 1ZDD 34 a
4 2P5K 64 a/p
5 3VIA 48 a

Fonte: Autor.

A Tabela 5 lista as 5 proteinas utilizadas para benchmarking do modelo proposto.
A selecao foi realizada analisando-se os preditores da literatura do PSP Multiobjetivo e
cruzando o conjunto de proteinas em comum. O intervalo do tamanho das proteinas,
ou seja, do numero total de residuos, varia entre 34 e 64 aminoacidos. Esta selecao de
proteinas permite comparar com pelo menos 3 métodos distintos da literatura (Capitulo

7, Tabela 6).

6.3 Consideracoes Finais

A proposta inédita deste preditor hibrido é investigar a evolucao dos angulos
diedros (¢,1) preditos por diferentes algoritmos evolutivos multiobjetivos (MOEAS)
utilizando uma fungdo objetivo composta pela energia de solvatagdo (SOL) e energia
potencial de iteragdo nao-covalente (Non-Bond). Uma rede neural recorrente ¢ utilizada
para abstrair os vieses particulares de cada algoritmo multiobjetivo e predizer novas
conformacoes com base no conhecimento que extraiu da otimizacao realizada pelos
diferentes algoritmos multiobjetivos. Essa estratégia permitird investigar importantes
aspectos dos mecanismos do folding de proteinas ao analisar os padroes evolutivos dos

angulos diedros.
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CAPITULO

RESULTADOS & ANALISES

7.1 Hiperparametrizacao

As etapas a seguir fornecem uma descricao geral dos principais parametros de cada

fase do processo, sendo que as simulagoes foram executadas na Amazon AWS (t3.xlarge,

8 vCPUs, 60 GB EBS). A Figura 62 ilustra novamente a proposta deste trabalho de um

preditor hibrido de estruturas terciarias de proteinas, combinando técnicas de otimizacao

multiobjetivo, principios de dindmica molecular e redes neurais profundas (deep learning).

Figura 62 — Proposta do algoritmo hibrido de predi¢ao de estruturas terciarias de proteinas.
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1. Conformagao inicial. Geragao das estruturas iniciais a partir da leitura dos
arquivos .fasta (estrutura priméria) de cada proteina utilizando o PyRosetta
da suite ROSETTA3 (LEAVER-FAY et al., 2011).

1.1 FASTA — PyRosetta (v. 2022.25-+release):

e FastRelax(maxiter=500).

2. Solvatagao da proteina. Investigacao do efeito hidrofébico simulando uma
proteina imersa em agua. Para tornar o sistema neutro e evitar o surgimento de
artefatos na simulagao de dindmica molecular, sao adicionados ions na etapa
gmx genion. Por fim, o equilibrio do sistema ¢ atingido minimizando a energia
(EM) e estabilizando-se a temperatura (NVT) e a pressao (NPT).

2.1 GROMACS (v. 2022) (ABRAHAM et al., 2015):

2.1.1 gmx pdb2gmx -ff amber99sb-ildn -water spce -ignh.
2.1.2 gmx editconf -c -d 2.0 -bt cubic.

2.1.3 gmx solvate.

2.1.4 gmx genion -pname NA -nname CL -neutral.

2.1.5 gmx mdrun EM — NVT — NPT:

e temperature: 300K.

3. Algoritmos Evolutivos. As proteinas solvatadas agora estao preparadas para
rodar os algoritmos evolutivos multiobjetivo.
3.1 Funcgao objetivo:

I. Energia de Solvatagao (SOL):
Calculada com o software g_mmpbsa (v. 1.6) e GROMACS (v.
5.1) (KUMARI; KUMAR; LYNN, 2014).

II. Energia potencial de iteragao nao-covalente (Non-bond):
Potenciais de Lennard-Jones e de Coulomb, calculados com o
GROMACS (v. 2022).

3.2 Individuos:

Protein = [<¢R1,¢R1)7 (¢R27¢R2)7 BRI (¢RL7wRL)]T7

onde L é o nimero total de residuos R da proteina.

e Framework (manipulagdo dos PDBs e angulos): MDAnalysis
(v. 2.6.1) (MICHAUD-AGRAWAL et al., 2011).
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3.3 MOEAs:
3.3.1 NSGAIIL

e Population size: 30.
e Offspring size: 30.
e Crossover: one-point.

e Energy evaluations: 100.000.

e Framework: JMetalPy (v. 1.6.0) (BENITEZ-HIDALGO et
al., 2019).

3.3.2 BRKGA:

Number of elite: 10.

Offspring: 20.

e Mutants: 10.

e Energy evaluations: 100.000.

e Framework: Pymoo (v. 0.6.0.1) (BLANK; DEB, 2020).
3.3.3 GDES:

e Population size: 30.

e Crossover rate (CR): 0.5.

e Scale factor (F): 0.5.

e Energy evaluations: 100.000.

e Framework: JMetalPy (v. 1.6.0).

4. Relaxamento estrutural. Apos a modificagdo dos diedros (¢,v) pelos
MOEAs, cada proteina é submetida a um processo de relaxamento estrutural
a fim de corrigir possiveis colisoes estéricas entre os atomos e minimizar a

energia.
4.1 PyRosetta: FastRelax (maxiter=500).

4.2 GROMACS: Energy minimization (EM).

5. Tomador de Decisao. Critério de escolha do individuo de melhor fitness. Os
angulos diedros (¢, ) do individuo escolhido sao registrados em cada k-ésima

geracao, formando a série temporal do perfil de evolugao dos diedros.

6. Critério de parada. Critério de parada quando o nimero méximo de

avaliagoes da fungao objetivo ¢é atingido:

e Evaluations: 100.000.
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7. Redes Neurais Recorrentes. A op¢ao escolhida foi uma stack de 5 (cinco)
LSTMS com as seguintes configuragoes, sendo que a escolha do nimero de

stacks foi arbitraria (sem experimentos de fine-tuning):
e Training/Test: 70/30 (1000 samples).
e LSTMs: 5.
e Dense layer: 1.
e Epochs: 100.
e Predictions: n = 1000 (nova série).
e Time step: 20.
e Dropout: 20Y%.
e Batch size: 50.
e Loss: mean_squared_error.
e Uptimizer: adam.
e Activation function: tanh.

e Framework: Keras (v. 2.12.0).

7.2 Perfil de Evolugao (¢,)

A hipotese investigada neste trabalho é a de que o perfil de evolugao dos angulos
diedros obtidos pelos algoritmos evolutivos multiobjetivos possa conter informagoes acerca
dos processos de otimizagao do folding de cada MOEA. Registrando-se os angulos (¢, )
de cada solugao escolhida segundo um critério de tomada de decisao (Capitulo 6, subsegao
6.1.6), é possivel estudar o comportamento evolutivo a cada geracao destes angulos
responsaveis pela determinacao da estrutura terciaria das proteinas.

Diferentemente de outros trabalhos na literatura do PSP Multiobjetivo (Capitulo
5), ha pouca énfase no estudo do comportamento destes angulos durante a evolugao das
estruturas candidatas (decoys) em dire¢ao a estrutura nativa. Como estudo de caso sera
analisada a proteina PDB 1CRN, sendo que anélises semelhantes podem ser inferidas

também paras as demais proteinas do dataset (Tabela 5).

7.2.1 PDB 1CRN

A proteina 1CRN contém 46 aminoacidos e pertence a classe de dominio estrutural
a/B. A partir da configuragao inicial da proteina solvatada, inicia-se a execugao de cada
técnica de otimizagao multiobjetivo (NSGAIL, BRKGA e GDE3) e de dindmica molecular

(minimizacao de energia).
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Figura 63 — Estrutura nativa da proteina PDB A Figura 64 mostra o perfil evolu-

1CRN. tivo dos angulos (¢, 1) para 4 aminoacidos
selecionados criteriosamente a fim de re-
presentar os aspectos mais relevantes dos
resultados do preditor. Cada MOEA ex-
plora de modo particular o espago de busca
das variaveis de decisao deste problema
de otimizacao proposto. No Apéndice A
encontra-se o perfil completo dos resulta-
dos de cada MOEA para todos os demais

residuos.

Fonte: Autor.

Figura 64 - MOEA PDB 1CRN (Apéndice A). Perfil de evolugao dos angulos diedros (¢, ¥)
resultante da execugdo dos modelos NSGAII, BRKGA e GDES3; eixo y representando
os angulos e eixo x as k geracoes evolutivas.
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(a) 10-ARG (NSGATI). ) 10-ARG (BRKGA). (¢c) 10-ARG (GDE3).
¢ (phi) 1P v (psi) ¢ (phi) 1P ¥ (psi) ¢ (phi) R v (psi)
(d) 13-PHE (NSGATII). (e) 13-PHE (BRKGA). (f) 13-PHE (GDE3).
(g) 23-GLU (NSGAIL). (h) 23-GLU (BRKGA). (i) 23-GLU (GDES3).
f\;\/\ m Mm \f/\; /\/i/: : \j\f
) 29-TYR (NSGAII). ) 29-TYR (BRKGA). ) 29-TYR (GDE3).

Fonte: Autor.

7.2.1.1 Espaco de busca

Com relagao ao espago de busca (Capitulo 3, secdo 3.6), nota-se uma clara
diferenca entre os intervalos de oscilagao dos angulos nas séries. O NSGAII e o BRKGA
exploram uma regiao maior que o GDE3. O BRKGA ¢é o método que possui maior variagao,
como pode ser visto no residuo 10-ARG(¢) que oscila perto de [-150°, +150°] no BRKGA,
entre cerca de [—90°,470°] para o NSGAII e [—150°, +50°] para o GDE3.
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As random keys (Capitulo 5, sub-subsegao 5.2.2.3) podem justificar essa maior
capacidade de explora¢do, uma vez que variam em todo o intervalo [—180°,4180°]. Os
operadores de mutacao e crossover do NSGAII (Capitulo 5, sub-subsecao 5.2.2.1) parecem
fornecer um ajuste mais fino, enquanto que as diferengas finitas do GDE3 (Capitulo 5, sub-
subsegao 5.2.2.2) parece justificar a tendéncia do padrao de serra das curvas produzidas,
uma vez que as diferencas precisariam ser cada vez menores para produzir uma curva

mails suave.

7.2.1.2 Analise de convergéncia

Para o residuo 13-PHE(¢), por exemplo, o NSGAII mostra uma tipica conver-
géncia suave de uma curva exponencial a partir de um certo ponto. O BRKGA, por sua
vez, apresenta uma curva suave no comecgo, depois os angulos assumem apenas valores
bem especificos, alternando entre pontos de estabilidade. O GDE3, por outro lado, fre-
quentemente alterna entre pontos sem demonstrar uma regiao de convergéncia clara.

Observa-se que o NSGAII apresenta curvas mais suaves, explorando melhor a
flexibilidade dos angulos ao longo da série. O BRKGA, por sua vez, tem a tendéncia
no comeco de uma curva suave, porém rapidamente os angulos convergem para regioes
muito especificas e posteriormente alterna entre pontos de estabilidade. O GDE3, por sua
vez, nao encontra com facilidade regioes de convergéncia, curiosamente alternando entre
valores produzindo uma tendéncia de padrao de serra.

Do ponto de vista do funil de energia e os minimos locais (Capitulo 3, Figura
26), a rapida convergéncia possivelmente indica que o algoritmo ficou preso em algum
minimo local. Neste sentido, o GDE3 parece mais apto a escapar dos minimos locais,
nao encontrando regioes de convergéncia com facilidade. O NSGAII apresentou maior
sensibilidade aos minimos locais devido & maior granularidade na exploragao do espaco
de busca. O BRKGA, por sua vez, apresentou um comportamento com convergencias
rapidas e suaves (tendéncias ao minimos locais), seguidas por mudangas abruptas que
alternam entre pontos de estabilidade, conforme pode ser visto nos diedros (¢,) dos
residuos 10-ARG, 13-PHE, 23-GLU e 29-TYR.

7.2.1.3 Generalizacao dos MOEAs

Portanto, a amostragem dos angulos (¢,%) na Figura 64 evidencia que cada
MOEA incorpora vieses particulares em seus resultados e que parece refletir o design
evolutivo de cada algoritmo. A fim de abstrair os vieses particulares de cada MOEA e
verificar um possivel padrao na predigao destes algoritmos, foram utilizadas Redes Neurais
Recorrentes (RNNs) para investigar possiveis padroes ocultos na série (Figura 65).

A Figura 65 é o resultado da série produzida pela RNN apoés ser treinada pelo

perfil evolutivo da Figura 64, segundo a Eq. (32). A Figura 66 mostra o comportamento
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das médias moveis, comparando com os respectivos valores de referéncia da estrutura
nativa. Conforme discutido no Capitulo 6 (segao 6.1.8), a escolha da predigao é o valor
médio da nova série predita pela RNN, segundo a Eq. (35).

Figura 65 - RNN PDB 1CRN (Apéndice B). Perfil de evolugao dos angulos diedros (¢, )

produzido pela rede neural recorrente; eixo y representando os angulos e eixo x o
nimero total de predigoes.
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Fonte: Autor.

Figura 66 — Médias Moveis PDB 1CRN (Apéndice B). Comparagao das médias moveis
(window=7), em vermelho, com os valores de referéncia da estrutura nativa (verde);
eixo y representando os angulos e eixo x o ntimero total de predigoes.
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Fonte: Autor.

7.2.1.4 Redugao do espago de busca

Convém notar como os intervalos do espago de busca (amplitude de oscilagao)
foram modificados pela RNN na Figura 65. Por exemplo, para o residuo 10-ARG(¢),
o espago de busca foi aproximadamente reduzido para o intervalo [—50°,—25°]. O
estreitamento do espaco de busca foi significativo para os demais aminoécidos também ao

comparar com os intervalos obtidos pelos MOEAs (Figura 64).
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Sob a perspectiva das médias moveis (Figura 66) é possivel obter um controle
maior ainda no intervalo de espaco de busca. Por meio de um tnico parametro, o tamanho
da janela (window), é possivel controlar a amplitude de oscilagdo das médias moveis. A
amplitude de oscilagdo da média movel (vermelho) é menor do que a da série original,
aproximando-se do valor da estrutura nativa. Pelo controle do tamanho da janela o espaco
de busca poderia ser facilmente reduzido para apenas trés valores: (i) amplitude maxima;
(ii) amplitude minima; e (iii) valor médio.

A diferenca entre o valor médio e a estrutura nativa pode ser medida pelo calculo

do MAE (Capitulo 3, subsecao 3.9.5), neste caso, quanto menor, melhor:

MAE(¢) = 43.07,

(36)
MAE(1)) = 13.58.

No calculo do MAE a diferenga absoluta D = |0,,4tive —0pred| levou em conta a periodicidade

dos angulos e a condigao de restrigao dos angulos ao intervalo [—180°, +180°], ou seja:

D = min(D,360° — D). (37)

Nota-se um erro maior associado a predi¢ao do diedro ¢ (phi) do que em relagao ao diedro
Y (psi). Esta diferenga acentuada é uma informagao relevante, sugerindo a possibilidade
de mecanismos distintos para os dois angulos.

A Figura 67 rotula os aminoacidos Figura 67 — Estruturas secundarias PDB
que apresentaram maior erro relativo na 1CRN. Os aminoacidos rotulados
predigao (threshold £50%). Verifica-se que gizzanfn ;Z - reeizes pg:; H?SZ;SG;;

as regioes de estruturas secundarias com predi¢ao, onde nota-se uma maior

maior dificuldade foram as coils e as folhas- frequéncia das estruturas dos tipos
5, corroborando com outros trabalhos que coils ¢ folhas-5.
relatam a mesma dificuldade nestas regioces
(LEI et al., 2022; CORREA; DORN, 2020;
ROCHA et al., 2018).

A Figura 68 exibe o comparativo
dos valores de RMSD (Capitulo 3, subse-
¢ao 3.9.1) entre cada técnica de otimizagao
multiobjetivo e a predicao feita pela RNN.

Observa-se que a RNN foi capaz de forne-

cer um RMSD menor com uma diferenca
minima de pelo menos 33% (GDES3).

Este resultado promissor mostra

Fonte: Autor.

evidéncias de que a rede neural abstraiu, generalizou e capturou informacoes sobre a

evolugao dos angulos diedros (¢, 1) que os MOEAs individualmente nao puderam explorar.
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Figura 68 - RMSD PDB 1CRN. Comparagao dos RMSDs entre os MOEAs e a RNN,
considerando as estruturas preditas (azul) e a estrutura nativa (cinza escuro). A

RNN foi capaz de minimizar o RMSD em, pelo menos, 32.82% (GDE3).

#a

) NSGAII RMSD: ) BRKGA RMSD:
5.772 (A). 7.696 (A).

(c) GDE3 RMSD:
5.287 (A).

Fonte: Autor.

(d) RNN RMSD:
3.552 (A).

7.2.1.5 Histogramas

A Figura 69 exibe o histograma produzido pela RNN para cada aminoacido.
Observa-se para a maioria dos residuos a formacao de distribui¢oes bem comportadas.
Esta é uma informacao valiosa sobre possiveis mecanismos do folding. Se os diedros
seguirem alguma distribuicao estatistica, a Figura 69 pode estar conseguindo representar o
comportamento desta distribuicao e revelar algum tipo de mecanismo mais fundamental.
Figura 69 — Histrograma PDB 1CRN (Apéndice B). Histograma (bins=10) dos angulos

diedros (¢, ) para cada aminoacido produzidos pela RNN. Os angulos da estrutura
nativa estao destacados em vermelho.

10-ARG

13-PHE

¢ (phi)  (psi) ¢ (phi)  (psi)
20 20 2 20
10 10 10 10
0 0 0
—~100 -80 —60 —40 —20 —80 —60 —40 —20 -125 -100 —75 -50 -25 —-100 -80 —60 —40 —20
(a) 10-ARG. (b) 13-PHE.
23-GLU 29-TYR
¢ (phi) ¥ (psi)  (phi) ¥ (psi)
30 30
20
20 20
0 0
—25 —-120 -100 -80 —60 —40 —20 -100 -80 —60 —40 —20
(c) 23.GLU. (d) 29-TYR.

Fonte: Autor.

O Paradoxo de Levinthal (Capitulo 3) é um indicativo de que a proteina nao
exaure todas as combinagdes possiveis dos diedros (¢, ¥) no espago de busca até encontrar
a estrutura nativa. Deve haver um caminho do folding pelo funil de energia até uma
regiao proxima ao minimo global ou intermediérios de estabilidade estrutural. Portanto, é

razoavel supor que os aminoacidos sejam governados estatisticamente como um ensemble.
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A Figura 69 pode ser uma evidéncia de que os angulos diedros seguem a formacao de
alguma distribuicao especifica. Contudo, a investigacao dos atributos dessa distribuigao
esté além do escopo do presente trabalho e planos para trabalhos futuros serao discutidos

no Capitulo 8 (se¢ao 8.1).

7.3 Preditor hyPROT

Figura 70 — Predigoes das estruturas terciarias das proteinas PDB 1CRN, 1ROP, 1ZDD, 2P5K
e 3V1A, feitas pelo preditor hyPROT. Em cinza escuro sao as estruturas nativas em
alinhamento com as predi¢oes em azul.

(a) RNN PDB 1CRN. (¢) RNN PDB 1ZDD.

(d) RNN PDB 2P5K. (e) RNN PDB 3VIA.
Fonte: Autor.

A proposta apresentada neste trabalho resultou no desenvolvimento do preditor
denominado hyPROT, nome dado em alusao as caracteristicas hibridas do preditor. A
Figura 70 ilustra as predicoes finais feitas pelo preditor hyPROT para cada proteina do
dataset da Tabela 5. Nota-se para cada proteina a tendéncia de formacao das estruturas
secundarias a-hélices como sendo as mais frequentes. As folhas-£ nao obtiveram sucesso
na formacao, enquanto que a estrutura com maior dificuldade de predigao foi a do tipo
coil (segmentos amorfos), possivelmente devido ao maior grau de liberdade. A proteina

PDB 1CRN ilustra a presenca das estruturas coils e as dificuldades apresentadas.
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Segmentos curtos de a-hélices foram mais faceis de predizer, como mostram
as proteinas PDB 1ZDD e 2P5K. Em a-hélices mais longas, como nas proteinas PDB
1ROP e 3V1A, houve uma semi-formagao da hélice, aparentemente faltando pouco para
atingir os valores 6timos e alcancar a formacao helicoidal correta. Este resultado parece
evidenciar a principal dificuldade deste experimento relacionado ao custo computacional

de amostragens de angulos, que serd discutido na secao 7.4.

7.3.1 Benchmarking

A Tabela 6 mostra o comparativo de valores de RMSD entre o hyPROT e os
demais trabalhos da literatura do PSP Multiobjetivo. Embora o hyPROT nao tenha
apresentado o melhor RMSD no benchmarking, nota-se que os resultados sao compativeis

com outros métodos.

Tabela 6 — Resultados comparativos entre os métodos PSP Multiobjetivos, destacando-se os
melhores valores de RMSD(A) para cada proteina.

MO4 (n=4)  MO-BRKGA (n-3) NSGA-IL-PLS (n-2)  MABC (n-1)  MODEK (n-2)  AIMOES (n-3)  MOPSO (n-3)

No. PDB Tamanho Tipo hyPROT Leiet al. (2022) Marchi et al. (2021)  Rojas et al. (2021)  Corréa et al. (2020)  Chen et al. (2020) Song et al. (2018a)  Song et al. (2018b)
1CRN 46 a/p 3.55 4.95 1.36 419 231 - 5.16
1ROP 56 a 5.52 273 1.02 2.33 1.51 3.01 - 221
1ZDD 34 et 4.96 0.97 1.31 2.85 1.34 2.50 2.85 1.84
2P5K 64 aff 7.15 1.76 - 5.30 3.36 - 7.76

5 3VIA 48 a 3.86 2.15 - 2.14 0.82 - 2.32
Fonte: Autor.

= ro

Para a proteina PDB 1CRN o hyPROT obteve melhores resultados na compa-
racao com o MO4, NSGAII+PLS e MOPSO. Para as proteinas PDB 1ROP, 1ZDD E
3V1A nao houve melhoria em relacao aos outros métodos, apesar dos resultados ficarem

proximos. E para a proteina 2P5K houve melhoria em relagao ao método AIMOES.

7.4 Discussao

A proposta hibrida deste trabalho baseia-se nas sélidas evidéncias na literatura
de predicao de proteinas de que o PSP seja essencialmente um problema de otimizagao.
Os resultados deste trabalho demonstraram como diferentes algoritmos evolutivos mul-
tiobjetivos (MOEAS) percorrem as regides do espago de busca (Capitulo 3, segao 3.1)
durante o processo de minimizacao da funcao objetivo por dominancia.

A estratégia de analise do espaco de busca foi realizada inspecionando-se o perfil
evolutivo dos dngulos diedros durante a evolugao das solugoes de melhor fitness em diregao
a estrutura nativa das proteinas. A investigacao de possiveis padroes durante o processo
evolutivo foi realizada pela aplicagdo de redes neurais recorrentes (RNNs), obtendo-se

trés principais insights:
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1. Foi possivel observar a capacidade de abstracao e generalizacao da RNN ao
melhorar consideravelmente a acuréicia da predicao, reduzindo o RMSD em
pelo menos 33% contra a predigdo do melhor MOEA (GDE3);

2. A RNN permitiu reduzir o espago de busca e evidenciou que os valores
médios dos diedros (¢, 1) das novas séries preditas pela RNN frequentemente

situavam-se proximos dos valores da estrutura nativa;

3. A amostragem possibilitada pelas séries temporais do preditor hyPROT per-
mitiu a formacao de histogramas sugerindo a presenca de uma distribuicao

estatistica regendo o comportamentos dos angulos diedros (Apéndice B).

Por outro lado, a execugao deste preditor demanda um alto custo computacional,
em grande parte devido a etapa de dindmica molecular na minimizacao de energia
para a proteina solvatada. O numero de populagoes nos MOAEs (Population size),
a quantidade de avalia¢oes de energia (Energy evaluations) e o conjunto de treino para
a RNN foram significativamente limitados devido as restrigoes computacionais.

Por exemplo, uma proteina pequena como a PDB 1CRN (46 residuos) demorava
até 5 dias nos parametros atuais para apenas 100.000 evaluations na Amazon AWS
t3x.large. Na literatura do PSP Multiobjetivo é comum a ordem de grandeza de 10°
avaliagoes da funcao objetivo. Portanto, ajustes importantes como de fine-tunning dos
parametros nao puderam ser completamente realizados.

Em virtude deste preditor basear-se fortemente na capacidade de amostragem dos
algoritmos, talvez seja necessario migrar para o uso de clusters de computacao de alto
desempenho (HPC) a fim de explorar a abrangéncia desta proposta. Observando a Figura
70, nota-se que as estruturas secundarias a-hélices mais longas (PDB 1ROP) foram quase
completas. Intuitivamente, as evidéncias apontam justamente a necessidade de mais dados

durante as amostragens para melhorar o ajuste.

7.5 Consideracgoes Finais

Anélises semelhantes as que foram detalhadas para a proteina PDB 1CRN
também podem ser aplicadas para as demais proteinas do dataset (Tabela 5). E possivel
concluir que os resultados obtidos neste experimento permitiram corroborar a hipdtese de
que o perfil evolutivo dos angulos diedros pudesse conter informacoes relevantes acerca
do processo de otimizacao do folding dos MOEAs, evidenciadas pela reducgao significativa
do RMSD e pelos histogramas bem definidos que sugerem a possivel formacao de um

ensemble estatistico. Este foi um resultado muito significativo neste experimento.
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CAPITULO

CONCLUSOES

As estruturas tridimensionais das proteinas estao diretamente correlacionadas
com as funcgoes biologicas que exercem no organismo. Este trabalho apresentou a im-
portancia e os principais desafios no problema de predi¢ao de estruturas de proteinas, o
PSP. Diversas setores econdmicos se beneficiam diretamente dos avancos na area do PSP,
atendendo demandas de pesquisas cientificas, tecnolégicas e mercadologicas que movi-
mentam bilhoes de dolares anualmente na aquecida industria de proteinas (Capitulo 1,
subsecao 1.2.1).

Conforme visto no Capitulo 3, nao existe ainda um campo de forca que seja
capaz de explorar a vastidao do espaco de busca da hipersuperficie de energia do folding,
ou enovelamento de proteinas. Do mesmo modo, também foi visto que abordar a predicao
de estruturas de proteinas apenas sob o ponto de vista energético, minimizando as funcoes
de energia potencial da proteina, nao é suficiente para a determinacao da estrutura nativa,
contrariando parcialmente a Hipotese Termodinamica (Capitulo 3).

Cutello, Narzisi e Nicosia (2006) demonstraram em seu famoso experimento que a
energia potencial total de uma proteina, composta pelos termos de energia das interacoes
covalentes e nao-covalentes, resulta em conflito entre os termos quando submetidos
simultaneamente a um processo de minimizacao de energia, ou seja, a minimizacao de
um termo induz a maximizagao do outro. Originalmente, este experimento foi um dos
primeiros fortes indicios a sugerir de forma substancial de que o problema de predicao de
estruturas de proteinas €, por sua propria natureza, um problema de otimizacao.

Sob o ponto de vista computacional, o estado da arte dos preditores do PSP Ma-
chine Learning, no que tem se tornado um consenso na comunidade cientifica internacional
de proteinas (CASP), trouxe a solugao final para o PSP no que diz respeito a predigoes de
proteinas de dominio tnico, especialmente protagonizado pelo preditor AlphaFold (Deep-
Mind, Google). Entretanto, conforme demonstraram Outeiral, Nissley e Deane (2022) no
artigo Current structure predictors are not learning the physics of protein folding, embora
varios preditores se tornaram muito bem sucedidos na tarefa de predicao, estes métodos

nao estao aprendendo a fisica do folding.
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Os preditores tornaram-se complexas arquiteturas de redes neurais, apresentando
avancos de engenharia nos modelos de deep learning nunca antes visto. Contudo, os
aspectos cientificos subjacentes permanecem em segundo plano. Deste modo, a literatura
de predicao de proteinas, sob o ponto de vista cientifico, avangou muito pouco para a
elucidacao do folding, deixando ainda em aberto um dos principais problemas basilares
da biologia molecular.

O PSP Multiobjetivo, por sua vez, parece ser uma ferramenta de maior poder de
investigacao cientifica do que necessariamente de predi¢ao quando comparado com o PSP
Machine Learning. O PSP Multiobjetivo permite investigar vertentes que a inteligéncia
artificial ainda nao consegue perscrutar. Em especial, a exploracao apropriada de uma
funcao objetivo, com objetivos claros e escolhidos de modo a incorporar determinadas
propriedades fisicas das proteinas, fornece uma abordagem propicia para melhorar a
compreensao cientifica do folding. Os bons resultados do PSP Multiobjetivo geram
a expectativa de um melhor entendimento sobre como as proteinas encontram a sua
estrutura nativa.

A proposta inédita aqui apresentada, um preditor hibrido que combina elementos
do PSP Multiobjetivo, PSP Machine Learning e Dindmica Molecular, foi concebido a
fim de investigar a hipotese de que redes neurais podem ser uteis para generalizar os
processos de otimizacao na predicao de proteinas por diferentes algoritmos evolutivos
multiobjetivo (MOEAS). A premissa era a de que o perfil de evolugao dos angulos diedros
(¢,1), obtido registrando-se os angulos das melhores solugoes conforme as estruturas
preditas se aproximam da estrutura nativa a cada geracao evolutiva, talvez pudesse
conter informagoes relevantes de possiveis mecanismos do folding durante o processo de
otimizacao dos MOEAs.

A concepcao do experimento envolveu ainda uma camada extra de Dindmica
Molecular ao considerar a solvatacao explicita da proteina em agua e processos de
equilibrio termodinamico e relaxamento estrutural. A investigacao do perfil evolutivo dos
angulos diedros foi conduzida aplicando inteligéncia artificial com o uso de Redes Neurais
Recorrentes (RNNs). As RNNs foram aplicadas a fim de abstrair as formas particulares
de cada MOEA no processo de exploragao do espaco de busca, tratando o perfil evolutivo
como uma série temporal ao longo das geragoes dos algoritmos evolutivos.

Os resultados finais produzidos pelo preditor hyPROT conseguiu reduzir em, pelo
menos, 33% o valor do melhor RMSD dos MOEAs quando tomados individualmente.
A nova série temporal dos angulos diedros (¢,%) produzida pelo preditor originou a
formagcao de histogramas e revelou distribui¢oes bem comportadas para os angulos dos
aminoécidos (Apéndice B). A interpretacao é a de que possivelmente os histogramas
estejam revelando a formacao de um ensemble estatistico regendo o comportamento de
busca enquanto percorre o funil de energia. A inferéncia de uma possivel distribuigao

estatistica responsével pela distribuigdo dos angulos (¢,1) durante o processo de folding
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dos MOEASs possui valor cientifico significativo, ressaltando a importancia da abordagem
hibrida do preditor hyPROT.

Conclui-se que as hipoteses deste trabalho foram atendidas de modo satisfatorio.
A construgao do perfil evolutivo dos angulos diedros (¢,v) por diferentes algoritmos
evolutivos multiobjetivos (Figura 64), a capacidade de abstragdo e generalizagdo da
RNN melhorando a acuracia da predi¢ao (Figura 68) e, do ponto de vista cientifico,
os histograms obtidos fornecendo fortes indicios de possiveis distribuicoes estatisticas
regendo o comportamento dos angulos diedros (Figura 69), pode estar contribuindo com

novas informacoes acerca dos complexos mecanismos do folding de proteinas.

8.1 Trabalhos Futuros

Como consequéncia imediata é necessario investigar quais possiveis distribui¢oes
podem resultar nos melhores ajustes aos histogramas obtidos. Em uma primeira analise,
mas que serd objeto de investigagao mais detalhada, a distribuicao log-gamma se ajustou

com boa precisao aos histogramas das proteinas (Figura 71), dada por:

exp(cr — e*)

f(IL',C) = F(C) )

(38)

onde ¢ > 0 é um fator de forma e I'(c) é a fung¢io gamma.

Figura 71 — Ajuste da distribuig¢do log-gamma aos histograms, ilustrando o diedro % do aminoa-
cido 10-ARG da proteina PDB 1CRN.

10-ARG (psi)

Fonte: Autor.

Por fim, sobrevém também a necessidade de refinar o experimento a fim de
superar as limitagoes discutidas no Capitulo 7 (segdo 7.4), possivelmente redefinindo o
preditor para a aplicagdo de computacao de alto desempenho (HPC). A necessidade do
uso de clusters é devido a forte dependéncia do preditor a capacidade de amostragem dos

angulos diedros na construcao do perfil evolutivo.
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APENDICE

PREDICOES MOEAS

A.1 NSGAII

Figura 72 - NSGAII PDB 1CRN. Perfil de evolu¢ao dos angulos diedros (¢,1) produzido
pelo NSGAIL
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A.2 BRKGA

Figura 73 - BRKGA PDB
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A.3 GDE3

Figura 74 - GDE3 PDB 1CRN. Perfil de evolugao dos angulos diedros (¢, 1) produzido pelo
GDES3.
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B.1 Séries Temporais

Figura 75 — RNN PDB 1CRN. Perfil de evolugao dos angulos diedros
RNN.
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B.2 Médias Mobveis

Figura 76 - Médias Moveis PDB 1CRN. Analise das médias moveis (vermelho) entre a
predigao dos angulos diedros (¢,) produzidos pelo preditor e a estrutura nativa
(verde).
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B.3 Histogramas

Figura 77 — Histrograma PDB 1CRN. Histograma (bins=10) dos angulos diedros (¢, )
para cada aminoacido produzidos pela RNN. Os dngulos da estrutura nativa estao
destacados em vermelho.
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