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RESUMO
GEUS, A. R.. Classificação de insetos em milho à granel por meio de análise de vídeos endoscó-

picos. 2016. 61 f. Dissertação (Mestrado em Modelagem e Otimização) – Unidade Acadêmica

Especial de Matemática e Tecnologia, Universidade Federal de Goiás – Regional Catalão, Ca-

talão – GO.

Insetos causam perdas quantitativas e qualitativas significantes em grãos armazenados. Neste

cenário, é de vital importância uma identificação rápida de insetos em grãos para que sejam

tomadas medidas de controle. Ao invés de coletar amostras de grãos para análise visual/la-

boratorial, é proposta a realização desta tarefa de identificação de forma automática, usando

métodos computacionais para a análise de vídeos endoscópicos. Os vídeos são gravados

dentro de armazéns de grãos usando câmera endoscópica. Como o processo de classifica-

ção de objetos em movimento em vídeo depende fundamentalmente de uma segmentação

de objeto precisa, é proposto um novo método de segmentação por subtração de plano de

fundo e comparado seus resultados com os principais métodos da literatura de acordo com

um estudo de revisão recente. A principal inovação neste método de subtração de plano de

fundo está no processo de binarização que usa dois thresholds: um global e um local. Os

resultados binarizados são combinados pela adição de detalhes do objeto obtido pelo th-

reshold local no resultado do threshold global. Resultados experimentais, realizados através

de análise visual dos resultados de segmentação e usando um classificador SVM indicam que

o método de segmentação proposto produz melhores resultados que métodos do estado da

arte atual da literatura de subtração de plano de fundo.

Palavras-chaves: Classificação de insetos, Subtração de plano de fundo, Extração de carac-

terísticas, Classificador SVM.





ABSTRACT
GEUS, A. R.. Classificação de insetos em milho à granel por meio de análise de vídeos en-

doscópicos. 2016. 61 f. Master Thesis in Modelling and Optimization – Unidade Acadêmica

Especial de Matemática e Tecnologia, Universidade Federal de Goiás – Regional Catalão, Ca-

talão – GO.

Insects cause significant losses of stored grains in both quantity and quality. In the scenary,

it is of paramount importance an early identification of insects in grains to take control me-

asures. Instead of sampling and visual/laboratory analysis of grains, we propose to carry

out the insects identification task automatically, using computational methods to perform

endoscopic video analysis. The videos are recorded inside of grains warehouses by an endos-

copic camera. As the classification process of moving objects in video rely heavily on precise

segmentation of moving objets, we propose a new method of background subtraction and

compared their results with the main methods of the literature according to a recent review.

The main innovation of the background subtraction method rely on the binarization process

that uses two thresholds: a global and a local threshold. The binarized results are combined

by adding details of the object obtained by the local threshold in the result of the global th-

reshold. Experimental results performed through visual analysis of the segmentation results

and using a SVM classifier, suggest that the proposed segmentation method produces more

accurate results than the state-of-art background subtraction methods.

Keywords: Insects classification, Background subtraction, Feature Extraction, SVM classi-

fier.
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Capítulo 1

Introdução

A crescente necessidade de comida para suprir a demanda mundial requer que os

grãos colhidos sejam mantidos com perdas mínimas até o consumo. Contudo, grãos arma-

zenados são altamente suscetíveis a ataques de insetos. Elias et al. (2008) reportam que no

Brasil há vários tipos de armazéns de grãos, porém, todos são suscetíveis a ataques de inse-

tos. Como o uso intensivo de inseticidas tem sido desencorajado por fatores como prejuízo

à saúde animal e humana, e pela origem de insetos resistentes a inseticidas, a identifica-

ção prematura de insetos é fundamental para tomada de decisões com o objetivo de evitar

perdas. Ainda de acordo com Elias et al. (2008), as perdas anuais de grãos pela infestação

de insetos são estimadas em 2 bilhões de dólares, calculada em função da perda de peso,

volume e de qualidade.

De acordo com Barberato (2001), a quantidade média de perda de grãos no Brasil,

estimada pelo Ministério da Agricultura, Pecuária e Abastecimento é de 10% da produção

anual. Entretanto, as perdas em qualidade são ainda maiores, uma vez que grãos deterio-

rados tem valor monetário menor. A maior parte dessas perdas é devido à infestação de in-

setos. Loeck (2002) e Elias et al. (2008) argumentam que a análise periódica de amostras de

grãos é uma das medidas mais efetivas para identificar insetos. Contudo, coletar e analisar

tais amostras resultam em um alto custo. Considerando um silo metálico real (ilustrado na

Figura 1), o processo de amostragem, onde deve-se coletar amostras distribuídas ao longo

do interior do armazém, é muito difícil. Este processo pode ser extremamente simplificado

pela instalação de câmeras endoscópicas no interior dos silos e, então, usar técnicas de visão

computacional para identificar insetos nos grãos, assim como a espécie destes.

Nesta dissertação analisamos a presença de insetos em milho à granel. Plantações de

milho cobrem cerca de 20 milhões de hectares no Brazil com uma produção média de 80

milhões de toneladas de grãos por ano. Objetivando evitar perdas durante o período chu-

voso, plantadores normalmente colhem o milho em grão uma vez por ano. O milho à granel

é armazenado por aproximadamente um ano, ficando altamente suscetível a perca de peso

e qualidade devido, principalmente, à infestação de insetos. Estimativas sugerem que, no
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Brasil, as perdas pós colheita do milho à granel estão entre 14% do seu peso total. Além das

perdas quantitativas em peso e volume, insetos em milho armazenado também estão ligados

a contaminação por aflatoxina que podem levar ao envenenamento dos seres vivos que se

alimentam dos grãos (DOMENICO et al., 2015). No Brasil, o gorgulho-do-milho (Sitophilus

zeamais), o besouro-castanho (Tribolium castaneum) e a traça-dos-cereais (Sitotroga cere-

alella) são os principais insetos que causam perdas em milho armazenado. Estes insetos são

ilustrados na Figura 2. Contudo, a traça-dos-cereais é um inseto de superfície, o qual é facil-

mente perceptível por observação humana. Assim, nesta pesquisa focamos na classificação

do gorgulho-do-milho e do besouro-castanho. Esta decisão também é resultante do fato de

uma câmera endoscópica, tal como a que foi usada, não ser um dispositivo adequado para

a captura de imagens na superfície dos grãos.

Figura 1 – Silo de metal.

Fonte: EMBRAPA

Figura 2 – Insetos do milho: (a) Sitophilus zeamais; (b) Tribolium castaneum; (c)Sitotroga cerealella.

4 Controle de pragas durante o armazenamento de milho

por isso, é importante conhecê-los, diferenciá-los,
aprender como causam danos e como combatê-los

Principais Pragas dos Grãos
Armazenados

São várias as espécies de insetos que se
alimentam dos grãos de milho, porém o gorgulho ou
caruncho, Sitophilus zeamais e a traça-dos-
cereais, Sitotroga cerearella, são responsáveis pela
maior parte das perdas. Embora ainda não seja
encontrada no Brasil, devido aos grandes prejuízos
que vem causando ao milho armazenado, no
México e em países da América Central e da
América do Sul, bem como em alguns países
africanos, deve-se prestar atenção à broca-grande-
do-grão, Prostephanus truncatus a fim de evitar sua
entrada no país (Figura 1).

alimento, entrando em outros países pelas
fronteiras agrícolas. Entretanto, no caso de grãos
armazenados, o mais provável é que a migração se
dê através do comércio de grãos infestados,
transportados de um país para outro, quer seja por
caminhões (via terrestre) ou por navios, entrando
através de portos marítimos. Como esse inseto é
adaptado às regiões mais quentes e secas do
México, da América Central e da África, além de já
ter sido encontrado no Peru e na Colômbia, e como
as condições climáticas de várias regiões
brasileiras são propícias ao seu desenvolvimento,
todo cuidado deve ser tomado para que o
Prostephanus truncatus nunca chegue e se
estabeleça aqui. Há registros de que, em seis
meses, as perdas provocadas por esse inseto
chegam a 34 e a 40%, em milho armazenado em
espigas, na Tanzânia e na Nicarágua,
respectivamente.

Conseqüências do Ataque de Insetos

Os insetos se alimentam dos grãos e provocam
grandes perdas, as quais podem ser consideradas
sob diferentes aspectos.

Perda de Peso dos Grãos

De acordo com um levantamento feito por
amostragem, em milho armazenado em espigas,
em Minas Gerais (SANTOS et al., 1983), verificou-
se que entre a colheita (maio/junho) e os meses de
agosto, novembro e março do ano seguinte, o
índice de danos (grãos carunchados) causados
pelos insetos ao milho estocado em paiol atingiu
17,3%, 36,4% e 44,5%, respectivamente (Tabela 1).
A esses índices de carunchamento corresponderam
reduções no peso de 3,1%, 10,4% e 14,3%, como
pode ser observado na Tabela 2. No Estado do
Espírito Santo, observou-se um dano de 36 %
(SANTOS et al. 1988a) e, no Paraná, de 36,5%, no
período entre a colheita e o armazenamento por
seis a sete meses; em São Paulo, de 36,2%, em
Santa Catarina, de 29,8% e no Rio Grande do Sul,
de 36,2% (SANTOS 1992).

Figura 1. Principais pragas do grão de milho.

A migração do Prostephanus truncatus pode-se dar
por processos naturais, deslocando-se pouco a
pouco, através de vôos curtos em busca de

(a) (b)
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A migração do Prostephanus truncatus pode-se dar
por processos naturais, deslocando-se pouco a
pouco, através de vôos curtos em busca de

(c)

Fonte: EMBRAPA

O controle contra insetos do milho tem sido feito principalmente por inseticidas. En-

tretanto, diversos estudos têm mostrado que insetos do milho resistentes a pesticidas têm
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surgido. Desta forma, pesticidas devem ser usados com moderação, quando os insetos apa-

recerem. Assim, para evitar perdas em grãos armazenados é necessário uma detecção pre-

matura e classificação dos insetos nos grãos para rapidamente aplicar o pesticida correto.

Portanto, ferramentas automáticas baseadas em visão computacional são promissoras para

detectar objetos em movimento dentro de armazéns de grãos e classificá-los.

Há duas abordagens básicas para a detecção de objetos em movimento em vídeos:

fluxo óptico (optical flow) e subtração de plano de fundo (background subtraction). Resu-

midamente, técnicas de fluxo óptico (FORTUN; BOUTHEMY; KERVRANN, 2015) calculam

vetores velocidade dos objetos em movimento. Estes vetores velocidade, uma vez compu-

tados, podem ser usados para uma ampla variedade de tarefas indo de navegação até ex-

ploração de ambientes por agentes autônomos. Métodos de subtração de plano de fundo

(BOUWMANS, 2014) estimam e mantêm um modelo de plano de fundo (background) que

é subtraído do frame atual para obter o foreground (segmentação do(s) objeto(s) em movi-

mento). Esta pesquisa foca em métodos de subtração de plano de fundo pois estes métodos

permitem delimitar as fronteiras dos objetos e sabe-se que diferentes espécies de insetos

que acometem milho à granel têm diferentes formas.

Vários estudos revelam que na classificação de objetos em vídeos, a segmentação dos

objetos em movimento tem um papel fundamental (WANG et al., 2003; CELIK et al., 2007;

CHANCHANACHITKUL et al., 2015; NGHIEM, 2014; CHEN; ELLIS; VELASTIN, 2012). Nesta

pesquisa é proposto um método de segmentação de objetos em movimento, sendo seus re-

sultados comparados com os métodos mais promissores da literatura de acordo com Sobral

e Vacavant (2014). Para a descrição dos objetos foi utilizado o descritor elíptico de Fou-

rier (KUHL, 1982), o qual é robusto ao tamanho do objeto, translação e rotação. Embora

vários estudos comparem métodos de subtração de plano de fundo, para o conhecimento

dos autores este é o primeiro estudo a comparar tais métodos no contexto de classificação

de insetos com base em vídeos endoscópicos. Experimentos com videos reais, obtidos com

uma câmera endoscópica revelam que o método de subtração de plano de fundo proposto

leva a resultados de classificação mais precisos que métodos alternativos do estado da arte.

O restante desta dissertação está organizado da seguinte maneira. No Capítulo 2 é

apresentado o referencial teórico, que descreve os métodos computacionais utilizados. O

Capítulo 3 apresenta a metodologia proposta nesse trabalho, a qual consiste do método de

segmentação proposto, da descrição dos objetos usando o descritor Elíptico de Fourier e

da classificação por Support Vector Machine (SVM). O Capítulo 4 apresenta os resultados

obtidos dando ênfase na análise das taxas de classificação obtidas e na análise visual dos

resultados obtidos pelos métodos de segmentação experimentados, comparados à aqueles

do método proposto.
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Capítulo 2

Referencial Teórico

2.1 Métodos de Subtração de Plano de Fundo

Vários métodos de subtração de plano de fundo têm sido propostos visando a execu-

ção de tarefas de análise de vídeos. Basicamente, todos os métodos de subtração de plano de

fundo tentam estimar efetivamente um modelo de plano de fundo a partir de uma sequên-

cia temporal de frames. O modelo de plano de fundo é primeiramente inicializado e então

mantido ao longo da sequência de frames do vídeo. Para estimar o foreground, isto é, os ob-

jetos em movimento, o frame corrente é subtraído do modelo de plano de fundo corrente.

Na literatura há uma ampla variedade de técnicas para estimar o modelo de plano de fundo.

O método mais simples, chamado Diferença Estática de Frames (Static Frame Difference),

consiste na seleção manual de uma imagem estática no vídeo que representa o plano de

fundo, não contendo nenhum objeto em movimento. Entretanto, tal abordagem não é sa-

tisfatória em casos onde há mudanças na iluminação, prejudicando a extração dos objetos

em movimento (foreground) pois este método não conta com um mecanismo de atualização

do plano de fundo. Para lidar com a questão de atualização do plano de fundo ao longo da

sequência de frames do vídeo, vários métodos têm sido propostos envolvendo o uso de abor-

dagens estatísticas, nebulosas (fuzzy) e neuro-inspiradadas. A seguir os métodos de maior

destaque na literatura serão apresentados.

2.1.1 Métodos Estatísticos

O método de média gaussiana (do inglês, Gaussian Average), descrito por Wren et al.

(1997), modela o plano de fundo baseado na construção ideal de uma distribuição normal

dos valores dos últimos n pixels. Para cada pixel, uma média µt e um desvio padrão σt são

calculados para cada canal de cor. Para cada frame t , os pixels de It podem ser classificados

como foreground de acordo com a inequação:

|It −µt | > kσt (2.1)
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Um dos mais populares métodos de subtração de plano de fundo é baseado em um

modelo probabilístico e paramétrico, proposto por Stauffer e Grimson (1999), posterior-

mente melhorado por (HAYMAN; EKLUNDH, 2003). Neste algoritmo, chamado Mistura de

Gaussianas, as distribuições para a cor de cada pixel são representadas pela soma de distri-

buições gaussianas ponderadas. A cada novo frame no tempo t , os parâmetros para todos

os pixels são atualizados para determinar as variações de cores. De fato, no tempo t , é consi-

derado que o modelo mt , gerado para cada pixel a partir das medidas {z0, z1, ..., zt−1} de um

pixel, é correto. A probabilidade que um determinado pixel seja pertencente ao plano de

fundo, é dada por:

P (zt |mt ) =
N∑

n=1

αn

(2π)d/2|∑n |1/2
e−1/2(zt−µt )T ∑−1(zt−µt ) (2.2)

onde d é a dimensão do espaço de cor das medidas zt e cada gaussiana n é descrita pela

sua média µn e matriz de covariância
∑

n . As gaussianas são ponderadas pelos fatores αn

onde
∑N

n=1αn = 1. |.| denota a matriz determinante. Os canais (R,G ,B) de cada pixel são

considerados independentes. Para atualizar o modelo de mistura de gaussianas, somente

agrega-se tais medidas a uma gaussiana n se:

||zt −µt || < kσn (2.3)

onde k é 2 ou 3, e σn é um vetor representando a variância da distribuição gaussiana de

índice n. Posteriormente, as gaussianas são atualizadas a cada novo frame conforme um

coeficiente de aprendizado.

2.1.2 Métodos Nebulosos e Neurais

Basicamente, uma rede neural é treinada para classificar cada pixel da imagem. Para

cada pixel a rede determina se ele é pertencente ao plano de fundo ou ao foreground. Em (CU-

LIBRK et al., 2007), os autores usaram uma rede neural de alimentação direta com 124 neurô-

nios. Esta abordagem se encaixa em redes neurais probabilísticas, já que o plano de fundo

é construído através de uma rede neural, enquanto um classificador Bayesiano determina

se eles pertencem ao plano de fundo ou não. No trabalho de Maddalena e Petrosino (2009),

foi utilizada uma rede não supervisionada do tipo Self Organizing Map (SOM) para segmen-

tar os objetos, onde cada pixel tem um mapa neural dados por vetores de peso. A principal

contribuição deste trabalho é a adição de uma função nebulosa na etapa de aprendizado do

plano de fundo.

2.1.3 Eigenbackground

O método Eigenbackground, proposto por Oliver, Rosario e Pentland (2000), é base-

ado na decomposição de autovalor, aplicada sobre todos os frames. Inicialmente, a partir da
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amostra de n frames são calculados a média µb e a matriz de covariância. Os M autovetores

mais significativos são armazenados em uma matriz de autovetoresφMb de tamanho M× p,

onde p é o número de pixels da imagem. Cada novo frame I é projetado no autoespaço

segundo a Eq. 2.4:

I ′ =φMb(I −µb) (2.4)

Para projetar de volta I ′ no domínio espacial da imagem usa-se a seguinte equação:

I ′′ =φMb
T I ′+µb) (2.5)

onde T denota a operação de transposição da matriz.

Os pixels pertencentes ao foreground são determinados por |I − I ′′| > θ, onde θ é o

limiar selecionado.

2.2 Métodos de Reconhecimento de Padrões

A capacidade humana de reconhecimento de objetos (ou padrões) é um processo

aparentemente automático, tendo em vista que conseguimos facilmente distinguir o aroma

de uma flor, do aroma de uma cebola; um numeral manuscrito "0", de um numeral ma-

nuscrito "8". Diariamente fazemos isso ao reconhecer faces ao nosso redor, porém, é difícil

determinar uma sequência de passos para realizar esta tarefa. Cada face de uma pessoa é

composta de um padrão composto de estruturas (olhos, nariz, boca, etc), com determinado

tamanho e formato, localizadas em certas posições da face, também chamadas de caracte-

rísticas.

O processo de reconhecimento de padrões é dividido basicamente em duas etapas: a

etapa de extração de características deve estar apta para sintetizar padrões específicos que

melhor descrevem as categorias (ou classes) de objetos; e a etapa de classificação, que se-

para os objetos em diferentes classes com base em suas características. Uma classe é uma

coleção de objetos semelhantes, mas não necessariamente idênticos, que são distinguíveis

dos objetos de outras classes. A Figura 3 ilustra um exemplo de classificação entre duas clas-

ses. As seções a seguir descrevem o processo de extração de características e o classificador

usado na metodologia desta dissertação.

2.2.1 Extração de Características

Aqui é descrito resumidamente o descritor elíptico de Fourier, introduzido em (KUHL,

1982). O descritor elíptico de Fourier recebe como entrada um contorno fechado, que é pri-

meiramente representado pelo código diferencial da cadeia. Esta representação inicial re-

sulta em uma sequência de vetores de comprimento unitário e codificação direcional como
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Figura 3 – Exemplo de classificação entre os dígitos manuscritos 0 e 8.

Fonte: Elaborado pelo autor.

mostrado no exemplo da Figura 5, obtida através do objeto binarizado da Figura 4. Pixels

de borda individuais são usados para descrever o código da cadeia, começando no pixel su-

perior à esquerda do contorno e traçando a borda em sentido horário. A enumeração do

código da cadeia é completada quando volta-se ao ponto de partida. Usando o código da

cadeia é obtida uma série de Fourier truncada do contorno fechado através das equações:

Figura 4 – Imagem de objeto binarizada com código da cadeia sobrescrito na sua borda.

Fonte: Elaborado pelo autor.
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Figura 5 – Código diferencial da cadeia começando no canto superior do objeto da Figura 4.

Fonte: Elaborado pelo autor.

xN (t ) = A0 +
N∑

n=1
an cos

(2nπt

T

)
+bn sin

(2nπt

T

)
(2.6)

yN (t ) =C0 +
N∑

n=1
cn cos

(2nπt

T

)
+dn sin

(2nπt

T

)
(2.7)

onde t é o passo requerido para cruzar um pixel ao longo do contorno fechado, tal que

tp−1 < t < tp para valores de código de p dentro do intervalo 1 ≤ p ≤ k, onde k é o número

total de códigos descrevendo o contorno da borda do objeto. n é o número de harmônicas

de Fourier requeridas para gerar a aproximação da borda (cada harmônica tem quatro coefi-

cientes). T é o número de passos necessário para percorrer todo o contorno, T = tk . A0 e C0

são os coeficientes de bias. Estes coeficientes são relacionados a translação de imagem. N é

o número total de harmônicas elípticas de Fourier necessárias para gerar uma aproximação

precisa da borda. Em nossos experimentos, atribuímos zero para A0 and C0 seguindo a su-

gestão de (NETO et al., 2006), para fazer com que os coeficientes se tornassem invariantes a

translação.

Para cada harmônica, os quatro coeficientes harmônicos an , bn , cn e dn são definidos

como:

an = T

2n2π2

K∑
p=1

∆xp

∆tp

[
cos

(
2nπtp

T

)
−cos

(
2nπtp−1

T

)]
,
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bn = T

2n2π2

K∑
p=1

∆xp

∆tp

[
sin

(
2nπtp

T

)
− sin

(
2nπtp−1

T

)]
,

cn = T

2n2π2

K∑
p=1

∆yp

∆tp

[
cos

(
2nπtp

T

)
−cos

(
2nπtp−1

T

)]
,

dn = T

2n2π2

K∑
p=1

∆yp

∆tp

[
sin

(
2nπtp

T

)
− sin

(
2nπtp−1

T

)]
,

onde k é o número de passos requeridos para percorrer os primeiros p components do có-

digo da cadeia. ∆xp e∆yp são as mudanças nas projeções x e y do código da cadeia, respec-

tivamente, no componente p. Estes valores podem ser 1, 0 ou -1, dependendo da orientação

do componente p. ∆tp é a mudança de passo requerida para atravessar o componente p

do código da cadeia. A principal característica deste descritor é que ele é robusto à rotação,

translação e resolução de imagem.

2.2.2 Classificador SVM

O classificador Support Vector Machine (SVM), proposto por (CORTES; VAPNIK, 1995),

tem sido frequentemente mencionado na literatura por obter bons resultados de classifi-

cação em diversos domínios de aplicação (VALERA; VELASTIN, 2011) (MOUNTRAKIS; IM;

OGOLE, 2011). A ideia básica é encontrar uma função que separe os dados rotulados, em um

hiperespaço d-dimensional. Em problemas de duas classes linearmente separáveis, SVMs

determinam um classificador linear f que melhor separa os dados de treinamento. A Fi-

gura 6.(a) mostra exemplos de classificadores lineares.

Vários limites podem ser usados em um classificador linear, porém, a escolha do li-

mite pode ser melhor determinada através da maximização da margem m ilustrada na Fi-

gura 6.(b), que é a distância entre os valores mais próximos de cada classe, também chama-

dos de vetores de suporte (support vectors).

Em casos onde as classes não são linearmente separáveis, é necessário o cálculo de

uma função kernel, que recebe dois pontos xi e x j do espaço de entradas e computa o pro-

duto escalar Φ(xi )Φ(x j ) no espaço de características. Para tanto, é necessário escolher uma

função de kernel adequada, bem como os parâmetros dessa função. A Figura 7 mostra um

separador circular em duas dimensões que se torna um separador linear em 3 dimensões.
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Figura 6 – Classificadores lineares em um plano bidimensional: (a) Duas classes de pontos (pontos pretos e
brancos) e três separadores lineares. (b) Um separador linear com maior margem m distante dos
support vectors (pontos com círculos maiores).
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Figure 18.30 Support vector machine classification: (a) Two classes of points (black and
white circles) and three candidate linear separators. (b) The maximum margin separator
(heavy line), is at the midpoint of the margin (area between dashed lines). The support
vectors (points with large circles) are the examples closest to the separator.

should make you nervous that so many examples are close to the line; it may be that other
black examples will turn out to fall on the other side of the line.

SVMs address this issue: Instead of minimizing expected empirical loss on the training
data, SVMs attempt to minimize expected generalization loss. We don’t know where the
as-yet-unseen points may fall, but under the probabilistic assumption that they are drawn
from the same distribution as the previously seen examples, there are some arguments from
computational learning theory (Section 18.5) suggesting that we minimize generalization loss
by choosing the separator that is farthest away from the examples we have seen so far. We
call this separator, shown in Figure 18.30(b) the maximum margin separator. The marginMAXIMUM MARGIN

SEPARATOR

MARGIN is the width of the area bounded by dashed lines in the figure—twice the distance from the
separator to the nearest example point.

Now, how do we find this separator? Before showing the equations, some notation:
Traditionally SVMs use the convention that class labels are +1 and -1, instead of the +1 and
0 we have been using so far. Also, where we put the intercept into the weight vector w (and
a corresponding dummy 1 value into xj,0), SVMs do not do that; they keep the intercept
as a separate parameter, b. With that in mind, the separator is defined as the set of points
{x : w · x + b= 0}. We could search the space of w and b with gradient descent to find the
parameters that maximize the margin while correctly classifying all the examples.

However, it turns out there is another approach to solving this problem. We won’t
show the details, but will just say that there is an alternative representation called the dual

m

(a)
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(b)

Fonte: Figuras adaptadas de (RUSSELL; NORVIG, 2009)

Figura 7 – Classificador linear no espaço de características. (a) Separador circular x1
2 + x2

2 = 1. (b) Mapea-

mento de (a) em um espaço tridimensional (x1
2, x2

2,
p

2x1x2) com um hiperplano separador.

Section 18.9. Support Vector Machines 747

-1.5

-1

-0.5

0

0.5

1

1.5

-1.5 -1 -0.5 0 0.5 1 1.5

x 2

x1

0
0.5

1
1.5

2x1
2 0.5

1

1.5
2

2.5

x2
2

-3
-2
-1
0
1
2
3

32x1x2

(a) (b)

Figure 18.31 (a) A two-dimensional training set with positive examples as black cir-
cles and negative examples as white circles. The true decision boundary, x2

1 + x2
2 ≤ 1,

is also shown. (b) The same data after mapping into a three-dimensional input space
(x2

1, x
2
2,

√
2x1x2). The circular decision boundary in (a) becomes a linear decision boundary

in three dimensions. Figure 18.30(b) gives a closeup of the separator in (b).

for each point. In our three-dimensional feature space defined by Equation (18.15), a little bit
of algebra shows that

F (xj) · F (xk) = (xj · xk)
2 .

(That’s why the
√

2 is in f3.) The expression (xj · xk)
2 is called a kernel function,12 andKERNEL FUNCTION

is usually written as K(xj, xk). The kernel function can be applied to pairs of input data to
evaluate dot products in some corresponding feature space. So, we can find linear separators
in the higher-dimensional feature space F (x) simply by replacing xj · xk in Equation (18.13)
with a kernel function K(xj , xk). Thus, we can learn in the higher-dimensional space, but we
compute only kernel functions rather than the full list of features for each data point.

The next step is to see that there’s nothing special about the kernel K(xj, xk)= (xj ·xk)
2.

It corresponds to a particular higher-dimensional feature space, but other kernel functions
correspond to other feature spaces. A venerable result in mathematics, Mercer’s theo-
rem (1909), tells us that any “reasonable”13 kernel function corresponds to some featureMERCER’S THEOREM

space. These feature spaces can be very large, even for innocuous-looking kernels. For ex-
ample, the polynomial kernel, K(xj , xk)= (1 + xj · xk)

d, corresponds to a feature spacePOLYNOMIAL

KERNEL

whose dimension is exponential in d.

12 This usage of “kernel function” is slightly different from the kernels in locally weighted regression. Some
SVM kernels are distance metrics, but not all are.
13 Here, “reasonable” means that the matrix Kjk = K(xj , xk) is positive definite.

(a)
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(b)

Fonte: (RUSSELL; NORVIG, 2009)

Dentre os kernels mais utilizados estão a função de base radial, em inglês, radial basis

function (RBF) e polinômios. O kernel RBF possui o parâmetro de margem C que determina

um valor aceitável entre a maximização da margem de separação e a minimização do erro
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de classificação, e o parâmetro γ que controla o raio do kernel. Já o kernel polinomial possui

o parâmetro D que determina o grau do polinômio.
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Capítulo 3

Metodologia

3.1 Contextualização do Problema

A tarefa de identificação e classificação de insetos em milho à granel necessita de

constante monitoramento dos grãos no interior dos armazéns que normalmente consistem

de grandes silos metálicos (veja Figura 1), obrigando o uso de uma grande quantidade de

câmeras endoscópicas para uma cobertura satisfatória da área, que inviabilizaria economi-

camente o estudo desta dissertação. Contudo, foi construído um ambiente simulado con-

tendo milho à granel e usado uma câmera endoscópica de baixo custo para a construção da

base de dados. O ambiente simulado (reservatório de milho contendo as duas espécies de

insetos), juntamente com a câmera endoscópica e o computador usado na gravações dos

vídeos são ilustrados na Figura 8.

Os primeiros testes utilizando a câmera endoscópica produziram imagens destorci-

das conforme pode ser visto na Figura 9(a). Em busca de melhorias na imagem, foram utili-

zados métodos de deblurring (NAYAR; BEN-EZRA, 2004; BAR; KIRYATI; SOCHEN, 2006), que

não produziram resultados satisfatórios, já que a causa do fenômeno de borramento era o

ajuste da distância focal da câmera, dado pela distância da lente da câmera até a cena (grãos

de milho). Como a câmera é introduzida por uma espécie de sonda, os grãos de milho se

aproximavam demasiadamente da lente, resultando em uma distância focal menor que a

requerida pelo equipamento e, consequentemente no barramento das imagens. Para solu-

cionar o problema, foi realizado um ajuste mecânico para distanciar a lente da câmera dos

grãos, conforme pode ser visto na Figura 10. Tal ajuste consiste basicamente na introdução

de um pequeno cano na extremidade do endoscópio. Esta solução obteve bons resultados,

porém, provocou perdas nas bordas do plano da imagem, o que pode ser visualizado pela

tonalidade escura nas extremidades das imagens, conforme ilustrado na Figura 9(b).

A partir desta configuração, foi construída uma base de dados composta de vídeos

de curta duração contendo algum inseto se movimentando. Cada vídeo foi submetido a

segmentação de objetos em movimento por subtração de plano de fundo, e manualmente,
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Figura 8 – Ambiente simulado para a construção da base de dados.

Fonte: Elaborado pelo autor.

Figura 9 – Imagens da câmera endoscópica: (a) Sem ajuste mecânico; (b) Com ajuste mecânico.

(a) (b)

Fonte: Elaborado pelo autor.

foram selecionados frames, onde os insetos aparecem completamente (por inteiro), para a

extração de características e classificação. A seguir são apresentados o método de subtração

de plano de fundo proposto e o delineamento dos experimentos de classificação.

3.2 Método proposto

Para a classificação dos insetos, optou-se por diferenciá-los com base em seu formato,

já que as espécies presentes na base de dados apresentam diferenças principalmente nas
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Figura 10 – (a) Câmera endoscópica; (b) Ajuste mecânico.

(a) (b)

Fonte: Elaborado pelo autor.

patas e cabeça. Em busca de melhores resultados na etapa de extração de características

do inseto, foi desenvolvido um método de subtração de plano de fundo que detalha mais

precisamente o contorno do inseto, principalmente os detalhes de partes pequenas como

as patas e antenas. A seguir são descritas as três etapas que descrevem o método proposto.

3.2.1 Inicialização de plano de fundo

Uma etapa importante em todo método de subtração de plano de fundo é a inicializa-

ção do modelo de plano de fundo, também conhecida como bootstrapping. Esta etapa deixa

de ser trivial quando não se tem uma sequência inicial de frames sem movimento de objetos

para definir o plano de fundo. O bootstrapping deve consumir poucos frames, de forma a

não perder a detecção de objetos no vídeo. Além disso, tal modelo deve ser inicializado da

forma mais precisa possível pois um bootstrapping inadequado reflete nos processos de de-

tecção de objetos e de atualização do plano de fundo, consecutivos. Em resumo, o modelo

de plano de fundo deve ser criado consumindo um número mínimo de frames, da forma

mais precisa possível. O bootstrapping utilizado neste artigo é o mesmo de (CALDERARA et

al., 2006), que particiona a imagem em blocos de 16×16 pixels e somente adiciona um dado

bloco para o modelo de plano de fundo se não houver evidencia de objetos em movimento

naquele bloco, isto é, uma alta fração dos pixels não mudarem de valores entre frames conse-

cutivos. Se mais de 90% dos pixels no bloco, têm no frame corrente, valores muito próximos

daqueles do frame anterior, considera-se que não há movimento de objeto(s) no bloco. Se

acontecer de um bloco ser considerado estático (sem movimento de objetos) por mais de

cinco vezes consecutivas, o bloco é setado como plano de fundo e não é mais analisado. O

processo continua até que todos os blocos sejam setados como plano de fundo, ou até o

ponto em que o final do vídeo é atingido.
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3.2.2 Atualização de plano de fundo

Em nosso cenário de aplicação, os insetos estão em constante movimento e, frequen-

temente, eles deslocam peles de milho, as quais devem ser, posteriormente, agregadas ao

plano de fundo. Assim, a atualização do plano de fundo se torna um passo essencial. Esta é

a motivação para o uso de um parâmetro de taxa de aprendizagem para atualização do plano

de fundo. Depois do passo de inicialização (bootstrapping), o plano de fundo é atualizado a

cada frame no instante t no vídeo. A cada novo frame I (t ) atualiza-se o plano de fundo BG (t )

conforme a Eq. 3.1.

BG (t ) = (α∗ I (t ))+ ((1−α)∗BG (t−1)) (3.1)

onde α é a taxa de aprendizagem que determina o quão rápido o plano de fundo absorve as

mudanças na cena. Nos experimentos deste trabalho, como não há mudanças significativas

de iluminação e os insetos movem rapidamente, foi considerado um valor de α relativa-

mente baixo, a saber 0.01. Contudo, é esperado que uma atualização do parâmetro α em

função da velocidade dos objetos produza melhores resultados. Este método de atualização

de plano de fundo foi publicado em (GEUS et al., 2015a).

3.2.3 Extração e binarização de objeto

O algoritmo proposto calcula inicialmente uma máscara pela diferença entre o plano

de fundo e o frame corrente. Este processo é feito frame a frame. A diferença entre o frame

corrente e o plano de fundo é dada por:

M (t )(i , j ) = (I (t )(i , j )−BG (t )(i , j ))∗ i T

3
(3.2)

onde i T é o vetor identidade, I (t )(i , j ) e BG (t )(i , j ) são vetores de componentes de cores

(R,G ,B), relativos ao pixel de coordenadas (i , j ). Assim, M (t ) é uma matriz bidimensional

no instante de tempo t , que contem valores próximos de zero para regiões da imagem onde

não há evidência de movimento. A Figura 11.(c) mostra um exemplo de tal máscara, gerada

a partir da subtração do plano de fundo na Figura 11(a) do frame atual na Figura 11(b).

Então, a máscara é binarizada utilizando dois diferentes limiares (thresholds): um li-

miar global definido empiricamente, para identificar pixels que ocorrem em alta variação

de intensidade; e um limiar local para identificar pixels pertencentes ao objeto com uma

pequena variação de intensidade comparada ao plano de fundo local. O limiar global é re-

presentado por Tg l obal e o limiar local empregado é o introduzido em (SAUVOLA; PIETIKAI-

NEN, 2000), portanto chamado de Tsauvol a(i , j ) devido ao nome do primeiro autor.

O cálculo da máscara binária usando os limiares global e local são dadas pelas Eqs. 3.3

e 3.4, respectivamente. Para calcular o limiar local, foi utilizada uma janela de tamanho 55×
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(a) (b)

(c) (d)

(e) (f)

Figura 11 – (a) Plano de fundo; (b) Imagem Frame atual; (c) máscara; (d) Imagem binarizada do threshold glo-
bal; (e) Imagem binarizada do threshold local; (f) Imagem final binarizada.

55 pixels. Resultados preliminares utilizando apenas o threshold global foram publicados

em (GEUS et al., 2015a) e (GEUS et al., 2015b).

B (t )
g l obal (i , j ) =

1, se M (t )(i , j ) > Tg l obal

0, caso contrário
(3.3)

B (t )
local (i , j ) =

1, se M (t )(i , j ) > T (t )
sauvol a(i , j )

0, caso contrário
(3.4)

A máscara binarizada final é calculada pela composição das duas máscaras binariza-

das Bg l obal and Blocal . A operação de composição é dada pela Eq. 3.5. A idéia da Eq. 3.5 é

pegar pixels com alta variação de intensidade em relação ao plano de fundo, que tem alta

probabilidade de pertencer a um objeto em movimento, e agregá-los com regiões espacial-

mente conectadas ao objeto, que possuem uma variação local de intensidade significativa
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em relação ao pano de fundo.

B (t )
f i nal = B (t )

g l obal ∪ {R ∈ B (t )
local } (3.5)

tal que R são regiões 8-conectadas à B (t )
g l obal .

A Figura 11 ilustra o processo de binarização. As Figuras 11(d) e (e), respectivamente,

mostram os resultados dos thresholds local e global considerando a máscara da Figura 11(c).

A Figura 11(f) mostra o resultado composto, onde é claramente perceptível que os detalhes

dos objetos obtidos no threshold local são adicionados à segmentação obtida pelo threshold

global.

3.3 Classificação

Para estimar a qualidade do método de segmentação proposto nessa dissertação, fo-

rem realizados experimentos de classificação comparando-o com os melhores métodos de

segmentação baseados em subtração de plano de fundo, listados por Sobral e Vacavant

(2014). Não foram realizados experimentos específicos de análise da acurácia de segmen-

tação, pois foi utilizada uma câmera de baixa resolução para a construção da base de dados,

o que dificulta a determinação do ground-thuth que delimita os insetos.

Após segmentação dos insetos em movimento através dos método de subtração de

plano de fundo, foi utilizado o descritor elíptico de Fourier (descrito na seção 2.2.1) visando

a diferenciação dos insetos com base em seu formato. Em busca da determinação do nú-

mero mínimo de harmônicas suficientes para representar o objeto segmentado, foi feita a

reconstrução do contorno dos objetos através de suas características extraídas. A figura 12

mostra a aproximação do formato dos insetos usando o conjunto de coeficientes an , bn , cn

e dn , gerados a partir de 30, 20, 10 e 5 harmônicas. Pode ser notado que 20 harmônicas são

suficientes para a representar uma aproximação no contorno do objeto. No experimento

foram calculados os coeficientes an , bn , cn e dn a partir de 30 harmônicas, produzindo 120

coeficientes que representam cada contorno.

A classificação foi realizada através do método SVM (descrito na seção 2.2.2), utili-

zando validação cruzada k-fold. Na validação cruzada k-fold, os dados de características

extraídos através do descritor de Fourier são particionados igualmente em k subconjuntos

de tamanho aproximadamente igual, também chamados folds. Dos k folds, apenas um deles

é usado para validação, e os k−1 folds restantes são usados para treinamento. O processo de

validação cruzada é repetido por k vezes, onde cada um dos k folds são usados apenas uma

vez como dado de validação, conforme ilustrado na Figura 13. A vantagem deste método so-

bre uma simples divisão entre treinamento e teste é que todos os subconjuntos são usados

tanto para treinamento quanto para validação.
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Figura 12 – Reconstrução do contorno usando os coeficientes do descritor elíptico de Fourier calculados por
diferentes números de harmônicas. Primeira linha – imagens originais; Segunda linha – recorte da
região contendo inseto; Terceira até sexta linha – imagem binarizada do inseto com aproximação
do contorno em vermelho usando 30, 20, 10 and 5 harmônicas, respectivamente.

Fonte: Elaborado pelo autor.

Figura 13 – Design dos experimentos de classificação usando validação cruzada k-fold e o classificador SVM.
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Capítulo 4

Resultados

A base de dados utilizada consiste em vídeos de curta duração, gravados no interior de

um recipiente de milho à granel, usando uma câmera endoscópica de resolução de 640 × 426

pixels. O uso de uma câmera de baixa resolução é motivado pelo seu baixo custo, visando

uma aplicação real em grandes silos de metais, onde seria necessário o uso de várias câmeras

endoscópicas para um monitoramento eficaz de insetos.

Para comparar o método proposto, foram tomados os métodos de subtração de plano

de fundo da literatura que produzem os melhores resultados, conforme a revisão de Sobral e

Vacavant (2014). Neste estudo usamos a biblioteca computacional BGS Library, disponibili-

zada pelos autores citados anteriormente, em https://github.com/andrewssobral/bgslibrary.

A Tabela 3 lista os métodos da BGS Library usados para comparação, suas referências, e os

parâmetros usados para cada um deles. Os parâmetros usados em cada método são os mes-

mos usados em (SOBRAL; VACAVANT, 2014). Para detalhes específicos de cada método, o

leitor pode consultar (SOBRAL; VACAVANT, 2014) e as referências de cada método listadas

na Tabela 3. As Figuras 14 e 15 mostram os resultados de segmentação obtidos pelo método

de subtração de plano de fundo proposto e pelos métodos selecionados do estado da arte

da literatura, em três frames. Na Figura 14 são ilustrados: os frames originais – na primeira

linha; os resultados obtidos pelo método proposto – na segunda linha; os resultados obtidos

pelo método de mistura de gaussianas (Gaussian Mixture Model) – terceira linha; os resulta-

dos obtidos por redes neurais do tipo Mapas Auto-organizáveis Adaptativos (Adaptive SOM)

– quarta linha; e por fim, na última linha, os resultados do método estatístico Multi-Layer

BGS. A Figura 15 é uma continuação da Figura 14, que mostra: os frames originais – pri-

meira linha; resultados do método baseado em autovalores e autovetores (Eigenbackground/

SL-PCA) – na segunda linha; resultados do método básico Adaptive Background Learning –

na terceira linha; resultados do método baseado em conjuntos nebulosos (Fuzzy Choquet

Integral) – na quarta linha; e finalmente, resultados do método baseado em Type-2 Fuzzy

(Type-2 Fuzzy GMM-UM) – na quinta linha. Pode-se observar que o método proposto de-

marca mais precisamente a fronteira dos insetos, sem captar regiões desconexas (ruído) em
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torno do inseto. Vale destacar que todos os demais métodos experimentados captam regiões

desconexas (ruídos). O fato do método proposto não captar regiões desconexas é explicá-

vel pela estratégia de acoplar somente regiões conectadas da limiarização local ao resultado

da limiarização global, a qual foi apresentada e discutida no Capítulo anterior. Analisando

visualmente os resultados da Figura 14 e 15, constatamos que os métodos de melhores re-

sultados são: o método proposto, Gaussian Mixture Model (KAEWTRAKULPONG; BOWDEN,

2002), Adaptive SOM (MADDALENA; PETROSINO, 2008) e Multi-Layer BGS (YAO; ODOBEZ,

2007), respectivamente.

Para realização da classificação através do SVM, foram selecionados manualmente

602 exemplos de frames contendo carunchos e 606 contendo besouros. Cada frame seleci-

onado contém somente um besouro ou somente um caruncho. Afim de eliminar pequenas

regiões desconexas resultantes na segmentação de alguns métodos, o descritor de Fourier

foi aplicado apenas ao maior objeto da máscara binarizada resultante da subtração de plano

de fundo. Em termos da precisão de classificação, comparamos o método proposto somente

com os métodos Gaussian Mixture Model (KAEWTRAKULPONG; BOWDEN, 2002), Adaptive

SOM (MADDALENA; PETROSINO, 2008) e Multi-Layer BGS (YAO; ODOBEZ, 2007), visto que

os demais métodos de subtração de plano de fundo não produzem resultados de segmenta-

ção satisfatórios, conforme análise visual. Tal fato pode ser notado pelos resultados de seg-

mentação da Figura 14. Os kernels selecionados foram Polinomial e RBF com parâmetros

determinados por GridSearch. GridSeach consiste em uma busca exaustiva pelos melhores

parâmetros dentro de intervalos especificados para a busca. As taxas de classificação corre-

tas utilizando o método de validação cruzada k-fold, com k = 10, estão contidas na Tabela

1, e mostram que o método de segmentação proposto apresenta maior taxa de acerto de

classificação perante os métodos do estado da arte. Observa-se que a taxa de classificação

foi bastante satisfatória para a base construída, a qual continha poucas amostras e estas fo-

ram selecionadas com cautela, de modo que os insetos presentes nos frames aparecem por

completo e estão próximos ao centro do plano da imagem. Fazendo um comparativo dos

resultados de classificação com a análise visual dos resutados de segmentação (Figuras 14

e 15), pode-se notar que o método de segmentação proposto, no caso da base elaborada,

confirma sua superioridade em relação aos demais. O método de Mistura de Gaussianas

apresenta precisão de classificação condizente com o resultado da análise visual, além de

estar em conformidade com estudos da literatura, que o reportam como um dos principais

métodos de subtração de plano de fundo. Já o resultado de Adaptive SOM comparado ao de

Multi-Layer BGS é mais difícil de ser explicado; visualmente os resultados de segmentação

são ambos imprecisos. Contudo, pode ser notado é que Adaptive SOM produz segmenta-

ção com bordas bastante irregulares, o que poderia prejudicar a caracterização do objeto

pelo descritor Elíptico de Fourier, e consequentemente, produzir resultados de classificação

inferiores.

Na Tabela 2 são mostradas as matrizes de confusão para os experimentos de classifi-
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cação. Conforme análise das matrizes de confusão pode-se notar que basicamente todos os

métodos cometem erros, classificando carunchos como besouros. Isto é justificável pelo fato

de que, quando as patas do caruncho estão oclusas, seu formato se parece com o formato

do besouro, e pelo fato descritor usado ser robusto à escala dos objetos. Normalmente, o

caruncho é maior que o besouro. Contudo, na prática a consideração do tamanho do objeto

segmentado como caraterística é inviável pois o tamanho do objeto captado pela segmen-

tação depende da proximidade do inseto à lente da câmera.

Método SVM Poli-
nomial

SVM
RBF

Método Proposto 97.10% 91.63%

Gaussian Mixture Model (MixtureOfGaussianV1BGS) 91.72% 88.32%

Adaptive SOM (LBAdaptiveSOM) 75.16% 75.16%

Multi-Layer BGS (MultiLayerBGS) 90.96% 87.66%
Tabela 1 – Taxa de acerto na classificação.

Proposed A B Acc.
A 594 12 98.02%
B 23 579 96.18%

(a)

Proposed A B Acc.
A 593 13 97.85%
B 88 514 85.38%

(b)

MOG A B Acc.
A 593 13 97.85%
B 87 515 85.55%

(c)

MOG A B Acc.
A 591 15 97.52%
B 126 476 79.07%

(d)

LBA A B Acc.
A 591 15 97.52%
B 285 317 52.66%

(e)

LBA A B Acc.
A 591 15 97.52%
B 285 317 52.66%

(f)

M.Layer A B Acc.
A 593 13 97.85%
B 107 495 82.23%

(g)

M.Layer A B Acc.
A 591 15 97.52%
B 134 468 77.74%

(h)

Tabela 2 – Matriz de confusão dos experimentos de classificação. O rótulo A corresponde à classe Tribolium
castaneum (besouro), o rótulo B corresponde à classe Sitophilus zeamais e Acc. sumariza a acurácia
por classe. As tabelas da esquerda correspondem ao uso de SVM com kernel polinomial e nas tabelas
da direita foi utilizado SVM com kernel RBF.
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Tabela 3 – Métodos de subtração de plano de fundo e seus parâmetros utilizados. Os parâmetros utilizados são
os mesmos de Sobral e Vacavant (2014).

ID do método Nome do método Referências Parâmetros
Método básico: média e variância ao longo do tempo
AdaptiveBackgroundLearning Adaptive Back-

ground Learning
(SOBRAL; VACA-
VANT, 2014)

T = 15, α= 0.5

Método baseado em Fuzzy
FuzzyChoquetIntegral Fuzzy Choquet Inte-

gral
(BAF; BOUWMANS;
VACHON, 2008a)

T = 0.67,
LF = 10,
αlearn = 0.5,
αupdate = 0.05,
RGB + LBP

Método estatístico usando uma Gaussiana
DPWrenGABGS Gaussian Average (WREN et al., 1997) T = 12.15, LF =

30, α= 0.05

Método estatístico usando múltiplas Gaussianas
MixtureOfGaussianV1BGS Gaussian Mixture

Model
(KAEWTRAKULPONG;
BOWDEN, 2002)

T = 10, α= 0.01

Métodos baseados em Type-2 Fuzzy
T2FGMM_UM Type-2 Fuzzy GMM-

UM
(BAF; BOUWMANS;
VACHON, 2008b)
(BAF; BOUWMANS;
VACHON, 2009)
(BOUWMANS T.
ANF EL BAF, 2010)

T = 1, km = 2.5,
n = 3, α= 0.01

Métodos estatísticos usando características de cor e textura
MultiLayerBGS Multi-Layer BGS (YAO; ODOBEZ,

2007)
Parâmetros ori-
ginais padrão
de (YAO; ODO-
BEZ, 2007)

Métodos baseados em autovalores e autovetores
DPEigenbackgroundBGS Eigenbackground/

SL-PCA
(OLIVER; ROSARIO;
PENTLAND, 2000)

T = 255, HS =
10, ED = 10

Métodos Neurais
LBAdaptiveSOM Adaptive SOM (MADDALENA; PE-

TROSINO, 2008)
LR= 180,
LRtraining = 255,
σ = 100,
σtraining = 240,
TS = 40
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Figura 14 – Imagens originais na primeira linha e resultados de segmentação obtidos pelos métodos analisa-
dos: segunda linha – método proposto; terceira linha – MixtureOfGaussianV1BGS; quarta linha –
LBAdaptiveSOM; quinta linha – MultiLayerBGS; sexta linha – DPWrenGABGS. Os parâmetros usa-
dos em cada método são dados na Tabela 3.

1a

2a

3a

4a

5a

6a
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Figura 15 – Continuação da Figura 14 - Imagens originais na primeira linha e resultados de segmentação ob-
tidos pelos métodos analisados: segunda linha – DPEigenbackgroundBGS; terceira linha – Adap-
tiveBackgroundLearning; quarta linha – FuzzyChoquetIntegral; quinta linha – T2FGMM_UM. Os
parâmetros usados em cada método são dados na Tabela 3.

1a

2a

3a

4a

5a
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Conclusão

Como conhecido de muitas pesquisas da literatura, segmentação de objetos tem um

papel crucial em sistemas de visão computacional voltados para a classificação de objetos.

Neste estudo é apresentado um método de segmentação de objeto baseado na abordagem

de subtração de plano de fundo. Resultados experimentais usando uma base de dados de ví-

deos contendo insetos mostram que o método proposto produz resultados de segmentação

e de classificação de insetos, para o problema proposto, superiores aos de outros métodos

de segmentação por subtração de plano de fundo do estado da arte da literatura. Foi con-

firmada também a superioridade do método de subtração de plano de fundo em termos de

classificação, onde nossos resultados foram 5.3% mais precisos. Como segmentação tem um

papel fundamental em várias aplicações de visão computacional, nossos resultados indicam

que o método de segmentação proposto para ser usado com sucesso em outros domínios de

aplicações, tais como em sistemas de vigilância. Adicionalmente, conforme é de conheci-

mentos dos autores, este é o primeiro estudo a comparar métodos de subtração de plano de

fundo para a tarefa de classificação de insetos em grãos à granel. Em uma investigação futura

planeja-se experimentar o método de segmentação proposto para a tarefa de identificação

de pessoas em vídeos de sistemas de vigilância. Além desta investigação pretende-se:

• elaborar novas bases de dados de insetos, maiores e mais complexas, contendo por

exemplo, oclusões parciais dos insetos nos frames selecionados para compor a base;

• Experimentar técnicas de fluxo óptico (optical flow) para ajustar dinamicamente o pa-

râmetro α da Equação 3.1. A idéia inicial é estimar a velocidade que os insetos se

movem, por meio de optical flow, para em seguida elaborar uma fórmula para o ajuste

dinâmico do parâmetro α;

• Experimentar novos extratores de características, uma vez que neste trabalho foi usado

apenas o descritor Elíptico de Fourier;

• Pensando em uma composição das características geradas por vários extratores, torna-

se interessante o uso de técnicas de redução de dimensionalidade dos dados;
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• E por fim, apesar de SVM produzir ótimos resultados de classificação para nossa base,

seria interessante fazer um estudo comparativo do desempenho de vários classifica-

dores da literatura atual, incluindo deep learning, redes complexas, dentre outras téc-

nicas de classificação.
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